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1.  研究開発の内容及び目標  

1.1.  研究開発全体の概要  

市街地での Leve l4 相当の自動運転自動車には，車載された A I による高度で

自律的な認知・判断機能とともに，それを支援する道路設備，通信設備等のイ

ンフラが必要となる．しかし，道路設備 ･通信設備等のインフラを日本全国に

設置するには莫大な予算が必要になるため最低限必要とされるインフラや，ま

たそのインフラのもとで必要とされる認知判断技術を検討する必要がある．一

方，最先端の自動運転技術は産業界でまさに競争領域となっているため，最低

限必要とされるインフラをオープンな立場で議論可能なアカデミア（大学）の

知見が必要不可欠となる．  

 

 

図 1 .1-1  インフラのリッチさと自動運転技術の高度差の関係  

 

そこで本事業では，既に自動運転の公道走行実証を行っている大学や，関連

する要素技術の最先端の研究を実施している大学と の連携により，一般の交通

参 加 者 や 他 の 自 動 運 転 車 が 混 在 す る 市 街 地 の 複 雑 な 交 通 環 境 下 に お け る レ ベ

ル 4 相当の自律型完全自動運転車の認識・判断技術を構築する．また，これに

よって得られる自動運転技術を通して，市街地の自動運転に必要となる道路設

備及び通信設備などの最低限のインフラを見極める．この必要最低限のインフ

ラのもとで必要となる認知判断技術をオープンな研究体制で議論し，提言を示

すことで得られた知見を自動車産業に関連するハードウェア，ソフトウェア，

インフラなど多方面のコミュニティに貢献する．  
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自動運転技術の高度さ  

（認知・判断機能の高度化）  

どこまでのインフラ整備が可能 (必要 )なのか？  

どこまでの技術開発が可能か？  
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図 1 .1-2  必要最低限のインフラの見極めと認知判断技術の見極め  

  

自律型自動  

運転技術  

インフラ設備  

（信号機，白線

等）  

自律型自動運転技術の高度化による  

必要最低限のインフラの見極め  

必要最低限のインフラの基で必要  

となる認知判断技術の見極め  

アカデミア (大学 )  

のオープンな研究体制  
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具体的には，以下に示す 6 項目の研究開発項目を下図に示すスケジュールに

基づいて検討する．  

a .「信号機認識技術の開発及び認識が困難な条件の検討」  

b .「遠距離の物体を検知するために必要となる AI 技術の開発」  

c .「高精度自己位置技術の開発」  

d .「交通参加者の行動予測推定とそれに基づくパスプランニング技術の開発」  

e .「複数自律型自動車が走行する状態での問題点の検討」  

f .「実証実験」  

 

 

図 1 .1 -3  研究開発項目と開発スケジュール  
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1.2.  研究テーマごとの研究開発内容と目標  

a.  「信号機認識技術の開発及び認識が困難な条件の検討 」  

自動運転においてスムーズな交差点走行を行うにあたり，信号機の状態を正

確に認識することが重要である．信号機は点灯色及び矢印の状態が時間変化す

る道路特徴物であり，一般的には 2 種類の方法での認識が検討されている．  1

点目はオンボードセンサによる信号機の自律的な認識であり， 2 点目は信号機

本体と車両との V2I 通信による認識である．前者は，車載カメラを搭載した自

動 運 転 自 動 車 か ら 画 像 処 理 に よ っ て 信 号 機 の 点 灯 状 態 や 矢 印 灯 を 認 識 す る 必

要がある．太陽光や天候による悪条件下においても頑健な手法の実現が要求さ

れている．後者は信号機 の現在の状態やその後の灯火変化のタイミング情報な

どの正確な信号情報取得が期待され，運転支援システムの一つとして都心部を

中心に導入が進められている．自動運転においても，通信情報を得ることによ

る円滑な交差点走行が期待できるものの，通信機の設置コストの面で課題があ

るため全ての道路への導入は困難である．  

本事業では自動運転 時の信号機認識における課題である「認識性能の改善」

及び「通信情報の活用による交差点走行の状況判断」の実現を目的とする．車

載向けなどの用途で開発されている最新のカメラを活用し，従来のパターン認

識技術（①）と最新の人工知能技術（②）の側面から技術開発を行うことで信

号認識の性能を最大限に高めた最先端の認識アルゴリズムを実現する．高度な

信号認識アルゴリズムの開発に加えて，信号認識の本質的課題である信号機の

隠れが発生する状況を考慮して，インフラ支援信号機の V2I 通信によって得ら

れる信号情報の活用方法も検討する．例えば，信号の先読み情報を取得するこ

とで不必要な加減速を抑えた最適な交差点進入判断が実現可能である．そこで，

V2I 通信としてインフラ支援方信号機を併用した交差点進入判断アルゴリズム

を開発し，これを活用した公道実証実験を実施して効果を検証する（①）．信号

認 識 技 術 の 開 発 と イ ン フ ラ 設 備 と の 連 携 し た 自 動 運 転 技 術 の 開 発 を 相 互 に 行

うことで，必要十分な認識能力を得るためのセンサスペックおよびインフラ設

備設置について検討する．  

以下に実施内容および 2020 年度の目標を示す．  

 

①  パターン認識による信号認識と交差点進入判断アルゴリズムの開発  

パターン認識による信号認識では，車両位置からデジタル地図を参照して撮影画像

内の信号機を検出して，点灯状態を認識する．車載カメラの画角 ・ 解像度に依存する

が， 120m 程度の遠方から認識する場合は 10×10 ピクセル以下の信号灯や矢印灯を

認識する必要があるため，特に矢印信号の状態を正確に認識することが課題である．ま
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た，非常に厳しい逆光時では認識アルゴリズムとしての課題だけではなくハードウェアの

性能限界によって本質的に認識不適な画像が撮影される． こうした本質的課題を解決

可能なセンサの選定および性能評価が重要である． このため， 2018 年度では多様な天

候 ・日照条件での信号機認識において，ハードウェアの性能限界による影響を可能な

限り低減させ，目標達成に必要なカメラの仕様を検討 した． 2019 年度の開発では，この

カメラを用いてデータ収集おおび下記②の研究テーマにも使用可能なデータセットの作

成を進める．またこのデータセットを用いて遠方でピクセル数の小さい信号灯及び矢印灯

に特化した認識アルゴリズムを開発し，認識率 95%の達成を達成した． 2020 年度では交

差点進入判断における信号認識の環境不調の要因調査及び悪条件に特化した認識

アルゴリズムを開発して 120m 以内の信号灯及び矢印灯の認識率 99%の達成を目指す．

非常に厳しい日照条件で視認性の低い状況などカメラの性能限界による認識困難な状

況を含めた実用的な側面からの性能評価も行 う．  

高度な信号認識により適切な交差点走行が期待できるものの，車載カメラによる認識

のため前方に大型車両が停止している場合や樹木による隠れが発生する場合では信号

機の認識は本質的に不可能である． そのような問題が頻繁に発生する交差点では， イ

ンフラ支援型信号機から取得する信号情報が望ましい． V2I 通信では，現在の信号状

態に加えて，自車が交差点に到達するときの状態を事前に知ることができるため，交差

点進入時の急加減速を緩和して乗 り心地や省エネに配慮した走行の実現が期待でき

る． しかしながら， インフラ支援信号情報を取得した自動運転自動車と先読み情報を持

たない一般車両が混在する状況下において，どのような効果や課題が起こり得るのかを

明 らかにすることが重要な課題である． そこでインフラ支援型信号機の情報を活用した

交差点進入アルゴリズムの開発を目的とし， 2018 年度にはインフラ支援型信号機を簡

易的に模擬できる試験用信号機を作成した． 2019 年度はこの試験用信号機やテストコ

ースを用いてインフラ支援型信号機の情報を活用した交差点進入アルゴリズムの開発を

行った． さらに， 2020 年度では開発した交差点進入判断アルゴリズムの有効性を一般

道で検証することを目指す．周辺車両への安全性に配慮しながらジレンマゾーンでの急

減速回避の効果を評価する．  

 

②  セマンティックセグメンテーションによる信号認識アルゴリズムの開発  

信号機や信号灯の一部が隠れていたり風景に溶け込んでいたりする場合や，

古いランプ式信号機のような点灯部の輝度が十分ではない場合，従来の矩形や

円 形 特 徴 を 認 識 す る 手 法 だ け で 正 確 に 信 号 機 の 位 置 と 色 を 認 識 す る こ と が 困

難である．このような課題に対応するため，ディープラーニングを活用したセ

マンティックセグメンテーションにより信号機の位置を画素単位で抽出する．

これにより，局所的な形状の情報だけでなく，画像全体の構図を考慮すること
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ができ，また信号機が小さくかつ部分的にしか見えていない場合でも信号機で

あることを検知可能となる．   

デ ィ ー プ ラ ー ニ ン グ を 活 用 し た セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン に は 学

習データセットが不可欠であり，学習したデータと類似する走行シーンや天候

において高い精度を再現できる．一方で，様々な道路や町並み，特に天候を網

羅した実環境のデータセットを用意することは困難である．このような課題に

対して，2020 年度は，多様な天候の画像を学習データとして利用し、さらに時

系列での信号機状態認識を行うことで９９ %の認識精度を実現する．   

 

b.  「遠距離の物体を検知するために必要となる AI 技術の開発」  

安全かつスムーズな自動運転を行 うためには，車両周辺の自動車，二輪車，歩行者

等を確実に検知することが重要となる．特に市街地で交差点を右折する場合 ，対向車

線を走行する車両は相対速度が高い．自車が右折可能かの判断を行 うためには，相

対速度を考慮して遠方から検知する必要がある．一般道交差点において，安全な速度

で右折するためには，対向車の速度を鑑み約２ ０ ０ m 遠方の車両を検知する必要があ

る．また，信号機のない横断歩道において，歩行者の横断を妨げず，かつ安全に減速

するには約７ ０ m 遠方から歩行者を検知する必要がある． このような遠方の歩行者や車

両などの物体を検知する方法は２種類ある． １つ目はパッシブ型のセンサである車載カメ

ラの画像を利用した物体検知手法， ２つ目はアクティブ型のセンサである LiDAR やミリ

波レーダを利用した物体検知手法である．車載カメラの画像を利用した物体検知手法

の場合 ，一般的な車載カメラで撮影した画像において，遠方の車両や歩行者 などの物

体のサイズは比較的小さい．従来の物体検出手法で高精度に検出できる物体の高さは

128 ピクセル以上必要であり，遠方の物体を検知することが困難である．そのため，遠方

でも検知可能な高さを確保できるように画角を絞 り込んだカメラを選定する必要がある．

一方で， LiDAR やミリ波レーダを利用した物体検知手法においても遠方物体を観測可

能である．そして得られる観測点群の分布などから機械学習で物体種別の識別が可能

であるが遠方の観測が疎になるため，物体 らしさの特徴が十分に得られず誤検出や未

検出が多くなる課題がある．  

本事業では，移動体検知における課題である「遠距離の移動体の検知性能の改善 」

の実現を目的とする．高度な検知性能を実現するには，遠距離の移動体検知に適した

スペックを有する車載カメラを活用 し，最新の人工知能技術により遠距離にいる小 さな

物体を検知するアルゴリズムを実現することが不可欠である． このため物体検知技術の

開発と必要十分な検知能力を得るためのセンサスペックを検討する（①「遠距離向け車

載カメラの選定 ・検知アルゴリズム開発 」 ） ． また， LiDAR やミリ波レーダによる観測情報

に対しても遠方物体の認識性能を改善するアルゴリズム（②「 LiDAR およびミリ波レーダ
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に基づく遠方物体認識 」 ） を開発する．そしてパッシブ型及びアクティブ型のセンサを活

用することで遠距離の物体を正確な認識を実現する．  

以下に実施内容および 2020 年度の目標を示す．  

 

①  遠距離向け車載カメラの選定・検知アルゴリズム開発  

一般的な車載カメラは視野角 100 度程度であり，画像サイズが 1024x786 の

場合， 50m 遠距離に存在する歩行者の高さは 37 ピクセル， 70m 遠距離に存在

する歩行者の高さは 27 ピクセル程度と小さい．また，車載カメラは特定の距

離に焦点を当てるため，その距離よりも遠方はピントがずれて物体がぼやけて

しまう課題がある．これらの課題に対して，2020 年度は，最新の物体検知アル

ゴリズムとその改良により，自動車 200m，歩行者 70m の遠距離の物体を検出

する際に生じるピントずれによるぼやけに対応し，小さな物体を正確に検知す

るアルゴリズムを実現する．  

 

②  LiDAR およびミリ波レーダに基づく遠方物体認識  

LiDAR による物体識別では，観測した物体の点群情報から得 られる形状や運動状

態に関する特徴量から機械学習で識別する手法が提案されており，自動車 ，二輪車 ，

歩 行 者 のマルチクラス分 類 において 95%以 上 の認 識 率 が報 告 されている． しかし，

LiDAR の観測が疎になる 50m 以上の距離の物体に対してはさらなる認識精度の改善が

課題となっている．そこで， 2018 年度では，最新型の LiDAR を導入して各対象物に対

する観測距離を評価した．最新型の LiDAR を導入することで観測距離の改善が期待

できるが，遠方の観測が疎になる本質的な課題は変わらない． したがって，遠方物体の

認識精度を大幅に改善するためには遠距離に有効な特徴量の設計が重要である．そこ

で， 2019 年度では上記①の研究開発項目にも使用可能なデータセットを作成するととも

に機械学習における特徴量設計において遠方物体に特化した特徴量を検討し，認識

距離に改善を実施した． 2020 年度では遠距離認識に特化したセンサフュージョンアル

ゴリズムを実現するため，デジタル地図を併用した認識アルゴリズムを開発する．デジタル

地図から走行中に注目すべき道路領域を逐次抽出することで注目領域に特化して認

識距離の改善を図る． これによって 200m 以内の自動車及び 70m 以内の歩行者を 90%

以上で認識可能であるかを評価する．  
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c .  「高精度自己位置技術の開発」  

デジタル地図を活用する市街地自動運転において，車両位置を高精度に推定する

自己位置推定技術が重要となる．自己位置推定では GNSS などのセンサで測位した位

置を初期位置として地図と LiDAR などのセンサの観測をマップマッチングすることで実現

する． このとき，高精度な位置情報が測位されていることで，信頼性の高い初期位置を

取得可能となるだけでなく，マッチング結果のバリデーションを行 うためにも利用可能とな

る．本事業では，汎用的な GNSS と INS を用いつつも，自動運転システムに適用可能な

位置が推定可能な GNSS/ INS の技術開発を行う．また， LiDAR 等のマップマッチングの

技術と併用した高精度自己位置推定アルゴリズムの開発を行い，地図の鮮度に起因す

る実環境と地図との差異が自己位置推定へ与える影響について調査する． また，道路

には様々な状態の白線が存在し，自動運転システムは白線を認識して走行する場合も

あるので， 白線の状態が自動運転システムに与える影響について調査を行 う． なお，

GNSS/ INS の精度が劣化する可能性が高く，また，地図にも特徴が無い場所では，上

記の開発ができたとしても， “道路に設置されたインフラ”による位置推定に頼らざるを得

ない場所も存在することが予想 される． そのため，自動運転システムを安定して運用可

能な条件に関しても検討を実施する．  

以下，ベースとなる①GNSS/ INS の開発，地図を利用した②マップマッチング，③白線

の状態が自動運転システムに与える影響の調査に分け，実施内容および 2020 年度

の目標を示す．  

 

①  GNSS/INS の開発  

GNSS/INS の開発では，自動運転に必要な位置精度を，走行車線の判定が可

能な位置推定精度 1 .5m， GNSS/ INS だけでも自動運転システムの運用が可能

な位置推定精度 0 .3m の２つに設定する．まず， 1 .5m の位置精度の達成のた

め，汎用的な GNSS を用いつつも安定して推定可能な手法として， GNSS 

Dopple r の有効性を最大限活用した手法の検討を実施する．この手法では，

GNSS の疑似距離を利用し，正確な車両の数百メートルの軌跡情報を利用する

ことでマルチパスを排除し，平均化の効果により位置の高精度化を可能とす

る．次に， 0 .3m の位置精度の達成のため，従来の整数不定性の決定に用いら

れている LAMBDA 法 /R a t io  Tes t の枠組みを拡張し，より信頼度が高く位置推

定精度が判定可能なアルゴリズムの検討を実施する．本手法は，車両の運動

の高精度な推定技術を拡張することで，従来の LAMBDA 法 /Ra t io  Tes t の枠組

みでも高精度な絶対位置の確度を高く推定可能な手法となる．これらの手法

を組み合わせ，低コストセンサでロバストに 1 .5m の位置精度を達成しつつ，
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状況に応じて信頼度を高く 0 .3m の位置精度を達成することが可能になると考

える．  

これらを実現するため， 2018 年度では従来技術の整理，及び精度評価を都

市部の実環境で実施を行い，改善点の検討を行い RTK-GNSS の FIX 率の改善

と 1 .5m 位置精度の改善を実施した．また， 2019 年度では信頼度を高く 0 .3m

の位置精度を達成することを目的として，高さ方向の変動に注目した信頼度

の判定手法の提案を行った．さらに 2020 年度ではみちびきを活用した測位性

能の評価，及び手法の改善を行う．  

 

②  マップマッチング技術の開発  

マップマッチングは自動運転の根幹の技術であり， 位置を照合する特徴が少ない道

路でマッチング誤差が増大すると自動運転が破綻してしまう． このような場所で自動運

転自動車を運用するには，現状では高精度な GNSS/INS を導入し，車両の運動の信

頼性を担保するか， もしくはインフラを設置する必要があった．そこで本研究では，安定

した自動運転の運用にはインフラの設置及びメンテナンスは不可避であるという前提に

立ち，道路整備 ・ メンテナンスすべきインフラ項目を明らかにすることを主目的とした，マ

ップマッチング技術の開発を行 う．  

具体的には， GNSS/INS とマップマッチング手法を連動して運用しつつ，マップマッチ

ング時の地図の特徴と LiDAR のスキャンデータの関係から，車両位置を推定するだけで

なく誤差状態をマッチングの信頼度として同時に推定する． また， この誤差状態の情報

を分析してインフラに関する検討を可能にすることを目指す．  

これを実現するため， 2018 年度に複数方式のマップマッチング手法について調査 し，

評価ルートの選定を行なった．また， 2019 年度においては目標精度 0.1m の位置推定

精度を達成することを目的 として，複数方式のマップマッチングアルゴリズムの実装 ・評

価を行なった．  

2020 年度に関しては，ローコスト GNSS/ INS の利用を前提とした個別方式のマップマ

ッチングアルゴリズム開発を目指し，テンプレートマッチングによる位置および方位角を推

定する手法を実装，評価する．  

 

③  白線の状態が自動運転システムに与える影響の調査  

高速道路および一般道路には様々な状態の白線が存在し，自動運転システムは白

線を認識して走行する場合も存在する． このため，白線の状態が自動運転システムにど

のような影響を与えるかについて事前に把握しておくことが必要となる．本事業では車載

センサから得られるセンサ情報をもとに，道路上の白線領域を抽出するアルゴリズムの検

討を行い，その情報に基づき白線の状態の目安を把握する手法について検討する．  
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2020 年度は，昨年度から検討している白線の状態を把握する手法を基に，白線の

状態が白線認識およびマップマッチングに及ぼす影響度の評価を行 う．  

 

d.  「 交通 参 加 者 の行 動 予 測推 定 と そ れに 基 づ くパ ス プ ラ ンニ ン グ 技術 の 開

発」  

市街地には，車 ，バイク，自転車 ，歩行者といった多種多様の移動体が多数存在し

ている． このような移動体に衝突せず安全に走行を行 うためには，移動体の将来の行動

を予測し，それを考慮した自車の走行軌道 (将来自車が取るべき経路と速度 )を計画す

る必要がある． これらの移動体のうち，歩行者のような低速の移動体は速度が遅いが，

急に移動方向を変更することもあり， 将来の軌道を正確に予測することが困難であると

いう課題がある．そのため，歩行者のような低速で移動する物体に関しては，単なる運動

状態のみではなく，体や顔の向き等を求めることも重要である．  

一方，車のように高速で移動する物体に関しては，その運動状態を推定することで，

速度ベクトルから将来の軌道を大まかに予測することができる． しかし，その移動速度が

速いため，安全な走行を行 うためには将来の軌道を陽に考慮した高度な軌道計画 (パス

プランニング )技術が必要となる．  

そこで本研究課題では，  A I 技術にもとづき移動速度の低い歩行者の属性 （体の向

きや年代層等 ）を求め，その行動を予測する技術 （①「人工知能 (A I )に基づく歩行者の

行動予測 」 ） と， 時系列的な追跡によって高速で移動する車の行動を予測し， その将

来軌道を考慮して軌道計画を行 う技術 （②「時系列追跡による車両の行動予測とパス

プランニング」 ） について研究を行 う．そしてこれらの技術を組み合わせることで，市街地

の複雑な環境下においてスムーズかつ安全に走行可能な技術を構築する．そして，市

街地走行におけるインフラ支援の必要性の有無やインフラに対する要望の取 りまとめを

行うことを目的とする．  

以下に実施内容および 2020 年度の目標を示す．  

 

①  人工知能 (AI)に基づく歩行者の行動予測  

歩行者や車などの移動体が未来の時刻にどのような経路で移動するかを推

定する技術である経路予測において，移動体が経路を決定する要因は，対象

物体周囲の環境などの外的要因と予測対象自身が保有している内的要因に分

けることができる．外的要因は，例えば歩行者と車がガードレールなどで隔

てられていない場所を走行する場合，側道に車が停車していると歩行者は走

行路にはみ出して歩く，というような状況である．一方，内的要因は，性別

や年齢などの属性情報であり，例えば子供は周辺に注意を向けることな く，

急に道路に飛び出す，というような状況である．このような状況において，



 

 

 
 15 

 

  

パスプランニングを実現するためには，移動体の行動を予測することが重要

となる．そこで，歩行者の属性を内的要因として推定し，走行の周辺環境を

外的要因として理解することで，属性情報を考慮した将来の軌跡を予測する

手法を確立する． 2020 年度は，属性情報と周辺環境を考慮した歩行者の行動

予測アルゴリズムの開発を行う．周辺環境の理解にはセマンティックセグメ

ンテーションを活用する．また，走行実験により有効性を検証する．   

 

②  時系列追跡による車両の行動予測とパスプランニング  

市街地における自動運転では，移動物体の将来の予測軌道を求め，その軌

道に衝突しない自車の走行軌道をリアルタイムに計画することが重要とな

る．ただし，特に多数の移動車両が存在する都市部においては，これを実現

するためには様々な問題に対処する必要がある．例えば，都市部では自車周

辺に多数の移動車両が存在しているため，これらの移動車両同士で一時的に

隠ぺいされて死角 (オクルージョン )が頻繁に生じる．また自転車等の複雑な動

きをするような移動物体の将来の予測軌道をどのように精度よく求めるのか

も課題となる．さらに，都市部での走行では複数 の車線がある道路に多数の

車両が存在している場合が多く，自動運転自動車はこれら多数の車両に囲ま

れた状況が生じる．このため，このような相対的に狭いスペースの中で多数

の移動物体の将来予測軌道を考慮して，どのようにしてスムーズかつ安全に

走行するのかも課題となる．そこで本研究課題では，移動物体の運動状態と

その形状を精度よく推定し，移動物体の将来軌道を予測する技術を開発す

る．そして，これらの移動物体の予測軌道を考慮して市街地においてスムー

ズかつ安全に走行可能な軌道計画技術を構築する．  

2019 年度は， 2018 年度に検討した複数個所の走行エリアにおけるデータ収

集を進めるとともに，移動物体の運動状態と形状を同時推定するアルゴリズ

ムの車両システムへの実装とリアルタイム性検証を行 った．また，移動物体

の将来軌道予測アルゴリズムおよび軌道計画技術の基礎設計を行 った． 2020

年度では開発したアルゴリズムを順次車両システムへ実装していき市街地環

境での物体認識及びパスプランニングの改善を図る．また，市街地環境にお

ける自動運転の平均走行持続可能距離を 5 .0km 以上とするアルゴリズム改善

を実施し，自動運転のオ ーバーライドにおける不調要因を分析する．  
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e.  「複数自律型自動車が走行する状態での問題点の検討 」  

現代の交通社会においては，自動運転自動車が公道を走行するような状況は少な

いため，自動運転自動車同士が交差点などの複雑な環境下において遭遇する可能性

は極めて低い．一方 ，将来の道路交通では，多数の自動運転自動車が混在して走行

する状態となることが予想され，自動運転自動車同士が様々な交通状況において互い

に遭遇する可能性が高くなる．  

一般的に自動運転自動車は法令を順守して走行を行 うため，その振る舞いは基本

的に交通ルールに基づく運転行動となる． このため複雑な環境下において自動運転自

動車同士が遭遇 した場合 ，例えば商業施設の出入 り口における進入 ･退出時 ，幹線

道路への合流時等の状況において，互いに身動きが取れなくなるいわゆる「デッドロック

問題 」を引き起こす可能性がある．したがって，将来自動運転自動車が行き交 う交通環

境に向けたデッドロック回避対策の検討を行 うことが重要となる． このため，本研究課題

では①「 ロボティクス技術を活用したデッドロック回避 」 と，②「人工知能 (AI )技術を活用

したデッドロック回避 」に関する個別の技術について検討を行 う．そして互いの技術に基

づきデッドロックが生じる状況や技術課題等について検討を進め，個別技術の高度化を

進める．最終的には， これらの①，②の技術を融合させた高度なデッドロック回避技術を

構築する．そして高度なデッドロック回避策をとったとしても自律型の自動運転技術のみ

ではデッドロックが発生してしまう状況 （交差点形状 ，道路幅 ，交通量等 ）を明らかにす

る (自律型自動運転自動車が走行すべきでない道路環境 ・交通状況等の明確化 )． ま

た，デッドロック回避に対してどのようなインフラ支援があるべきかについて提言を行 うこと

を目的とする．  

以下に実施内容および 2020 年度の目標を示す．  

 

①  ロボティクス技術を活用したデッドロック回 避  

自動運転システムにおいて，自動車の振る舞いを決定するパスプランニン

グ技術には，大きく分けて自動運転自動車が目的地に到達可能なルートを計

画する技術，交通ルール等に基づいて大まかな車両の振る舞いを決定する技

術，そして細かい障害物への回避や先行車両の追従などの細かい挙動を計画

する技術に大別可能であると考えられる．本研究課題では，こうした自動運

転の基本的な意思決定をシミュレーションソフト上で再現するための環境を

構築し，複数の自動運転車が走行する環境下でデッドロックが発生しやすい

状況を明らかにする．そしてこのようなデッドロック発生シーンに対する回

避策を，意思決定技術および軌道計画技術の高度化に関する観点から検討

し，これらのデッドロックが回避可能であるか否かの検討を進める． 2019 年

度は，複数の自動運転自動車の挙動を再現可能なシミュレーションソフトの
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開発を行った．さらに，シミュレーションソフトに基づいて机上検討を行

い，デッドロックの発生しやすい場所・走行条件（交差点形状，走行条件，

交通量等）を明確化し，デッドロックが発生するシーンを 5 件以上明らかに

した． 2020 年度では，デッドロックの発生シーンに対する回避アルゴリ ズム

を検討してシミュレーション及び実車試験を通してデッドロック回避アルゴ

リズムの有効性を検証する．  

 

②  人工知能 (AI)を活用したデッドロック回避  

自動運転システムにおいて，パスプランニングを行う際，あらかじめ決め

られたルールに従い，経路計画を行う．しかしながら，実世界では，全ての

シーンに対するルールを明確に決めることは困難であり，その場に応じて柔

軟な経路計画が求められる．そこで， A I を活用して柔軟な経路計画を立てる

ことができるようにする．特に，実世界で生じるようなデッドロック状態に

対して， A I が有効であるかを確認する． 2020 年度は，デッドロックが生じる

複数のシーンのシミュレーション環境を構築し，深層強化学習による経路計

画を獲得する．実走行車でデッドロックの回避が可能か検証するために，深

層強化学習で利用する入力情報の獲得装置と本デッドロック回避アルゴリズ

ムとを接続するシステムを構築する．また，出力情報を車両制御の情報に変

換する処理を有するシステムも構築する．  

 

f .  「実証実験」  

上記テーマ a .～ e .  の検討を踏まえて，公道での実証実験を実施する．公道での実

証実験の効率的な実施のため，本事業では，合計 2 台の試験車両を構築する． 2 台

の試験車両を制作する理由としては，テーマ a .～ e .  において計画した研究開発

において東京臨海部における公道走行試験，石川県金沢市における公道走行試

験を始め，各地でセンサデータ取得試験等も行うこととしており，効率的な運

用を行うことを可能とするためである．またテーマ e .に関しては，そもそも複

数の試験車両を用いた試験を行うことを予定しているため，本研究では 2 台の

試験車両を用いることとしている．  

構 築 する試 験 車 両 には ， 市 販 車 両 に対 して自 動 運 転 ECU を追 加 搭 載 し ，

CAN(Contro l le r  Area  Network)通信によるコマンドでハンドル，スロットル/ブレーキ，シ

フトレバー， ウィンカー等が制御可能 な状態 に改造する． また， 複 数の LiDAR(L ight 

Detect ion and Rang ing ) ， ミ リ 波 レ ー ダ ， カ メ ラ 等 の 周 辺 環 境 認 識 セ ン サ や ，

GNSS(Globa l  Nav igat ion Sate l l i te  System)  /  INS( Inert ia l  Nav igat ion Sys tem)等の自

己位置推定センサ， V2X 車載端末等を搭載する．そして， これらの自動運転 ECU，各
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種センサ等を用いて自動運転が行える状態にした試験車両を用いて，公道走行をはじ

めとする各種実証実験を実施する．なお構築した自動運転システムが公道走行に支障

がないかの事前検証に関しては，国土交通省運輸支局による構造変更検査登録等を

通して，公道走行に違法性がないことを確認する． また公道走行前にはテストコースに

おける事前検証や，第三者機関による安全性評価を実施したのち，公道走行実験を

開始する．また公道走行時には，警察庁が公表している「自動走行システムに関する公

道実証実験のためのガイドライン」 および関係機関の指示に従い実証実験を行 うものと

する．  

2020 年度は， 2019 年度に引き続き石川県金沢市および東京臨海部を中心と

したエリアでの走行試験を進めるとともに，関係者及びマスコミ等を対象とす

る試乗機会を設け， SIP 事業の国民への成果発信に努めるとともに，自動運転

技術の現状と理解を深める取り組みを実施する．   
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1.3.  成果の要約  

a.  「信号機認識技術の開発及び認識が困難な条件の検討」  

① .  パターン認識による信号認識と交差点進入判断アルゴリズムの開発  

今年度の実施項目として，昨年度より実施している東京臨海部での実証実験

を 継 続 実 施 し て 信 号 機 認 識 に お け る 環 境 要 因 が 主 と な る 認 識 へ の 技 術 課 題 の

分析及びアルゴリズム評価を実施した．その結果，逆光，順光，隠蔽，背景同

化，夜間などの環境条件下では一時的に認識性能が低下する状況を確認してい

る．しかしながら交差点接近における一時的な影響が中心のため，同一交差点

の 他 の 信 号 機 を 併 用 す る な ど の 対 応 に よ り 交 差 点 進 入 判 断 に は 致 命 的 な 問 題

は発生しないことを検証した．このよう に多数の信号機の状況から交差点進入

を判断する戦略を導入することで 2020 年度の目標である 120m 以内の青・赤・

矢印信号を 99%以上で認識可能なことを実証した．一方，評価結果より逆光・

順光時は認識への影響が大きいことも確認したため，太陽光の影響範囲の定量

評価及び逆光影響領域の認識アルゴリズムを開発し，逆光時のカメラの性能限

界 に よ る 視 認 不 可 な 状 況 で の 誤 認 識 を 抑 制 す る た め の 対 応 も 補 助 的 な 対 処 方

法として検討した．  

また，インフラ支援型信号機から得る信号状態の先読み情報を活用した交差

点進入判断を実現するため，昨年度開発した交差点進入判断アルゴリズムを一

般道で評価する検証実験を実施した．これにより確定情報として与えられる先

読み情報が得られる場合において，ジレンマゾーンにおける急減速を回避可能

な点を検証した．  

 

② .  セマンティックセグメンテーションによる信号認識アルゴリズムの開発  

セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン に よ る 信 号 機 認 識 ア ル ゴ リ ズ ム に つ い

て，東京臨海部を走行して撮影したデータを用いて 地図情報の有無による精度

への影響を評価した．その結果，地図情報を用いることで誤検出を抑制でき，

信号機認識精度を向上させることに寄与すること を確認した．また，認識精度

の課題抽出およびインフラ要件の策定に向けて，信号機認識アルゴリズムに最

新手法を導入し，精度向上を図った．信号機認識アルゴリズムの 検知機能 は，

DeepLabV3+または H RNet をベースとするセマンティックセグメンテーション

にて行う．識別機能は，ResNe t50，Ghos tne t，mobi lene t  V2，Densene t をベース

とする物体認識手法にて行う．これらの組み合わせを評価した結果，HRNet と

mobi lene t  V2 による信号機認識アルゴリズムは，20 ピクセル以上の信号機に対

して 97 .28%の精度であった．さらに，時系列処理を導入することによって，信

号機の認識精度を 98 .96 %まで向上させることができた ．昼間だけでなく夜間
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や雨天などの悪天候でも信号機を高精度に認識できることを示した．一方で，

早 朝 な ど の 逆 光 時 に セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン に よ り 信 号 機 を 検 知

できないケースがあった．   

 

 

b.  「遠距離の物体を検知するために必要となる AI 技術の開発」  

① .  遠距離向け車載カメラの選定・検知アルゴリズム開発  

物体検知アルゴリズムには ，高精度な手法，高速な手法など様々な手法が提

案されている．従来手法の比較から YOL O v4 が高精度に検知が可能であるこ

とがわかった．そこで，遠距離の物体を検知できるよう入力画像サイズの拡大

およびネットワークの内部構造の改良を行った．これにより， 200 m 遠方に相

当する 25 ピクセルの自動車，70m 遠方に相当する 48 ピクセルの歩行者の検知

が可能となった．一方で，遠方の歩行者に対する検知精度は十分高いとは言え

ない．そこで，見通しの良い環境における歩行者検知精度を評価した．その結

果，48 ピクセル程度の歩行者の検知精度は 65 .2%であった．歩行者の検知精度

を 90%程度にするには，歩行者のサイズが 90 ピクセル程度になるよう，さら

に入力画像サイズを拡大することが必要となることがわかった．   

 

② .  LiDAR およびミリ波レーダに基づく遠方物体認識  

今年度の実施項目としては，遠距離認識に特化したセンサフュージョンア

ルゴリズムを実現するためにデジタル地図を併用した認識アルゴリズムの開

発を行った．昨年度の評価結果より， 3 次元 L iDAR を用いた遠方物体の認識

において遠方のスパースさを補うためにカメラ画像とのフュージョンが効果

的であることを検証した．しかし，遠方まで安定して認識を継続するために

はカメラによる認識距離の改善も必要であることが課題として挙げられてい

る．そこで，カメラによる認識距離改善及びリアルタイム化を実現するため

に，デジタル地図を活用した認識領域 の生成方法を検討した．デジタル地図

から走行中に注目すべき道路領域 を逐次抽出することで注目領域に特化して

認識距離の改善を図り遠距離認識への効果を評価した．評価結果より限定し

た領域に対して画像矩形枠の検出距離が改善された．また，開発したアルゴ

リズムを L iDAR による物体追跡アルゴリズムに統合して性能評価を実施し，

2020 年度の目標である 200m 以内の自動車及び 70m 以内の歩行者を 90％の検

出率を達成した．  
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c .  「高精度自己位置技術の開発」  

① .  GNSS/INS の開発  

GNSS/INS の開発では，自動運転に用いる位 置精度を利用するために， 1 .5m

の位置精度の実現，及び 0 .3m 以下の位置精度を達成している場所を判定する

手法の提案を行った．まず， 1 .5m の位置精度の実現に関しては，お台場で

30cm@77%／ 1 .5m@90%，新宿で 30cm@57%／ 1 .5m@92%の範囲で達成できる

ことを 2018 年度に確認した． 2019 年度では 0 .3m 以下の位置精度を達成して

いる場所の判定に注力を行い，汎用の G NSS 受信機を用いた実験で，東京都

お台場付近，東京都新宿付近で， 0 .3m 以下の位置精度の判定が 99%で実現で

きる可能性を確認した．  

そこで， 2020 年度は 2019 年度に開発を行った 0 .3m の位置精度を判定する

手法を，準天頂衛星みちびきから放送されている CLAS 信号への対応を行っ

た．具体的には，車両運動の拘束を利用した位置推定結果の信頼性判定法が

有効に働くような測位解が得られるように CLAS LIB を用いた測位アルゴリ

ズムの改善を行った．さらに， 2020 年 11 月から開始された CLAS で放送され

る補正情報が 17 機に増加することによる性能改善幅の調査の実施を行った．

その結果，みちびきから放送される CLAS 信号を利用したお台場での評価試

験において， 0 .3m 以下の位置精度の判定が 99%で実現できる結果を得た．た

だし，受信可能な衛星数が減少する場合には測位，及び 0 .3m 以下の判定の性

能が劣化する傾向も見られた．そのため，衛星数が減少することが想定され

る個所においては，インフラを活用したマップマッチング等の補完技術によ

り位置精度を維持するための技術が必要になることが想定される．  

 

② .  マップマッチング技術の開発  

2 0 2 0 年度においては，車載グレードの G N S S / I N S を使用することを前提とし

たマップマッチングアルゴリズム開発を行った．マップマッチング方式として

は，昨年度までの東京臨海部実証において使用してきた テンプレートマッチン

グを利用した位置推定アルゴリズムをベースとして，位置および方位角を推定

する手法を開発・実装した． 車載グレードの G N S S / I N S を使用する際，安価な

ジャイロセンサが内部に搭載されていることから高精度 G N S S / I N S と比較して

方位角が精度良く得られない．そのため，車載グレードの G N S S / I N S の方位角

を用いてセンサデータを画像上にマッピングした場合，画像にぶれが発生し位

置推定が正しく行えないといった課題がある．そこで，本研究ではセンサデー

タ か ら リ ア ル タ イ ム に マ ッ ピ ン グ し た 観 測 画 像 と 地 図 画 像 と の 間 の 路 面 パ タ

ーンの傾きから角度差を求めるという考えをもとに，Ho u gh 変換をベースとし
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た方位角誤差 (オフセット )の推定手法を開発した．精度検証のため，2 0 1 8 年度

に選出した金沢市内の評価ルートにおける評価を行い，本手法によって目標精

度である 0 . 1 m が達成可能であることを確認した ．また，東京臨海部実証にお

いて，高精度 G N S S / I N S を使用していた場合でも高架下などの G P S 信号の受信

が困難となる場所で方位角誤差が増大し，位置推定誤差が大きくなるケースが

確認された．そのような状況においても，開発した手法を用いることで正しく

方位角および位置推定が可能となることを示した．  

 

③ .  白線の状態が自動運転システムに与える影響の調査  

本テーマでは白線の状態を「白線の剥離率」「白線の反射率」「白線と舗装

の反射率コントラスト」の 3 項目に分け，各項目が白線認識およびマップマ

ッチングに及ぼす影響の調査を行った．  

まず「白線の剥離率」の把握には高い解像度を要するので，車載センサとし

てはカメラを使用する．そのため，同じくカメラを用いる白線認識（セマンテ

ィックセグメンテーション）への影響度を調査した．その結果，剥離率が高い

ほど（つまり白線がかすれているほど）認識率が低い頻度が多くなることが確

認された．  

一方で「白線の反射率」「白線と舗装の反射率コントラスト」の把握には反射

率の計測が可能な LiDAR を使用するため，同じく LiDAR を用いるマップマッチ

ングへの影響度を調査した．その結果，白線と舗装の反射率コントラストが高

いほど（つまり白線がはっきりと引かれているほど）マップマッチングの確信

度が高い頻度が多くなることがわかった．  

 

 

d.  「交通参加者の行動予測推定とそれに基づくパスプランニング技術の開発」 

① .  人工知能 (AI)に基づく歩行者の行動予測  

歩行者の行動予測として，自動車視点および俯瞰視点からの経路予測アルゴ

リズムの評価および分析を行った．自動車視点からの経路予測では，シーン内

の全ての移動物体の経路を同時に予測できる手法を評価した．本 手法では，全

ての移動物体の経路を同時に予測するため高速である一方，自車の移動量によ

ってシーン全体の移動量が大きくなるため，経路予測精度が低い．俯瞰視点か

らの経路予測では，自車の移動量に関係なく固定したシーンでの移動経路を予

測できるため，高精度であった．俯瞰視点からの経路予測において，地図情報

（シーンラベル）の有無による地図の有効性 を評価した．その結果，地図情報

がない場合，建物などの障害物に衝突する経路を予測する一方，地図情報があ
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る場合は，障害物を避けるような経路を予測することができた．これより，地

図情報が経路予測においても有効であることがわかった．また，移動物体の属

性による移動経路について分析した．具体的には歩道から道路への飛び出しを

どの程度前から予測できるか分析した．その結果，大人や高齢者の場合は 3m

から 5m 程度道路から離れた位置でも飛び出す経路を早期に予測できた．一方，

本検討で用いた経路予測手法では，子供の場合は 9m 以上と十分に離れた位置

からでないと飛び出す経路の予測が困難であることがわかった．経路予測手法

による予測精度の違いがあるため，最新の手法による評価および地図情報のさ

らなる有効な活用方法を検討する必要がある．  

 

② .  時系列追跡による車両の行動予測とパスプランニング  

市街地自動運転走行におけるパスプランニングの性能を改善するために，

今年度は移動物の認識方法の改善 などを実施して密な交通環境においてスム

ーズな走行を可能とした．移動物の認識の課題では，昨年度までに開発して

いた Extended  Ob jec t  Track ing を用いた移動物体の運動状態と形状の同時推定

アルゴリズムを実センサでリアルタイム化できるように改善して実証実験に

導入した．この結果，自動運転走行の実証実験において，今年度の目標値で

ある平均持続走行距離 5km を達成した．この他，評価結果に基づいてオーバ

ーライドの発生頻度の要因を分析し，オーバーライドに影響のある道路環境

の要因の分析を実施した．これにより，道路構造物や他車の存在により死角

が発生する交差点での右折走行や矢印信号灯の点灯時間の短い交差点での右

折走行など特定の交通環境下においてオーバーライドに影響のある不調要因

を調査した．  

 

 

e.  「複数自律型自動車が走行する状態での問題点の検討」  

① .  ロボティクス技術を活用したデッドロック回避  

今年度の実施項目として，昨年度に挙げたデッドロックが発生する 5 件の

シーンを解析し，デッドロック発生後に「事後的に対処」できるか，もしく

は発生前に「事前に予防」しなければいけないか，という観点でタイプ分け

をした．前者のタイプに対しては主にロボティクス技術を，後者のタイプに

対しては主にｅ．②の人工知能 (A I)技術を用いて，デッドロック回避の検討を

行なった．前者の「事後的に対処」できるタイプのデッドロックシーンの主

な原因は，一般的な自動運転シス テムが“なるべく車線を逸脱せずに走行す

る”ことを前提に構築されていることである．そこで本研究テーマでは，デ
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ッドロック発生時には臨時的に“あえて車線を逸脱して回避する”という柔

軟性を自動運転システムに与えることで，デッドロックを回避するアルゴリ

ズムを構築した．なお，本来このようにやむを得ないとは言え，臨時的に交

通ルールを遵守せず，デッドロック回避を試みることが法律上許容されるの

かについては議論が必要ではあるが，あえてここではデッドロックのアルゴ

リズム上の回避策の可能性について検討を実施した． また，本テーマにて検

討したデッドロック回避アルゴリズムをシミュレーターおよび 非公道におけ

る実車試験にて有効性を確認した．検証結果より車線を逸脱して走行可能な

スペースが存在する特定の場合においてはデッドロック状態を回避可能であ

ることが確認された．  

 

② .  人工知能 (AI)技術を活用したデッドロック回避  

東京臨海部における実証実験を通じて，デッドロックが生じるシーンを抽出

し，A I による自動運転車が走行した場合に，デッドロックの回避可能かを検証

した．検証シーンは， 1 )信号待ち時に対向車線に駐車車両がおり，右折車が来

た時に相手の走行領域を空けるようなシーン，2)片側一車線で見通しの悪い道路

に路駐車両が停車しているシーン， 3)走行車線に駐車車両がおり，対向車を避けて

走行するシーン， 4)幹線道路に合流するシーン， 5)商業施設等の駐車場の出入り口

でのシーンである．これらのシーンに対するシミュレーション環境を構築し，深

層強化学習によるデッドロック回避が可能か検証した．なお各シーンにおいて，

適切な報酬設計を行った．シーン 3， 5 において，相手を考慮する行動を獲得

することで，デッドロック回避を行う行動の獲得を実現した．一方，シーン 1，

2，4 では，デッドロック回避を行う行動の獲得を実現できなかった．デッドロ

ック回避を行う行動を獲得できたシーンでは，回避行動が一意または限定され

ており，回避行動の獲得が容易であったと考える．デッドロック回避行動の獲

得が困難であったシーンでは，回避行動の選択肢が多い，または複数台が連携

して回避行動を取る必要がある複雑な条件であった．これらのシーンで回避可

能なシミュレーション環 境の再検討，回避行動を獲得するための報酬ルールの

見直しなどが必要である．  
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f .  「実証実験」  

2019 年 度 に 構 築 し た 2 台 の 試 験 車 両 を ベ ー ス に ， ITS 無 線 受 信 機 の ア ン

テ ナ の 設 置 位 置 の 見 直 し ， 計 算 機 の 更 新 ， 車 載 グ レ ー ド の ロ ー コ ス ト

GNSS/INS の 設 置 な ど の 装 置 の 更 新 を 実 施 し た ． ま た ， 石 川 県 金 沢 市 に お け

る 地 図 の 作 成 ， 羽 田 地 域 に お け る 地 図 作 成 等 を 実 施 し ， 東 京 都 臨 海 部 お よ

び 石 川 県 金 沢 市 の 中 心 部 に お け る 走 行 実 証 を 継 続 的 に 実 施 し た ． さ ら に ，

東 京 臨 海 部 に 設 置 さ れ て い る 通 信 機 能 を 有 す る 信 号 機 か ら の 信 号 現 示 情 報

及 び 残 業 数 情 報 を 活 用 し た 公 道 走 行 実 証 実 験 に つ い て も 実 施 し た ．そ し て ，

こ れ ら の 取 り 組 み を 通 し ， 2020 年 度 は 東 京 臨 海 部 で の 走 行 実 証 実 験 に 関 し

て は 今 年 度 合計 54 日実施し，自動運転状態で約 1 ,287 .2 km を走破した．また，

内 閣 府 が 主 催 し て 開 催 し た 東 京 臨 海 部 実 証 実 験 メ デ ィ ア 向 け ガ イ ド ツ ア ー

(202 0 年 9 月 1 日実施 )，SIP -adus 中間成果報告会（ 2021 年 3 月 24，25 日実施）

などにおいて，車両の展示，試乗機会の提供等を実施し，社会受容性向上に資

する取り組みについても実施した．  
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2.  研究開発成果  

2.1.  a.「信号機認識技術の開発及び認識が困難な条件の検討」  

①  パターン認識による信号認識と交差点進入判断アルゴリズムの開発  

公道走行における安全かつ安定した周辺認識を実現するため，精密なデジタ

ル地図と単眼カメラを用いた信号認識アルゴリズムを開発する．市街地の交通

環境のうち特に交差点走行における安全性を確保するため，信号機の点灯状態

を確実に認識することが重要である．しかし，日照条件や背景，対象物体の周

囲物体との遮蔽，および撮影画像のコントラストなど，様々な要因の影響を受

けて取得するカメラ画像の視認性が変化する可能性がある．このような状況に

おける安定した認識の実現が要求されている．今年度は信号灯及び矢印灯の認

識に関して 120m 以内の認識率 99%の達成を目標とし，評価結果から認識が困

難となる環境要因を明らかにする．その結果から，インフラによる支援が求め

られる状況を整理してまとめる．具体的には以下の研究項目・分析を実施した． 

・デジタル地図を活用した信号灯・矢印灯認識アルゴリズムの性能評価  

・逆光・順光時の信号灯視認性への影響範囲の調査  

・逆光影響範囲の認識アルゴリズムの検討  

・インフラ支援信号機を用いた交差点進入判断の評価  

以降では具体的な研究開発成果について個別に述べる．  

 

・デジタル地図を活用した信号灯・矢印灯認識アルゴリズムの性能評価  

画像処理による信号機認識に関する研究として ，頑健な認識を可能とする

ためにデジタル地図を活用した信号機の検出方法がこれまでに多く提案され

ており [1 -3 ]，本研究ではこれまでに単眼カメラと車両位置及びデジタル地図

を活用した信号認識アルゴリズムを開発してきた [4 ]．昨年度までに開発して

きた信号機認識アルゴリズムの概要を図 2 .1 .① -1 に示す．デジタル地図を活

用した信号機認識の主な手順は以下の通りである．  

(1 )  ROI 抽出：デジタルマップを用いて，画像上の信 号機領域（ RegionOf -

In te re s t ,  RO I）を探索する  

(2 )  候補検出：候補交通信号として ROI 内の照明領域を抽出する  

(3 )  状態認識：色相の情報や機械学習を用いて信号状態を分類する  

車 両 位 置 と デ ジ タ ル 地 図 上 の 信 号 機 の 座 標 と の 相 対 的 な 位 置 関 係 か ら 各 信

号機の画像上の ROI を算出し，デジタル地図と自車位置を用いてカメラ画角内

の信号灯位置を抽出し，RO I を設定する．この RO I 画像内に対して信号機の点

灯領域の認識を行う．一般的に信号灯火は，周囲より明るい色をもつこと，す

なわち高い彩度と明度を持つ特徴があるため，色合いの特徴や信号灯の円形形
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状などの特徴に注目して候補点を抽出して対象物であるかを識別する．地図情

報に含まれる信号機情報には位置だけでなく，設置方向（縦型・横型）や矢印

信号（左，直進，右）の有無も含まれている．そこで対象の信号機が矢印信号

を持つ場合，矢印信号の状態認識を行う．  

矢 印 認 識 は 事 前 に 機 械 学 習 ア ル ゴ リ ズ ム に よ っ て 訓 練 さ れ た 矢 印 検 出 器 に

よって認識される．デジタル地図に登録された矢印信号の向きに合わせて画像

を回転させながら任意方向の矢印灯を検出する． しかしながら 120m 以上先の

矢印灯を認識する場合，ピクセル数の小さな点灯物を安定して認識することが

要求される．本実証実験で使用している画角 60 度を有するフル HD クラスの

解像度のカメラを用いた場合，100m 先の矢印灯は 10px 以下の解像度となるた

め，機械学習アルゴリズムのみで特定の方向をもつ矢印灯を認識することは容

易ではない．そこで昨年度の成果として ，デジタル地図の情報として信号灯と

矢 印 灯 の 相 対 位 置 が 与 え ら れ た 場 合 に 遠 方 の 矢 印 灯 を 認 識 可 能 な 方 法 を 開 発

した [4 ]．今年度の評価ではここで開発した信号認識アルゴリズムを用いて性能

評価を実施する．  

 

 

図 2 .1 . ① -1 信号認識アルゴリズムの概要  
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昨年度までに開発した認識アルゴリズムを用いて， 東京臨海部の走行環境に

おける信号灯及び矢印灯の認識性能を評価する．実際に市街地を自動運転走行

するときの状況に近い評価を行うため，一連の交差点接近時の画像リストをシ

ナリオとして定義して多数のシナリオデータをまとめて評価する．表 2 .1 .① -1

に計測した評価データの一覧を示す．評価データは 233 件の交差点接近シナリ

オとして日中，逆光・順光，夜間，雨天の条件のデータから構成されている．

画像データの総フレーム数は 42 ,603 枚となっており，評価対象となる RO I の

総数は 97 ,985 個である．  

 

表  2 . 1 .① -1 東京臨海部の走行データに関する評価データ  

 Type  Number  o f  Data  

ROI 数  青信号  46 ,818  

黄信号  2 ,926  

赤信号  31 ,529  

赤信号＋左矢印  212  

赤信号＋直進矢印  3 ,930  

赤信号＋右矢印  1 ,847  

赤信号＋複数矢印  2 ,566  

None（遮蔽）  8 ,158  

合計  97 ,985  

シナリオ数  日中  140  

 夜間  44  

 雨天  12  

 逆光・順光  37  

 合計  233  

フレーム数   42 ,603  

 

評価指標としては以下に示す，F -va lue を用いる．車両から信号機までの距離

を 10m の区間ごとに分けて各区間での認識率の傾向を評価する．  ただし， T P

は正解数， F P は誤検出数， FN は未検出数である．上記の評価データに対して

150m 先までの範囲で 10m の区間ごとに Prec i s ion ,  Reca l l ,  F -va lue を算出し，各

区間の F -va lue の平均値を算出して認識率を比較する ．  
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𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 (2 .1 . ① -1 )  

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 (2 .1 . ① -2 )  

𝐹-𝑣𝑎𝑙𝑢𝑒 =
2𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∙ 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 (2 .1 . ① -3 )  

 

 ただし，データ数の都合により矢印灯の認識率の評価では個別の点灯状態に

応じて TP/FP/FN を算出しこれらを統合して矢印灯の認識率としてまとめ て評

価する．本実験では以下の観点に基づいて性能評価を実施する．  

・個別信号機単位の認識性能の評価  

・交差点単位の認識性能の評価  

・望遠レンズカメラ併用による認識性能の評価  

・環境条件別の認識性能の評価  

開 発 し た 認 識 ア ル ゴ リ ズ ム の 性 能 を 画 像 認 識 の 観 点 か ら 評 価 す る 場 合 は 各

ROI に対応する信号機の点灯状態を個別に評価する方法が取られる．しかしな

がら，多くの場合では同一交差点には複数の信号機が設置されており，あるフ

レ ー ム に お い て も 当 該 交 差 点 の 複 数 の 信 号 機 を 同 時 に 認 識 す る 場 合 で は 同 一

交 差 点 と し て 関 連 付 け ら れ た 信 号 機 の 認 識 結 果 か ら 総 合 的 に 交 差 点 の 点 灯 状

態を決定することが可能である．そこで，個別信号機単位の評価とは別に交差

点単位で点灯状態を評価する．この時，同一フレームに複数の信号機がある場

合は多数決戦略により点灯状態を決定する．  

また，実証実験で使用している自動運転自動車では信号認識の性 能評価用に

複数画角の車載カメラを搭載している．遠方信号灯に対する貢献を評価するた

めに通常画角（ 53deg）に加えて望遠画角（ 27deg）を併用した評価も実施する．

具体的な方法としては，通常画角で評価対象となる任意の信号機 RO I に対して

望遠画角の画像内に対応する ROI が含まれる場合は望遠画角の ROI 画像を利

用するという方法である．その他，日中・夜間などの環境条件別の認識率も評

価する．  

評価結果として図 2 .1 . ① -2 及び表 2 .1 .① -2 に全評価データに対する青信号，

赤信号及び矢印灯の認識率を示す．評価結果では個 別信号機単位及び信号機単

位 の 評 価 結 果 と 望 遠 カ メ ラ の 併 用 の 有 無 の 違 い に よ る 距 離 ご と の 認 識 率 と

100m 及び 120m 以内の平均認識率を示している．  
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(a )  個別信号機評価（ 53deg）  (b )  交差点単位評価（ 53deg）  

  

(c )  個別信号機評価（ 53deg+27deg）  (d )  交差点単位評価（ 53deg+27deg）  

図 2 .1 .① -2 全評価データに対する性能評価結果  

 

表 2 .1 .① -2 全評価データに対する性能評価結果  

  青信号  赤信号  矢印灯  平均  

個別単位  100m 以内  0 .989  0 .982  0 .933  0 .968  

120m 以内  0 .984  0 .977  0 .908  0 .956  

交差点単位  100m 以内  0 .998  0 .991  0 .976  0 .988  

120m 以内  0 .996  0 .987  0 .960  0 .981  

個別単位  

(望遠併用 )  

100m 以内  0 .986  0 .979  0 .937  0 .967  

120m 以内  0 .984  0 .978  0 .928  0 .963  

交差点単位  

(望遠併用 )  

100m 以内  0 .998  0 .992  0 .983  0 .991  

120m 以内  0 .997  0 .992  0 .982  0 .990  
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評価結果より以下のことが確認された．  

・交差点単位で信号状態を判断することで全体の認識率が改善  

・望遠カメラを併用することで遠方赤信号灯及び矢印灯の認識率が改善  

・交差点単位の評価で望遠レンズを併用することで 120m 以内の平均認識率

が 0 .990 となり今年度の目標認識率を達成  

交差点単位で評価することで特に赤信号及び矢印灯の認識率の改善を確認し

た．これは個別信号認識時では，図 2 .1 .① -3 のように遠方の矢印灯を認識する

際に，矢印灯の点灯状態の未検出や点灯状態の誤検出により各 ROI の認識結果

にばらつきが確認されている．これが交差点単位の認識として多数決戦略を取

ることで適切な状態に出力できるようになったことが要因である．また，望遠

カメラを併用することで遠方矢印灯の認識率 が 2%程度改善できていることが

確認できた．図 2 .1 . ① -4 に通常画角のカメラで認識した信号灯・矢印灯領域の

ピクセル数の分布を示す．図 2 .1 .① -4 より，90m 以降となると矢印灯のピクセ

ル数が 10px 以下となり， 7~10px 程度の矢印灯の向きを正確に認識することは

容易ではないことが評価結果より確認された．これに対して画角 1 /2 の望遠カ

メラを利用すると全体の目標値を達成できたことから，矢印灯の画素数が最低

15px 程度は確保されている条件下での認識が望ましいと言える．  

 

 

図 2 .1 .① -3 通常画角カメラでの交差点接近時の個別信号機認識の誤認識例  

（ Dis t :  信号機との距離， GT: 正解ラベル， RES:  出力状態）  
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図 2 .1 .① -4  通常画角カメラによる信号灯領域のピクセル数  

 

次に，環境条件別の評価結果を表 2 .1 .① -3 に示す．条件による多少のばらつ

きはあるものの各条件では矢印灯でも 97%以上の認識率が得られており，平均

認識率は 98 .5%以上の平均認識率が得られていることから極端に認識率が低下

している条件は確認されていない．僅かな差ではあるが，逆光・順光の条件下

で の 矢 印 灯 の 認 識 率 が 他 の 条 件 と 比 べ て 低 い 傾 向 が あ る こ と が 確 認 さ れ て い

る．  

 

表 2 .1 .① -3 環境条件別性能評価結果（交差点単位評価・望遠併用）  

  青信号  赤信号  矢印灯  平均  

日中  100m 以内  0 .999  0 .995  0 .985  0 .993  

120m 以内  0 .998  0 .994  0 .984  0 .992  

夜間  100m 以内  0 .996  0 .987  0 .990  0 .991  

120m 以内  0 .995  0 .987  0 .980  0 .987  

日中・雨天  100m 以内  1 .000  0 .987  1 .000  0 .996  

120m 以内  1 .000  0 .991  0 .997  0 .996  

逆光・順光  100m 以内  0 .998  0 .987  0 .971  0 .985  

120m 以内  0 .998  0 .987  0 .976  0 .987  

 

東京臨海部における実証実験で得た評価結果では全体として 120m 以内の信

号灯・矢印灯を 99%程度で認識可能であることが確認された．しかしながら条

件によっては未検出・誤検出などの状況も確認されている．具体的には隠蔽，
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背景同化，夜間及び逆光などのシーンで視認性による課題を確認した．以下に

個別で確認された不調シーンに関する特徴的なシーンを述べる．  

 

【隠蔽】：街路樹の遮蔽  

東京ビックサイト正門の交差点を走行中に確認された不調シーンである．図

2 .1 .① -5 (a )のように道路中にせり出している街路樹によって信号機が遮蔽され

ているシーンである．図 2 .1 .① -5 (a )中に赤丸で囲っている領域に信号機の青信

号灯が一部確認されているが，このような樹木による遮蔽ではカメラの視点か

ら信号機そのものを確認することは困難となる恐れがある．また図 2 .1 . ① -5 (b)

に当該交差点接近中の点灯状態を示す．このシーンでは認識開始の数フレーム

で 未 検 出 が 確 認 さ れ る も の の そ の 後 は す べ て の 信 号 機 を 適 切 に 認 識 で き て い

る た め 致 命 的 な 問 題 と は な ら な い が 街 路 樹 に よ る 影 響 の た め 季 節 な ど に よ っ

て影響の受け方が異なることも想定される．  

 

 

 

(a ) 不調シーンの画像  
(b )  交差点接近時の認識の様子  

（点灯状態：青信号）  

図 2 .1 .① -5  環境不調による課題シーンの例（隠蔽）  

 

【背景同化】：背景構造物のエッジによる信号機の境界不鮮明  

有 明 コ ロ シ ア ム 前 の 交 差 点 を 走 行 中 に 確 認 さ れ た 不 調 シ ー ン で あ る ． 図

2 .1 .① -6 (a )のように画像中で信号機周辺にある背景の建物により対象となる信

号機の境界が不鮮明となり未検出となることが確認された．さらに，背景の建

物のエッジのパターンを誤認識することも確認されている．図 2 .1 .① -6 (b )より

特に遠方の信号灯のみ検出が確認されているが，近距離になると適切に認識可

能となっている．  
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(a ) 不調シーンの画像  
(b )  交差点接近時の認識の様子  

（点灯状態：青信号）  

図 2 .1 .① -6  環境不調による課題シーンの例（背景同化）  

 

【夜間】：グレア・ブラーによる矢印灯の形状不鮮明  

東京湾岸アンダー出口の交差点を走行中に確認された不調シーンである． 夜

間 の 画 像 で は 点 灯 物 周 辺 に グ レ ア や ブ ラ ー な ど の 影 響 を 受 け る こ と に よ っ て

点灯物周辺の輪郭が日中に比べると不鮮明になる傾向がある．これによって 図

2 .1 .① -7 のように矢印灯の輪郭が不鮮明になることから矢印灯の未検出や青信

号灯への誤検出などの不調が確認されている．このような場合でも近距離にな

る と 適 切 に 認 識 で き る 状 態 を 確 認 し て い る こ と か ら 発 生 す る 影 響 は 限 定 的 で

あると言える．  

 

 

 

(a )  不調シーンの画像  
(b )  交差点接近時の認識の様子  

（点灯状態：赤＋矢印灯）  

図 2 .1 .① -7  環境不調による課題シーンの例（夜間）  
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【逆光】：太陽光による逆光領域の飽和  

青海一丁目の交差点を走行中に確認された不調シーンである．図 2 .1 . ① -8 (a )

の よ う に 画 像 中 で 信 号 機 付 近 に 太 陽 が 存 在 す る 場 合 で は 逆 光 の 影 響 に よ り 一

部が飽和した画像が撮影される．この場合では飽和した領域周辺にある信号機

を適切に認識することができなくなるため，未検出，誤検出などの影響を確認

している（図 2 .1 .① -8 (b )の t ra f f ic  l i gh t  ID=2 が逆光の影響を受けた信号機）．図

2 .1 .① -8 (a )でも確認できるように撮影画像上では飽和領域周辺が黄色に近い色

合いになっていることもあり，赤信号や青信号を黄信号と誤認識する場合など

も発生している．  

 

 

 

(a )  不調シーンの画像  
(b )  交差点接近時の認識の様子  

（点灯状態：赤信号→青信号）  

図 2 .1 .① -8  環境不調による課題シーンの例（逆光）  

 

以上のように隠蔽・背景同化・夜間・逆光などの環境要因において信号機単

体の認識において認識結果が不安定となる場合を確認した．しかしながら，一

連の交差点接近において隠蔽は一時的，背景同化や夜間は遠方において確認さ

れており，影響は一時的であるため交差点進入判断に致命的な影響はないと言

える．逆光の場合においても，飽和の影響による未検出・誤検出が発生してい

ても図 2 .1 .① -8 のように正常に認識されている他の信号機があることで交差点

進入判断が可能となる．一方，上記の検証結果より交差点進入に課題となるこ

とが想定される状況としては，以下の２点が考えられる．  

・  交差点接近中に対象信号機すべてを認識できない状況が一定時間継続する

場合（進入判断不可）  

・  交差点先頭に停止時に対象信号機すべてを認識できない場合（発進不可）  
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1 点目の進入判断不可は前述の課題となるシーンなどにおいても環境要因の

認 識 不 調 は 限 定 的 で あ る こ と が 確 認 で き て い る た め 問 題 の 発 生 頻 度 は 非 常 に

少ないと考えられる． 2 点目の発進不可の状況は特に逆光及び順光時に起こり

うる課題であり，図 2 .1 .① -9 (a )のように停止線位置停車時に認識対象の信号機

が一つしかなく，その信号機が逆光の影響を受けている場合は問題となる．し

かしながら， 2 個以上の信号機が設置されている交差点では手前側と奥側など

離れた位置に信号機が設置されていることから，画像内の逆光の影響が限定的

で あ れ ば 一 方 が 逆 光 の 影 響 を 受 け て も 他 方 は 影 響 受 け て い な い こ と が 考 え ら

れる．図 2 .1 .① -9 (b)のように前方を広角に捉えることで手前の信号機も視認可

能なため，逆光の影響の度合いに応じてどちらの信号機を認識するべきかを判

断することも重要である．  

 

  

(a )  通常画角カメラ（ 53deg）  (b )  広角画角カメラ（ 120deg）  

図 2 .1 .① -9  停止線位置での逆光発生時の画像例（赤丸が信号機）  

 

 

・  逆光・順光時の信号灯視認性への影響範囲の調査  

前節での評価結果では環境要因により視認性が低下して認識が困難となる状

況として逆光・順光・隠蔽・背景同化・夜間などのシーンが確認された．これ

らの不調要因のうち，逆光などの太陽光による影響が要因となる不調はカメラ

の性能限界により影響の度合いが左右される．そこで信号機認識における太陽

光 の 影 響 の 程 度 を 調 査 す る た め に 逆 光 及 び 順 光 の 影 響 下 の 画 像 を 撮 影 し て 視

認性を評価する．  

信号機の視認性を調査する前に逆光・順光時の視認性への影響に関する仮説

を検討した．図 2 .1 . ① -10 に示すように，カメラ，信号機及び太陽との相対的

な位置関係によって影響の度合いが変化すると考えられる．逆光の場合では，

画 像 内 で 信 号 機 と 太 陽 の 位 置 が 接 近 し て い る と き に 信 号 機 が 飽 和 す る こ と で

視認性が低下する．したがって，カメラ・信号機間のベクトルとカメラ・太陽
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間 の ベ ク ト ル の な す 角 が 特 定 の 範 囲 に あ る 場 合 に 視 認 性 に 影 響 を 受 け る （ 図

2 .1 .① -10 (a )）．しかしながら，画像中の太陽が完全に信号機の裏側にある場合

は太陽が遮蔽されるため影響を受けないことも想定される．一方，順光の場合

では，自車後方の太陽が前方の信号機を照らすことで信号灯自体が反射光で明

るくなることで視認性が低下する．この時照らされた反射光の向きがカメラ・

信号機のベクトルに近い場合に強い影響を受け，太陽が高い位置にある場合な

どでは影響の度合いが小さいと考えられる（図 2 .1 .① -10 (b)）．  

 

  

(a )  逆光時の影響の仮説  (b )  順光時の影響の仮説  

図 2 .1 .① -10 カメラ・信号機・カメラの相対関係による逆光・順光時の影

響の仮説  

 

以上の影響の仮説を検証するために，逆光・順光時の評価データの計測は，

任意方向の逆光・順光画像を撮影するため十分に開けた場所として，岐阜県高

山市の農道離着陸場である「飛騨エアパーク」の滑走路を試験エリアとして利

用した．図 2 .1 .① -11 のように滑走路上に仮設信号機として用意した LED 信号

機及びランプ式信号機を設置して太陽方向に向きを変えながら逆光・順光の画

像を撮影した．  

  

(a )  仮設信号機  (b )  仮設信号機の配置  

図 2 .1 . ① -11 逆光・順光の撮影実験の様子  
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画像の計測では逆光・順光が発生する特定の時間帯で両信号機の点灯状態を

変化させながら，影響が想定される範囲内でカメラを移動させて実施する．仮

設信号機は約 2m の高さで実際の交差点の信号機の設置高さ（約 5m）と比べて

低い位置となる．そこで，撮影用のカメラは自動運転自動車のフロントガラス

に 設 置 す る の で は な く 道 路 面 付 近 の 高 さ か ら 見 上 げ る よ う に 固 定 し て 撮 影 す

る．実験条件として撮影されたフレーム数を表 2 .1 .① -4 に示す．逆光・順光の

それぞれの条件において，撮影条件の都合により撮影可能な範囲は異なるもの

の，各点灯状態に対して 200 枚以上の画像を撮影し，これらの画像から視認性

を評価する．なお，本実験で使用するカメラは東京臨海部の実証実験で使用し

ている HDR/LFM(H igh  Dynamic  Range /L ED Fl icke r  Mit iga t ion)機能を持つ車載

カメラとしており，カメラの画角は 120deg である．  

 

表 2 .1 .① -4 逆光・順光の視認性評価における撮影画像数  

 逆光 (LED)  逆光 (ランプ )  順光 (LED)  順光 (ランプ )  

青信号  243  232  1 ,099  1 ,128  

黄信号  248  282  896  974  

赤信号  410  400  1 ,051  1 ,047  

赤 +右信号  589  655  783  826  

撮影範囲  数 m〜 15m 程度の範囲  数 m〜 60m 程度の範囲  

 

まず撮影位置の違いによる視認可否を評価するため，撮影された信号機画像

を 人 が 確 認 し て 適 切 な 点 灯 状 態 を 判 別 で き る か で 撮 影 範 囲 全 体 に お け る 視 認

困難な領域がどのように分布しているのかを調査する．次に信号機画像の点灯

/非点灯領域に対 し て明るさ及び色合い などの比較すること で視認性にど のよ

うな影響が発生しているのかを考察する．  

逆光時の評価結果として視認困難となる位置のプロットを図 2 .1 .① -12 に示

す．図 2 .1 .① -12 では，逆光画像を撮影した位置において点灯状態を視認困難

と判断した地点を黄点でまとめてある．図 2 .1 . ① -12(a)及び (b )より，逆光時の

影響は LED 式・ランプ式によらず同程度の範囲で発生していることが確認さ

れた．点灯色の違いによる差も確認されておらずそれぞれの状態において視認

困難な領域が確認された．  
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(a )  LED 式信号機  (b )  ランプ式信号機  

図 2 .1 .① -12 逆光時の視認不可範囲  

 

また，逆光時の特徴的な画像を図 2 .1 .① -13 に示す．当初の仮説のように太陽

位 置 が 信 号 機 の 点 灯 部 付 近 に 存 在 す る 場 合 に 信 号 機 が 飽 和 す る こ と で 視 認 困

難となる状況が確認された．また，信号機の裏側に太陽が隠れた場合や点灯部

から離れた位置にある場合は視認可能であることも確認された．したがって，

逆 光 の 影 響 を 受 け る 範 囲 は 限 定 的 で あ り 点 灯 部 付 近 の 特 定 範 囲 だ け で 視 認 困

難となる．逆光が影響する範囲は撮影するカメラのダイナミックレンジなどに

依存して異なるが本実験では点灯領域の周囲に 5〜 10deg 程度の範囲に逆光の

影響を受けるスポットが確認された．  
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(a )  逆光時の画像  

 

(b )  視認困難な影響範囲（円形領域内に太陽がある場合は視認不可）  

図 2 .1 .① -13 逆光時の信号機画像例  

 

逆光により視認性が低下した場合において，ピクセル値レベルで比較したと

きに点灯領域にどのような変化が起こっているのかを評価する．前述の信号機

認識アルゴリズムの開発において，画像中の信号灯領域は一般的に彩度及び明

度が高い値で色相が特定の範囲にある場合認識しやすい信号灯となる．そこで

信号灯の点灯部の任意の 5 画素を手動で選択してそれらの色相・彩度及び明度

の平均値の傾向を比較する．評価に用いた信号機画像及び評価結果を図 2 .1 .① -
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14 及び表 2 .1 .① -5 に示す．図 2 .1 .① -14 は信号機周辺に太陽が存在する場合の

LED 式信号機及びランプ式信号機を示しており，すべての画像で青信号が点灯

している画像である．図 2 .1 .① -14 の②，③，⑤，⑥は点灯状態を確認可能な

画像で，①，④，⑦は逆光による飽和で点灯状態の判別が困難な画像である．

これら各画像の青信号灯領域の色相，明度及び彩度の平均値を表 2 .1 . ① -5 に示

す．これらの逆光に関する視認性の評価結果に基づき以下の点が確認された． 

 

・逆光時の視認性への影響は LED /ランプ式信号機によらず点灯領域周辺の

限定的な範囲で発生  

・影響範囲は使用するカメラに依存するが本実験では 5〜 10deg 程度  

・逆光の影響により視認性が低下する場合は点灯部の色相が実際の点灯色と

異なる値となる  

・逆光の影響により視認性が低下する場合は点灯部の彩度が低下（視認可能

な場合と比較して彩度が最大 89%程度低下）  

 

 

図 2 .1 .① -14 逆光時の信号灯視認性評価における信号機画像  

 

表 2 .1 . ① -5  逆光時の信号灯視認性の評価結果  

 ①  ②  ③  ④  ⑤  ⑥  ⑦  

視認可否  ☓  ○  ○  ☓  ○  ○  ☓  

色相  78 .3  162 .8  145 .6  107 .1  161 .6  149 .2  88 .8  

彩度  0 .056  0 .405  0 .231  0 .047  0 .391  0 .256  0 .076  

明度  1 .000  0 .882  0 .899  0 .999  0 .764  0 .807  0 .998  
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次に，順光時における信号灯の視認性を評価結果として逆光時と同様に視認

困難となる位置のプロットを図 2 .1 .① -15 に示す．逆光時における評価結果（図

2 .1 .① -12）では LED 式・ランプ式によらず影響範囲は同程度であったのに対し

て，順光時ではランプ式が広範囲に渡って視認不可となる結果が確認された．

表 2 .1 .① -6 に示すように LED 式信号機では黄色信号の点灯に関して一部視認

困難が確認されたが青・赤信号に関しては問題なく判別可能であった．一方，

ラ ン プ 式 信 号 機 で は 点 灯 状 態 に よ ら ず 全 体 的 に 高 頻 度 で 視 認 不 可 な フ レ ー ム

が確認された．順光時の特徴的な画像を図 2 .1 . ① -16 に示す．図 2 .1 .① -16 より，

順 光 時 の ラ ン プ 式 信 号 で は 点 灯 状 態 に よ ら ず す べ て の ラ ン プ が 点 灯 し て い る

かのように撮影されており判別困難となることが確認できる．信号機本体が太

陽 に 照 ら さ れ る 際 の 影 響 は 信 号 機 本 体 の 形 状 に も 依 存 す る が 当 初 の 仮 説 通 り

LED 式信号機に対 してランプ式信号機 に対 する影響が非常 に大きいことが 確

認された．  

 

 

(a )  LED 式信号機  (b )  ランプ式信号機  

図 2 .1 .① -15 順光時の視認不可範囲  

 

表 2 .1 .① -6  順光時のデータにおける視認不可なフレームの割合  

 LE D 式信号機  ランプ式信号機  

青信号  0 % 9 5 . 2 %  

黄信号  15 .5% 84 .7%  

赤信号  0% 76 .7%  

赤 +右信号  0% 80 .6%  
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図 2 .1 .① - 1 6 順光時の信号機画像例  

 

順光による影響を受けた場合の視認性の変化を比較するため，逆光時同様に

点灯部の色相・彩度・明度を評価する．表 2 .1 . ① -7～ 2 .1 .① -10 に評価結果を示

す．順光時の画像では本来点灯していないライトが太陽光の反射で点灯してい

るかのように撮影される影響が確認されていた．そこで各表では点灯している

ライトだけでなく青・赤・黄・矢印の各ライトの領域の色相・彩度・明度を調

査した．評価結果より，まずランプ式信号機では点灯状態によらず各ライトの

色相値が点灯色相当の値を示し，矢印灯を除く青・黄・赤信号の彩度・明度は

全体的に同程度の値を示すことが確認された．特に点灯・消灯間で彩度・明度

に優位な差が確認されないことから，点灯するライトの判別が困難となるとい

える．矢印灯に関しては青信号灯器に矢印型のカバーを取り付けた構造のため

明度・彩度が若干低下するが矢印灯の点灯・消灯間では他のライト同様に彩度・

明度の変化は確認されないため点灯の判別は困難となる．一方，LED 式信号機

に関しては点灯しているライトのみ当該色の色相となり，点灯・消灯間で彩度

の値に優位な差が確認された．これによって点灯状態を適切に視認可能となる．

しかしながら，黄色信号の点 灯に関しては彩度の差が十分に大きくないことが

確認された．表 2 .1 . ① -6 による評価結果においても LED 式信号機の黄信号で

判別できない状態が確認されたが，本実験の撮影画像においては他の灯色に比

べて点灯状態が不鮮明となることが定量的に確認された．  
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表 2 .1 .① -7  順光時の信号灯視認性の評価結果（青信号点灯）  

 ①（ランプ式信号）  ②（ LE D 式信号）  

 青  黄  赤  矢  青  黄  赤  矢  

点灯状態  ○  ☓  ☓  ☓  ○  ☓  ☓  ☓  

色相  171 .6  40 .4  357 .0  158 .3  140 .8  114 .4  120 .8  119 .6  

彩度  0 .590  0 .474  0 .637  0 .376  0 .160  0 .096  0 .097  0 .096  

明度  0 .710  0 .860  0 .821  0 .496  0 .887  0 .800  0 .786  0 .797  

 

表 2 .1 .① -8  順光時の信号灯視認性の評価結果（黄信号点灯）  

 ③（ランプ式信号）  ④（ LE D 式信号）  

 青  黄  赤  矢  青  黄  赤  矢  

点灯状態  ☓  ○  ☓  ☓  ☓  ○  ☓  ☓  

色相  173 .2  46 .3  357 .6  165 .2  110 .0  97 .1  118 .0  116 .4  

彩度  0 .609  0 .407  0 .616  0 .378  0 .097  0 .104  0 .099  0 .097  

明度  0 .692  0 .885  0 .805  0 .467  0 .820  0 .807  0 .785  0 .801  

 

表 2 .1 .① -9  順光時の信号灯視認性の評価結果（赤信号点灯）  

 ⑤（ランプ式信号）  ⑥（ LE D 式信号）  

 青  黄  赤  矢  青  黄  赤  矢  

点灯状態  ☓  ☓  ○  ☓  ☓  ☓  ○  ☓  

色相  172 .4  37 .2  354 .4  166 .8  108 .4  112 .8  30 .7  120 .4  

彩度  0 .592  0 .524  0 .630  0 .364  0 .089  0 .094  0 .134  0 .094  

明度  0 .658  0 .772  0 .817  0 .435  0 .865  0 .836  0 .864  0 .822  

 

表 2 .1 .① -10  順光時の信号灯視認性の評価結果（赤＋矢印点灯）  

 ⑦（ランプ式信号）  ⑧（ LE D 式信号）  

 青  黄  赤  矢  青  黄  赤  矢  

点灯状態  ☓  ☓  ○  ○  ☓  ☓  ○  ○  

色相  171 .6  38 .8  354 .0  157 .9  107 .1  110 .0  34 .8  132 .0  

彩度  0 .607  0 .503  0 .669  0 .447  0 .100  0 .098  0 .136  0 .140  

明度  0 .667  0 .821  0 .826  0 .495  0 .820  0 .805  0 .835  0 .842  
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これらの順光に関する視認性の評価結果に基づき以下の点が確認された．  

 

・順光時のランプ式信号  

・点灯 /消灯によらず色相が灯色に近い  

・点灯 /消灯によらず彩度が高い  

・点灯 /消灯間の彩度の差が変化しないため灯色の判別が困難  

・順光時の LED 式信号  

・消灯中の色相は灯色と異なる  

・点灯 /消灯によらず彩度が低い  

・点灯 /消灯間で彩度に差があるが，一部の黄信号では彩度の差が小さく

視認困難な状況が確認された  

 

 

・  逆光影響範囲の認識アルゴリズムの検討  

これまでの評価において，逆光・順光などの影響を受ける場合信号機の視認

性が低下することが確認されている．このうち順光は旧式のランプ式信号機の

視認性に影響を与えるが LED 式信号機に対する影響は僅かである．一方，逆光

の場合は LED /ランプ式信号機に関係なく点灯領域の周辺に太陽が撮影される

場合に強い影響を受け点灯状態を判別困難となる．交差点接近時にカメラ画像

に太陽が写りこむと，画像が白飛びして信号の状態を誤認識してしまうことが

あると適切な交差点進入判断ができない場合が発生する．太陽の方角は車両の

現在位置と時刻の情報から計算することが可能であるが，雲や建物によって太

陽が遮られることがあるため，カメラの画角内に計算した太陽の方角が含まれ

れば必ず逆光が発生するというわけではない．さらに，これまでに実施してい

た実証実験での評価より，図 2 .1 .① -17 (b )のように太陽光がビルに反射して間

接的に逆光の影響を受けることも確認されている．したがって，逆光の影響に

よ る 誤 検 出 を 防 ぐ た め に も 車 載 カ メ ラ 画 像 内 の 逆 光 の 影 響 領 域 を 認 識 す る こ

とは重要である．そこで本研究では車載カメラ画像において逆光の影響を受け

ている領域を認識するアルゴリズムの 開発を実施した．開発したアルゴリズム

で は 畳 み 込 み ニ ュ ー ラ ル ネ ッ ト ワ ー ク に よ り 画 像 中 の 逆 光 に よ る 影 響 を 受 け

た領域を画素レベルで認識するアルゴリズムとなっており，図 2 .1 .① -18 のよ

う に 直 射 日 光 や 反 射 光 に よ り 視 認 性 の 低 下 し た 領 域 の 確 率 を 認 識 可 能 と な っ

ている．また，図 2 .1 . ① -18 (a )のように視認性が低下していない領域は低い確

率が出力されるため，この情報を用いることで画像中の任意の信号機が逆光の

影響を受けているか否かを判断可能となる．  
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(a ) 早朝の逆光のシーン（信号機が太陽と重なるが信号灯領域は視認

可）  

 

(b )  太陽光のビルの反射による逆光（右信号が反射光と重なり視認不

可）  

図 2 .1 .① -17 逆光の走行データにおける特徴的なシーン  

（ 2019 年度報告書より抜粋）  
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図 2 .1 .① -18 画像認識による逆光状態の認識例  

 

・インフラ支援信号機を用いた交差点進入判断の評価  

高度な信号認識により適切な交差点走行が期待できるものの，車載カメラ

による認識では，視点の都合による隠れや逆光等による画像の飽和など の影

響下では画像中で信号機を捉えることができないため本質的に認識不可能な

状態となる．そのような問題が頻繁に発生する交差点では，インフラ支援型

信号機から取得する信号情報が望ましい．また，自動車が交差点接近中に停

止線直前で信号状態が黄色に切り替わり，急減速が発生する条件をジレンマ

ゾーンと呼ぶ．このジレンマゾーンでは，信号認識のタイミングによって交

差点通過の判断にばらつきが生じることが想定 され，急減速による後続車の

追突の危険性がある．一方， V2I 通信によって，信号機の点灯状態及び状態

が変化するタイミング（先読み情報）を得ることで，車載センサによる自律

認識が困難な状況においても確実な 信号情報の取得が実現可能である．昨年

度までの取り組みにおいて，図 2 .1 .① -19 のように，先読み情報を活用した交

差点進入判断アルゴリズムを開発し，大学構内の道路においてジレンマゾー

ンの急減速回避を検証した．今年度の取り組みでは東京臨海部実証実験にお

いて整備されているインフラ支援型信号機を用いて公道の走行環境下で開発

アルゴリズムの効果を検証する．  
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図 2 .1 . ① -19 通信情報を用いた交差点進入  

 

東 京 臨 海 部 実 証 実 験 で は 臨 海 副 都 心 エ リ ア 及 び 羽 田 空 港 エ リ ア に お い て イ

ンフラ支援型信号機が整備されている．ここで整備されている信号機では先読

み情報の配信方法の異なる３種類の信号機が存在しており，確定的な先読み情

報の信号機，幅付きの先読み情報の信号機，先読み情報のない信号機に分けら

れる．昨年度に開発した交差点進入判断アルゴリズムは確定的な先読み情報が

配信されていることを前提とした事前減速アルゴリズムであるため，本検証実

験では確定情報を配信している信号機を選定して実施する．そこで，検証実験

で は 確 定 情 報 の 信 号 機 で 十 分 な 加 減 速 が 可 能 な 交 差 点 と し て 東 京 モ ノ レ ー ル

羽田空港線整備場駅周辺の交差点を選定した．図 2 .1 .① -20(a )に評価エリアを

示す．ここの直線路での走行データを計測し，先読み情報の利用の有無による

交差点急減速の傾向を評価した．ただし，ジレンマゾーンでの急減速発生時の

後 続 車 へ の 安 全 を 確 保 す る た め に 自 動 運 転 自 動 車 の 後 続 に は サ ポ ー ト カ ー を

配置して実験を実施した．図 2 .1 .① -20 (b )に検証結果として，青信号で交差点

接近時に交差点直前で黄信号に変化するシーンの速度のグラフを示す．大学構

内 で の 検 証 結 果 と 同 様 に 先 読 み 情 報 を 利 用 す る こ と で 信 号 灯 色 が 変 化 す る よ

りも前に事前減速を開始してなめらかに停止している様子が確認できる．以上

よ り 公 道 で 整 備 さ れ た イ ン フ ラ 支 援 型 信 号 機 を 用 い て 交 差 点 進 入 時 の 急 減 速

を回避可能である点を検証した．  
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(a )検証実験の評価エリア  

（東京モノレール羽田空港線

整備場駅周辺）  

(b )  信号残秒数情報による急減速低減の検

証結果  

図 2 .1 .① -20  確定信号残秒数情報による交差点進入アルゴリズムの検証結果  

 

一方，前述の通り実証実験で整備された信号機には先読み情報が完全には確

定していない幅付き残秒数情報を配信している信号機も存在する．この幅付き

残秒数情報の信号機に対する開発アルゴリズムの有効性に関して検討する．幅

付き残秒数情報は最大・最小の残秒数情報が逐次配信されており，図 2 .1 .① -21

のように任意の幅のある情報を取得可能である．図 2 .1 .① -20(b )の検証実験の

ように青信号の状態で交差点に接近する場合の急減速を回避するためには，早

め に 事 前 減 速 を 開 始 す る た め に 安 全 面 を 考 慮 し て 幅 付 き の 最 小 残 秒 数 を 使 用

することが望ましい．しかしながら， 図 2 .1 .① -21 のように最小残秒数が 0 秒

になっても、信号機は青信号のままとなる状況が発生する場合，参照した残秒

数が 0 秒になるタイミングで車両が停止しているにもかかわらず，信号機は青

色のままといった危険な現象が発生する可能性がある．残秒数のデータはすべ

てのシーンで図 2 .1 . ① -21 のような数十秒の差があるわけではなく，最大・最

小の残秒数にほとんど差がない場合も存在する．残秒数に差がない場合は確定

信 号 情 報 と 同 様 に 扱 う こ と が 可 能 な た め 開 発 ア ル ゴ リ ズ ム の 効 果 が 期 待 で き

る．したがって，幅付き信号機に関しては残秒数情報の状況によって有効性が

期待できる場合が存在するといえる．  
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図 2 .1 .① -21  幅付き信号残秒数情報の例（点灯状態：青）  

（潮風公園北  2020 年 11 月 25 日 (水 )の 11 時 30 分 10 秒～ 35 秒の信号残秒情

報）  

 

 

・まとめ  

今年度は信号灯及び矢印灯の認識に関して 120m 以内の認識率 99%を達成し

て 評 価 結 果 か ら 認 識 が 困 難 と な る 環 境 要 因 を 明 ら か に す る こ と を 目 的 と し て

きた．東京臨海部の実証実験の評価結果では日中・夜間・雨天・逆光・順光を

含む評価データに対して平均 99%の認識率を達成可能し，矢印灯では 15px 程

度の解像度を確保できていれば目標値相当の認識が可能な点を確認した．また

認識が困難となる環境要因として，隠蔽．背景同化，夜間，逆光の各状況で認

識に与える影響を考察し，その結果から隠蔽，背景同化及び夜間に関しては環

境 不 調 が 一 時 的 で あ る た め 交 差 点 進 入 判 断 へ の 影 響 は 殆 ど 発 生 し な い こ と を

確認した．一方，逆光の場合は撮影画像上で信号機自体の視認性が低下するこ

とから本質的に認識困難となる状況が起こりうることが考えられるが，逆光の

影 響 範 囲 が 限 定 的 で あ る た め 影 響 を 受 け て い な い 他 方 の 信 号 機 を 認 識 す る こ

とで交差点進入が可能となる．しかしながら信号機が一台しか存在しない交差

点 な ど に お い て 逆 光 の 影 響 を 受 け る と 車 載 カ メ ラ だ け で 発 進 判 断 を す る こ と

が困難となる状況も存在する．そのような交差点で逆光による発進困難となる

状況はある特定の信号機配置の交差点における逆光時間帯（停止線・信号機間

の方向付近に太陽が存在する特定の時間帯）に限定される．そこで，こうした

発進困難となる状況を交差点の条件（視認可能な信号機数）及び車載カメラの

設置条件（カメラ取り付け位置・角度・画角）から得られる自車と信号機，逆

光 領 域 と の 相 対 的 な 関 係 か ら 整 理 す る こ と で 車 載 カ メ ラ 単 独 で の 自 動 運 転 に

課題となる条件を明らかにすることが課題となる．   
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また，インフラ支援型信号機から取得した信号状態の先読み情報を活用した

交 差 点 進 入 判 断 ア ル ゴ リ ズ ム の 有 効 性 を 検 証 す る た め に 公 道 で ジ レ ン マ ゾ ー

ンの急減速低減を検証した．先読み情報のうち確定信号情報が得られている場

合は急減速を回避した滑らかな交差点進入が可能となる結果が得られた．今後

は 先 読 み 情 報 を 活 用 し た 評 価 を 継 続 的 に 実 施 し て 通 信 品 質 や 減 速 改 善 へ の 効

果など多角的な検証を実施することが課題となる．   
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②  セマンティックセグメンテーションによる信号認識アルゴリズムの開発  

信号機や信号灯の一部が隠れていたり風景に溶け込んでいたりする場合や，

古いランプ式信号機のような点灯部の輝度が十分ではない場合，従来の矩形や

円 形 特 徴 を 認 識 す る 手 法 だ け で 正 確 に 信 号 機 の 位 置 と 色 を 認 識 す る こ と が 困

難である．このような課題に対応するため，ディープラーニングを活用したセ

マンティックセグメンテーションにより信号機の位置を画素単位で抽出する．

これにより，局所的な形状の情報だけでなく，画像全体の構図を考慮すること

ができ，また信号機が小さくかつ 部分的にしか見えていない場合でも信号機で

あることを検知可能となる．  

2020 年度は， 2019 年度に開発したセマンティックセグメンテーションによ

る信号認識アルゴリズムを発展させ，信号機の状態を識別する．このとき，地

図情報の活用の有効性を評価する．その結果をもとに画像全体に対してセマン

ティックセグメンテーションを行った後，地図情報で獲得した領域（ RO I）の

みを状態識別して，信号機認識を行う．評価には，東京臨海部で撮影された車

載カメラ画像を使用する．今年度は，信号機の認識に関して，99%を目標として

以下の研究開発を実施した．  

・  セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン と 地 図 情 報 を 活 用 し た 信 号 機 認 識

アルゴリズムの検討  

・  東京臨海部の走行環境における信号機認識の性能評価  

・  時系列情報を用いた信号機認識の性能評価  

 

・  信号機認識について  

2019 年度の検証から，物体検出と比較してセマンティックセグメンテーショ

ンを用いた信号機認識が，遠方にある小さな信号機や，一部が隠れている信号

機の検知に有効であることを確認した．2020 年度は，セマンティックセグメン

テーションの検出と，地図情報を組み合わせた信号機認識を行うことで信号機

アルゴリズムの高精度化を検討する．セマンティックセグメンテーション手法

のベースとして DeepLab  V3+ [1]と HRNetW48 V2[2 ]を使用し，信号機の検知性

能 を 比 較 す る ． 状 態 識 別 に は ， ResNe t50 [3 ]， Ghos tNe t [4 ]， mobi lene t  V2[5 ]，

DenseNe t [6 ]を使用してそれぞれの識別性能を比較する．  

 

・セマンティックセグメンテーションについて  

セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン は 画 像 の 画 素 毎 に ク ラ ス 識 別 を 行 う 問

題であり，近年活発に研究されている．信号機はクラス識別する対象クラスの

１つであり，道路や自動車，歩行者など多クラスの識別を行う．使用する手法



 

 

 
 53 

 

  

として， 2019 年度に引き続き DeepLab  V3+を用いる．また，新たに HRNet を

使用した信号機検出でも評価を行う．  

 

DeepLav v3+  

DeepLab  v3+ [1 ]は，図 2 .1 .② -1 のようにエンコーダ・デコーダのネットワー

ク構造をしており，エンコーダ側には， Atrous  Convo lu t io n を採用している．

Atruous  Convo lu t ion は，畳み込み処理を行うカーネルが疎な構造をしており，

畳み込む要素を一定間隔であけて畳み込み処理を行う．これにより，計算量を

増やさずに recep t ive  f ie ld を広げることができ，より広い範囲の特徴を捉えて

判断 す るこ とが で き る． ま た， Xcep t ion  モデ ルの Max Poo l ing  を  Dep thw ise  

Convo lu t ion  に置き換えることで，セグメンテーションの精度を保ちつつパラ

メータの削減を実現している．デコーダでは，低次元の特徴をエンコー ダで獲

得した特徴マップと結合することにより，オブジェクト境界周りのセグメンテ

ーション精度の向上が期待できる．  

 

 

図 2 .1 .② -1  Deeplab  v3+の構造  

 

HRNet  

セマンティックセグメンテーションの従来手法では，高解像度の特徴マップ

を残してデコーダで接続することが多い．HRNet [2]は，図 2 .1 .② -2 のように高

解像度の特徴マップも並列で学習を行うことで，高い認識精度を達成している．

異なる解像度のサブネットワークを並列で畳み込み処理を行い，それぞれの特

徴マップを加算することで情報を共有する．並列処理を行うサブネットワーク

は，ステージごとに増えていく．各サブネットワークは，解像度が低下すると
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チャンネル数が設定したチャンネル幅（ W）だけ倍増していく．共有部分でア

ップサンプリングを行う際は， 1×1 の畳み込み処理を行った後，バイリニア補

完を行い，チャンネル数とサイズを調整する．また，ダウンサンプリングを行

う際には，ストライド２の 3×3 畳み込み処理を行い，特徴マップのサイズを縮

小する．HRNet の出力部分は，タスクにより異なる構造をしている．セマンテ

ィックセグメンテーション用に考案された HRNet  V2 では，最終的に得られた

特 徴 マ ッ プ を 高 解 像 度 の 特 徴 マ ッ プ に 合 わ せ て ア ッ プ サ ン プ リ ン グ を 行 い 連

結する．その後畳み込み処理を行うことで最終的な出力を獲得する．  

 

 

図 2 .1 .② -2  HRNet の構造  

 

・  信号機検知アルゴリズム  

セマンティックセグメンテーションを用いた信号機認識は，図 2 .1 . ② -3 のよ

うに，セマンティックセグメンテーションにより信号機候補領域を検出し，候

補 領 域 が 信 号 機 か 否 か を 畳 み 込 み ニ ュ ー ラ ル ネ ッ ト ワ ー ク で 判 定 す る 流 れ で

ある．信号機の検出では，セマンティックセグメンテーションの結果に対して，

マスク処理を行い，信号機領域のみを獲得する．獲得した信号機候補領域を外

接矩形で囲い，切り抜きおよびリサイズした画像を状態識別器に入力する .そし

て，赤信号，青信号またはその他の３クラス識別を行う．  

 

 

図 2 .1 .② -3 セマンティックセグメンテーションによる信号機認識の流れ  

・  東京臨海部データセット  

実験に使用する東京臨海部データセットには，セマンティックセグメンテー
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ション用に 580 枚，信号機識別の評価用に 2237 枚含まれる．セマンティック

セグメンテーション用のデータの例を図 2 .1 .② -4 に示す．セマンティックセグ

メンテーション用データ には，昼間，夜間，晴天，雨天といった時間や気候で

撮影された車載カメラ画像が 含まれる．セマンティックセグメンテーションに

よって 10 のオブジェクトクラスに画像領域を分割するように学習を行う．  

信号機識別の評価用データは，地図情報によって画像上に信号機がある領域  

(ROI )  が付与されている．この RO I には赤信号や青信号の領域だけでなく，前

方車両によって信号機が隠れている ROI も含まれる．評価用データの ROI の

例を図 2 .1 .② -5 に示す．  RO I は図 2 .1 . ② -5 のグレーの矩形のような領域であ

る．  

 

  

(a )  車載カメラ画像  (b )  正解画像  

図 2 .1 .② -4  セマンティックセグメンテーションのための学習データ例  

 

 

図 2 .1 .② -5  評価データ例  

 

・  地図情報の有無による比較  

デジタル地図がある場合，この情報を活用することで 信号機認識の精度を向

上させることができると考える．その方法としては，  

１）信号機を検出後，地図情報によりフィルタリング  

２）地図情報から信号機認識する領域を限定  

がある．上記１）の場合，画像全体に対して，セマンティックセグメンテーシ

ョンを行い，信号機領域を検出する．そして，その領域が地図情報に含まれて
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いる場合は，状態識別処理する．一方で，地図情報に含まれない場合は，状態

識別処理を行わず，棄却する．これにより，信号機の誤検出を抑制できる．ま

た，セマンティックセグメンテーションによる信号機に対する信頼度が低い領

域も閾値を下げることにより検出可能となる．  

 上記２）の場合，あらかじめ地図情報から信号機領域を抽出し，その範囲の

状態を識別する．地図情報から信号機がある領域に限定できているため，検出

処理が不要であり，誤検出を抑制できる．  

 上記１），２）および，地図情報を用いない場合の信号機認識精度を表 2 .1 .② -

１に示す．ここで，信号機の評価数は 5598 領域であり，青信号は 2748 基，赤

信号は 2218 基，その他は 632 領域である．信号機検出アルゴリズムには，

DeepLab  v3+，状態識別には ResNet50 を用いる．また，上記１）を地図情報あ

り（全体入力），上記２）を地図情報あり（限定入力）とする．  

 地図情報を用いない場合，赤信号および青信号の認識精度が低く，全体認識

精度が 72 .82%と低い．一方，地図情報（限定入力）では，信号機認識精度が向

上しているが，信号機以外の領域（その他）の認識精度が低い．その他は，地

図情報から信号機領域を抽出しているが，前方車両などで遮蔽されている状態

であり，信号機以外と識別する必要がある．地図情報（限定入力）は，その他

の識別精度が低くなっている．一方，地図情報あり（全体入力）の 場合，セマ

ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン の 結 果 に 対 し て 地 図 情 報 を 反 映 さ せ る こ と で

信号機以外の領域を棄却できるため，その他の誤認識を抑制でき，また，信号

機自体の精度を向上させることもできている．これにより，認識精度は 91 .12%

と最も高くなっている．  

表 2 .1 .② -１の下部は 120m 以内の信号機（ 20 ピクセル以内）に限定して評価

した結果である．地図情報なしの認識精度は 86 .96%と，地図情報あり（限定入

力）よりも高い認識精度になっている．地図情報あり（限定入力）の場合は，

自己位置ずれを考慮して広い範囲を信号機の 位置として状態識別している．一

方で，地図情報なしの場合はセマンティックセグメンテーションにより抽出し

た信号機領域の外接矩形を信号機の位置として状態識別している． 120m 以内

信号機に対して，セマンティックセグメンテーションにより位置を正確に抽出

できているため，青または赤信号の状態識別精度が向上している．地図情報あ

り（全体入力）はさらにセマンティックセグメンテーションで抽出した誤った

信号機領域を抑制できるため，最も精度が高く， 93 .34%となっている．これ以

降の検証では，地図情報あり（全体入力）を用いる．  
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表 2 .1 .② -１  地図情報の有無による信号機認識精度の比較結果  [%]  

  地図情報なし  地図情報あり  

(全体入力 )  

地図情報あり  

（限定入力）  

全体  赤信号  59 .78  89 .50  88 .64  

青信号  74 .98  93 .27  81 .30  

その他  84 .81  87 .50  77 .22  

全体  72 .82  91 .12  83 .74  

20 ピク

セル以上  

赤信号  86 .08  91 .02  89 .09  

青信号  96 .94  96 .73  84 .78  

その他  84 .81  87 .50  77 .22  

全体  86 .96  93 .34  85 .58  

 

 

・  信号機検出アルゴリズムの比較  

信号機検出アルゴリズムとして， DeepLab  v3+と HRNet の検出性能を比較す

る．評価対象は，評価データ 2237 枚のうち RO I 内に存在する信号機 4782 基で

ある．信号機の検出率を表 2 .1 .② -1 および表 2 .1 . ② -2 に示す．これより，Deep lab 

v3+の信号機検出率が 95 .11％，HRNet の信号機検出率は 98 .39%となっており，

HRNet のセ グメ ンテ ーシ ョン 結果 を使 用 した 場合 の方 が高 い 検出 精度 であ る

ことが確認できる．  また，信号機の幅が 20 ピクセル以上の信号機の場合，

Deep lab  v3+で 97 .35%，HRNet で 99 .03%の検出である．20 ピクセル以下の信号

機は，距離換算すると 120m 以上先の信号機である．   

 

表 2 .1 . ② -１  Deep lab  v3+の信号機検出結果 [%]  

 検出率  

昼間  94 .88  

夜間  97 .83  

全体  95 .11  

昼間 (20 ピクセル以上 )  97 .17  

夜間 (20 ピクセル以上 )  100 .0  

全体（ 20 ピクセル以上）  97 .35  
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表 2 .1 .② -2  HRNet の信号機検出結果 [%]  

 検出率  

昼間  98 .35  

夜間  98 .92  

全体  98 .39  

昼間 (20 ピクセル以上 )  98 .99  

夜間 (20 ピクセル以上 )  99 .59  

全体（ 20 ピクセル以上）  99 .03  

 

図 2 .1 .② -6 に Deep lab  v3+と HRNet の信号機の検出結果を示す．信号機と判

断された領域は橙色で表している．図 2 .1 .② -6  (a )より HRNet は Deep lab  v3+に

比べて遠方の信号機を検出できていることがわかる．また，図 2 .1 .② -6  ( b )のよ

うな夜間のシーンにおいても正しく信号機を検出できている．これは，学習に

使用した東京臨海部のセマンティックセグメンテーションのデータには，夜間

のデータも含まれているため，昼間と夜間の両方で高い検出が行えていると考

えられる．一方で，図 2 .1 . ② -6  ( c )では右側の信号機が逆光によって検出できて

いないことがわかる．  
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入力画像  

 

Deep lab  v3+の結果  

 

HRNet の結果  

(a )昼間の遠方の信号機  

図 2 .1 .② -6  信号機の検出結果  
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入力画像  

 

Deep lab  v3+の結果  

 

HRNet の結果  

(b )  夜間の信号機  

図 2 .1 .② -6  信号機の検出結果  
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入力画像  

 

Deep lab  v3+の結果  

 

HRNet の結果  

(c )  逆光時の信号機  

図 2 .1 .② -6  信号機の検出結果  
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・  状態識別率の比較  

次に， DeepL ab  v3+と HRNet でセマンティックセグメンテーションによって

検 出 し た 信 号 機 に 対 し て 状 態 識 別 を 行 う ． 状 態 識 別 を 行 う モ デ ル に は ，  

ResNe t50 [3 ]， Ghos tne t [4 ]， mobi lene t  v2 [5 ]， Densene t [6 ]を用いて比較する．評

価データには 5039 基の信号機が含まれている．  そのうち，夜間が 405 基，昼

間が 4904 基の信号機はである．評価には Recal l (正解率 )を用いる．DeepL ab  v3+

のセグメンテーション結果を使用した状態識別結果を表 2 .1 . ② -3 に示す．また，

HRNet のセグメンテーション結果を使用した状態識別結果を表 2 .1 .② -4 に示

す．これらより，Deeplab  v3+の識別精度が約 93％であるのに対して，HRNet の

識別精度が約 96％となっている．よって，検出の精度が高い HRNet をベース

とした状態識別結果の方が，識別精度が高いことがわかる．また，信号機の横

幅が 20 ピクセル以上の信号機に対する識別結果は， ResNe t を使用した時に

97 .41% と な っ て い る ． Mobi lene t  v2 を 使 用 し た 場 合 で も ， 97 .28% で あ る ．

Mobi lene t  v2 のように軽量のモデルを使用した場合においても，高い 状態識別

精度を達成できている．これらの結果から，信号機認識の精度を向上するには，

セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン に よ る 検 出 精 度 を 向 上 さ せ る こ と が 有 効

だと考えられる．また，多くの結果で夜間よりも昼間の方が低い状態識別精度

になっている．これは，昼間の信号機が逆光の影響により色の判断が難しくな

るからだと考えられる．   

 

表 2 .1 .② -3  Deeplab  v3+のセグメンテーション結果を使用した状態識別結果 [%]  

 Resne t50  Densene t  Ghos tne t  Mob i lene t  v2  

夜間  97 .28  96 .54  95 .80  94 .57  

昼間  93 .50  93 .13  92 .96  93 .31  

合計  93 .78  93 .39  93 .18  93 .41  

夜間  

（ 20 ピクセル以上） 

99 .64  99 .64  98 .57  97 .49  

昼間  

（ 20 ピクセル以上） 

95 .78  95 .49  95 .18  95 .68  

合計  

（ 20 ピクセル以上） 

96 .02  95 .75  95 .39  95 .79  
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表 2 .1 .② -3  HRNet のセグメンテーション結果を使用した状態識別結果 [%]  

 Resne t50  Densene t  Ghos tne t  Mob i lene t  v2  

夜間  97 .53  97 .04  95 .84  89 .63  

昼間  96 .47  95 .92  96 .05  96 .15  

合計  96 .55  96 .01  95 .86  95 .65  

夜間  

（ 20 ピクセル以上） 

98 .92  98 .92  98 .21  99 .28  

昼間  

（ 20 ピクセル以上） 

97 .31  96 .81  96 .62  97 .14  

合計  

（ 20 ピクセル以上） 

97 .41  96 .94  96 .72  97 .28  

 

 

(a )昼間  

 

(b )夜間  
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(c )逆光  

 

(d )逆光  

図 2 .1 .② -7  信号機の状態識別結果例  

 

図 2 .1 .② -7 に認識結果画像を示す．画像内の白色矩形は， ROI の領域を示してお

り，青色 と赤色の矩形は信号機の状態識別で判断 された灯火色である．図 2 .1 .② -7  

(a )より，昼間のシーンにおいては，遠方の信号機の認識ができていることがわかる．また，

夜間シーンの図 2 .1 .② -7  (b )でも信号機を正しく識別が行えていることがわかる．一方で，

図 2 .1 .② -7  (c )のように逆光の影響でセグメンテーションの時点で検出できていない．し

かし，図 2 .1 .② -7  ( c )の結果画像の数フレーム先である図 2 .1 .② -7  (d )の結果画像では，

セグメンテーションで信号機を検出できている．そして，正しく赤信号と状態識別できてい

ることがわかる．  
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・  時系列情報を用いた信号機認識  

図 2 .1 .② -7  (c )および図 2 .1 .② -7  (d )のように，同じ信号機でもタイミングによっては環

境光の影響などで信号機を検出できていない場合や，誤識別を行っている信号機があ

る．実際の走行時は，複数のフレームから信号機の検出，状態識別の結果を見て判断

することも可能である．そこで，複数フレームの結果から信号機の認識結果の推定を行う．

評価データには連続した画像が含まれており，交差点の場所と信号機ごとに個別の I  D

が割 り振られている．そのため，別フレームでも同一の信号機かどうか判断できる．時系

列情報を用いた評価では，同一 ID の信号機に対して半数以上のフレームで正しく認

識が出来ているかどうか，また一度でも正しい識別かできているかどうかを評価する．  

表 2 .1 .② -5 および表 2 .1 . ② -6 に半数以上のフレームで正解した場合の結果を示す．

これより， Deep lab  v3+ベースの場合は，約 96%の正解率となり， HR Net ベースの場合

は，約 98%となった．その中でも， HRNet と mobi lene t  v2 を信号機識別アルゴリズムに

用いると正解率は 98 .51%を達成した．評価対象の信号機を 20 ピクセル以上にした場

合は， Deep lab  v3 ベースと HRNet ベースのどちらとも 98%を達 成 している． 特 に，  

HRNet と mobi lene t  v2 を組み合わせた場合，最も正解率が高く， 98 .96%を達成した．  

  

表 2 .1 .② -5 時系列を利用した評価 (半数以上 :  Deep lab  v3+ )  [%]  

 Resne t50  Densene t  Ghos tne t  Mob i lene t  v2  

夜間  98 .35  97 .93  97 .11  94 .63  

昼間  96 .54  96 .09  95 .98  96 .43  

合計  96 .92  96 .49  96 .22  96 .05  

夜間  

（ 20 ピクセル以上） 

100 .00  99 .49  98 .98  96 .95  

昼間  

（ 20 ピクセル以上） 

97 .68  97 .44  97 .33  97 .68  

合計  

（ 20 ピクセル以上） 

98 .11  97 .83  97 .64  97 .54  
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表 2 .1 .② -6  時系列を利用した評価 (半数以上 :  HRNet )  [%]  

 Resne t50  Densene t  Ghos tne t  Mob i lene t  v2  

夜間  98 .76  99 .17  97 .52  98 .35  

昼間  98 .33  98 .10  97 .66  98 .55  

合計  98 .42  98 .33  97 .63  98 .51  

夜間  

（ 20 ピクセル以上） 

98 .98  99 .49  98 .48  99 .49  

昼間  

（ 20 ピクセル以上） 

98 .72  98 .72  98 .26  98 .84  

合計  

（ 20 ピクセル以上） 

98 .77  98 .87  98 .30  98 .96  

 

次に，複数フレーム内で一度でも正解できているかどうかを評価 した． その結果を表

2 .1 .② -7 および表 2 .1 . ② -8 に示す．これらより， Deep lab  v3+と HRNet の両方で状態識

別精度が約 98%となり， 20 ピクセル以上の信号機に対しては，状態識別精度が約 99%

となった． この結果より，時系列データとして複数フレームの結果状態識別することにより，

高い認識精度を達成することを確認した．一方で本検討手法では，図 2 .1 . ② -7 (c )の

ような逆光環境，夜間の赤信号をテールランプと間違うケースなどへの対応も

課題となる．  

 

表 2 .1 .② -7 時系列を利用した評価 (1 回以上 :  Deep lab  v3+ )  [%]  

 Resne t50  Densene t  Ghos tne t  Mob i lene t  v2  

夜間  98 .35  97 .93  97 .11  94 .63  

昼間  97 .99  97 .88  97 .66  98 .21  

合計  98 .07  97 .89  97 .54  97 .45  

夜間  

（ 20 ピクセル以上） 

100 .00  99 .49  98 .98  96 .95  

昼間  

（ 20 ピクセル以上） 

98 .61  98 .72  98 .37  98 .95  

合計  

（ 20 ピクセル以上） 

98 .87  98 .87  98 .49  98 .58  
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表 2 .1 .② -8 時系列を利用した評価 (1 回以上 :  HRNet  )  [%]  

 Resne t50  Densene t  Ghos tne t  Mob i lene t  v2  

夜間  98 .35  97 .93  97 .11  94 .63  

昼間  96 .54  96 .09  95 .98  96 .43  

合計  96 .92  96 .49  96 .22  96 .05  

夜間  

（ 20 ピクセル以上） 

100 .00  99 .49  98 .98  96 .95  

昼間  

（ 20 ピクセル以上） 

97 .68  97 .44  97 .33  97 .68  

合計  

（ 20 ピクセル以上） 

98 .11  97 .83  97 .64  97 .54  

 

・  まとめ  

2020 年度は，セマンティックセグメンテーションによる信号機検知と物体認識による信

号機識別を組み合わせた信号機認識アルゴリズムの開発および東京臨海部データセッ

トにて評価を行った．東京臨海部データセットにおいて，信号機の検出精度は 99 .03%，

信号機認識精度は 97 .41%であった．また，時系列情報を用いて信号機の認識を行 う

ことで， 98 .96%となり信号機認識精度の目標である 99%をほぼ達成した．また，昼間だ

けでなく夜間の信号機も高精度で認識可能であることを確認 した． 今後は，検出精度

が低かった，逆光時の信号機検出精度の向上を検討することと，点滅信号の認識を行

うアルゴリズムを検討していく．  
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2.2.  b.「遠距離の物体を検知するために必要となる AI 技術の開発」  

①  遠距離向け車載カメラの選定・検知アルゴリズム開発  

安全かつスムーズな自動運転を行うためには，車両周辺の自動車，二輪車，

歩行者等を確実に検知することが重要となる．特に市街地においては，例えば

交差点における右折状況 で高い相対速度を持つ対向車両検知や，横断歩行者の

検出等の状況において，遠方に存在する移動物体を早期に検知する必要が生じ

る．画像サイズが 1920×1080 ピクセルの場合，70m 遠距離に存在する歩行者の

高さは 48 ピクセル， 200m 遠距離に存在する自動車の高さは 24 ピクセル程度

と小さい．2020 年度は遠距離の物体検知アルゴリズムの精度検証および課題抽

出を行う．  

 

・  物体検知アルゴリズムの検討  

物体検知アルゴリズムの研究は盛んに行われており，高精度な手法 [1 ] [2 ]，

高速な手法 [4 ]，またその両立を目指している手法など多岐にわたる．高速な

手法として代表的な手法は， You  On ly  L ook  Once(YOLO) [1 ]である． YOLO

は，畳み込みニューラルネットワークに画像を入力し，物体検知に関する情

報を一度にまとめて出力する処理を採用して おり，非常にシンプルな構成と

なっている．出力した物体検知に関する情報は，入力画像をグリッドに分割

した各グリッドに対する物体らしさ，物体のサイズ情報，物体のクラス情報

となる．これらの出力を後処理することで物体検知情報に変換している．

YOLO が登場して以降， YOLO と同様の１段階の手法が多く提案されている

が， YOLO をベースとした YOLOv2 や Y OLOv3[2 ]， YOLOv4[3]が代表的な手

法である．各 YOLO は，初期の YOLO の問題点を解決している．具体的に

は，小さな物体に対する検知精度の向上が挙げられる． YOLOv4 では，入力

画像サイズの拡大，ベースとする畳み込みニューラルネットワーク構造の改

良，学習方法の改良などがなされている．ここで， YOLOv４の構造を図 2 .2 .

① -1 に示す． YOLOv4 の構造は， backbone， neck， head の３つの部分に分か

れている． backbone には， CSPDarkNe t53 [5 ]というネットワーク構造の畳み込

みニューラルネットワークを用いている． CSPDarkNe t53 は，畳み込み層で獲

得した特徴マップの一部をコピーして次の層に連結する構造を採用してい

る． neck は， backbone で縮小した特徴マップを拡大して畳み込み処理を行

い，特徴マップサイズを拡大していく．このとき， backbone で獲得した特徴

マップをコピーして再利用する． head では，各特徴マップのスケールにおい

て，物体検知の情報を出力する．特徴マップの大きさを小さくするだけでな

く，拡大処理が含まれる構造を導入することで小さな物体にも対応してい
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る．各スケールでの物体検知した情報を統合して，小さな物体から大きな物

体までサイズの異なる物体を検知している．  

 

図 2 .2 .① -1  YOLOv4 の構造  

 

本事業では， 2019 年度に物体検知アルゴリズムの比較を行い， Fea ture  

Pyramid  Netork(FPN) [4]が検知精度と処理時間のバランスが良い手法であっ

た．本比較検討以降， YOLOv4 が発表されたため， FPN と YOLOv4 を比較し

た．比較には東京臨海部で撮影したデータセットを用いる．東京臨海部デー

タセットは， 5747 枚の画像で構成されている．本データセットでは， 11 クラ

スの物体クラスをあらかじめアテノーションしている．ここでは， 表 2 .2 .① -1

に示すように，矢印灯は１つのクラスとして，全７クラスとした．各物体ク

ラスに対するデータ数を 表 2 .2 .① -2 に示す．  

 

 

表 2 .2 . ① -1  東京臨海部データセットのクラス  

東京臨海部データセット  のラベル  使用するラベル  

C a r   自動車  

Bus  自動車  

T ruck  自動車  

Pedes t r ian   歩行者  

C yc l i s t  バイク  

信号  赤  信号機 (赤 )  

信号  青  信号機 (青 )  

信号  黄色  信号機 (黄色 )  

矢印灯  左  矢印灯  

矢印灯  直進  矢印灯  

矢印灯  右  矢印灯  
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表 2 .2 .① -2  東京臨海部データセットにおける各クラスの個数  

クラス  データ数  

自動車  22 ,006  

歩行者  5 ,832  

バイク  291  

信号機 (赤 )  3 ,405  

信号機 (青 )  3 ,328  

信号機 (黄 )  171  

矢印灯  423  

 

評価には， mAP(mean  Ave rage  P rec i s ion )を評価指標として用いる． mAP

は，各クラスに対する Average  P rec i s ion (AP)を算出し，その平均値である．

AP は，まず物体検知した際の信頼度をもとに Prec i s ion と R eca l l を以下のよ

うに算出する．   

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
正解したデータ数

検知した数
 

𝑅𝑒𝑐𝑎𝑙𝑙 =
正解したデータ数

正解データ数
 

 

そして， Prec is ion を平均する．  これは，各 Reca l l ( r )における Prec i s ion を

積分した面積に相当する．   

𝐴𝑃 = ∫ 𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛(𝑟)𝑑𝑟
1

0

 

 

本東京臨海部データセットにおける FPN と YOLOv4 の検出精度を表 2 .2 .① -

3 に示す．表 2 .2 .① -3 より， mAP は， YOLOv4 の方が高いことがわかる．これ

より，本年度の検証には， YOLOv4 を用いることとする．  

 

表 2 .2 .① -3  東京臨海部データセットにおける mAP  

データセット名  FPN YOLOv4 

東京臨海部  0 .627  0 .649  
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・  YOLOv4 の高解像度画像対応  

遠方の物体を検知するためには，入力画像として高解像の画像が必要とな

る．従来の YOLOv4 では，高解像度の入力画像を想定していない．そこで，

YOLOv4 の入力画像サイズ変更および内部構造の改良を行う． 表 2 .2 .① -4 に距

離ごとの自動車および歩行者のサイズを示す．  

 

表 2 .2 . ① -4  距離ごとの物体サイズ [ピクセル ]  

距離 [m]  50  70  100  120  135  150  200  

自動車  96  68  48  40  35  32  25  

歩行者  68  48  34  28  25  22  17  

 

これより， 200m 遠方の自動車は 25 ピクセル， 70m 遠方の歩行者は 48 ピクセ

ルである．これらのサイズに対応するために，入力画像サイズを 416×416 ピ

クセルから 992×992 ピクセルに変更した．また，各スケールで検出する物体

サイズを決めるアンカーパターンを歩行者および自動車を対象とするため，

縦横比 1 :1， 1 :2， 2 :1 を基準にその間を埋めるよう設定した．  

 

・  YOLOv4 の学習  

YOLOv4 による物体検知モデルを学習するにあたり，東京臨海部および金沢

市街地で撮影したデータセットを用いた．データ数は 16938 枚である．学習

時の設定を表 2 .2 .① -5 に示す．  

 

表 2 .2 .① -5  学習時の設定  

項目  設定  

更新回数  500 ,000  

ミニバッチサイズ  64  

学習率  0 .001  

学習率変更タイミング  400 ,000および 450 ,000  

 

・  東京臨海部データセットにおける精度  

各クラスのサイズ別検知精度 (mAP)を表 2 .2 . ① -6 に示す．これより， 200m

遠方に相当する 25 から 35 ピクセルの自動車に対して， mA P が 0 .375， 70m 遠

方に相当する 50 から 70 ピクセルの歩行者に対して， mAP が 0 .134 と検出で

きている．  
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表 2 .2 . ① -6   各クラスのサイズ別精度 (mAP)  

サイズ  0 -25  25-35  35-50  50-70  a l l  

自動車  0 .231  0 .375  0 .498  0 .548  0 .768  

歩行者  0 .008  0 .084  0 .134  0 .238  0 .590  

バイク  0 .010  0 .033  0 .138  0 .371  0 .456  

 

物体検知結果例を図 2 .2 .① -2 から図 2 .2 .① -5 に示す．また，各図の矩形の色

と物体クラスの関係を表 2 .2 .① -7 に示す．  

表 2 .2 .① -7   各クラスの色  

クラス  色  

自動車  ピンク  

歩行者  緑  

バイク  黄緑  

信号機 (赤 )  赤  

信号機 (青 )  青  

信号機 (黄 )  黄色  

矢印灯  水色  

 

図 2 .2 .① -2 より縦列駐車している自動車や近距離からやや遠方の自動車を

検知できていることがわかる．  

 

図 2 .2 .① -2 遠方の物体検知結果例１  
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図 2 .2 .① -3 から 200m ほど遠方の自動車を検知できていることがわかる．ま

た，図 2 .2 .① -4 から， 70m ほど遠方の歩行者を正しく検知できていることがわ

かる．  

 

 

図 2 .2 .① -3 遠方の物体検知結果例 2  

 

 

図 2 .2 .① -4 遠方の物体検知結果例 3  
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図 2 .2 .① - 5 から悪天候（雨天）の場合でも遠方の自動車や保億者を検知でき

ていることがわかる．また，信号機の検知も正しくできていることがわか

る．  

 

図 2 .2 .① -5 遠方の物体検知結果例 4  

 

検知が失敗している例を 図 2 .2 .① -6 から図 2 .2 .① -7 に示す．ここで未検知の物

体は白色の矩形で示している．図 2 .2 .① -6 より，登り坂で遠方の自動車の上

部だけが見えている場合に検出できていない．  

 

図 2 .2 . ① -6 遠方の物体検知結果例 5 (失敗例 )  
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また，図 2 .2 .① -7 のように，背景の茂みと同じ色の服装をした遠方の歩行者

を検知できていないケースもある．  

 

 

図 2 .2 . ① -7 遠方の物体検知結果例 6 (失敗例 )  

 

 

・  見通しの良い環境での精度  

前述の実験では，東京臨海部を走行した際の一般的なシーンを対象として評

価を行った．歩道を歩いている際に植物で身体が隠れている場合や駐車場に停

車中の自動車なども評価対象として多数含まれている．そこで，見通しの良い

環 境 に お け る 物 体 検 知 精 度 を 評 価 し た ． 評 価 デ ー タ は ， 未 来 館 前 で 撮 影 し た

3000 枚の画像を用いる．図 2 .2 .① -8 に歩行者のサイズ別の検知精度を示す．こ

れより，70m 相当の 48 ピクセル歩行者について 65 .2%の検知率である．50m 相

当の歩行者となる 68 ピクセル程度で検知率が 80%， 30m 相当の歩行者となる

90 ピクセル程度で検出率が約 90%である．これより，遠方の歩行者を検出する

場合，検知率を 90%とするためには，入力画像サイズを 2 倍程度拡大すること

が望ましいと言える．  
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図 2 .2 .① -8 見通しの良い環境での歩行者のサイズ別検知精度  

 

 

検出結果例を図 2 .2 .① -9 および図 2 .2 .① -10 に示す．図 2 .2 .① -9 のように見通

しの良い環境において，遠方の横断歩道を歩く歩行者を正しく検知できている．

一方で，図 2 .2 .① -10 のように，近距離でも歩行者通しが並んでいる場合，誤っ

て 1 人として検知しているケースもあ る．  

 

図 2 .2 .① -9 見通しの良い環境での検知結果例 1  
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図 2 .2 .① -10  見通しの良い環境での検知結果例 2  

 

 

・  まとめ  

2020 年度は，遠距離の物体検知アルゴリズムとして， YOLOv4 をベース手法

とし，入力画像サイズおよびネットワーク構造の改良を行い，遠方の物体へ

の対応を行った．東京臨海部で撮影したデータセットにおいて， 200m 遠方の

自動車および 70m 遠方の歩行者を検知できることがわかった．一方で，検知

精度は近距離と比べて十分高いとは言えない．見通しの良い環境における歩

行者のサイズ別検知精度の比較を行ったところ， 70m 相当 (48 ピクセル )の歩

行者について検知率は 65.2%であった．検知率を 90%程度にするには，歩行者

のサイズが 90 ピクセル程度になるよう，さらに入力画像サイズを拡大するこ

とが必要となる．  

 

  



 

 

 
 78 

 

  

【参考文献】  

[1 ]  J .  R edmon e t  a l . ,  “You On ly  L ook  Once :  Unif i ed ,  Rea l -Time  O bjec t  De tec t ion ” ,  

CVPR2016.  

[2 ]  J .  R edmon e t  a l . ,  “Yolov3 :  An  inc remen ta l  improvemen t . ” ,  a rX iv,  2018 .  

[3 ]  A .  Borchkovsk iy  e t  a l . ,  “ YOLOv4 :  Op t imal  Speed  and  Accuracy  of  Ob jec t  

Detec t ion” ,  a rX iv,  2020 .  

[4 ]  T.  L in ,  e t  a l . ,  “Fea tu re  py ramid  ne tworks  fo r  ob jec t  de tec t ion . ” ,  CVPR,  2017 .  

[5 ]  C . -Y.  Wang ,  e t  a l . ,  “ C SPNe t :  A new  backbone  tha t  can  enhance  l ea rn ing  

capabi l i ty  o f  CNN ”,  a rXiv,  2019 .  

 

  



 

 

 
 79 

 

  

②  LiDAR およびミリ波レーダに基づく遠方物体認識  

自動運転中における車両周辺の交通参加者（自動車，二輪車，歩行者）を確

実に検知するため，センサフュージョンによる遠距離に特化した物体認識アル

ゴリズムを検討する．昨年度の評価結果では，3 次元 L iDAR を用いた遠方物体

の 認 識 に お い て 遠 方 の ス パ ー ス さ を 補 う た め に カ メ ラ 画 像 と の フ ュ ー ジ ョ ン

が効果的であることを検証した．しかし，遠方まで安定して認識を継続するた

め に は カ メ ラ に よ る 認 識 距 離 の 改 善 も 必 要 で あ る こ と が 課 題 と し て 挙 げ ら れ

ていた．  

今年度は遠距離に特化した物体種別の認識を可能とするため，全方位カメラ

に よ る 認 識 に お い て デ ジ タ ル 地 図 な ど か ら 抽 出 さ れ る 画 像 内 の 道 路 領 域 に 注

目して対象物を認識するアルゴリズムを検討する．また，ここで開発した認識

アルゴリズムの認識精度を評価するために見通しの良い環境において 200m 以

内の自動車及び 70m 以内の歩行者の認識率 90%を達成することを目標として

性能評価を実施する．これらの評価結果より認識に課題のある道路環境を分析

する．  

 

 

・ LiDAR・カメラのフュージョンによる物体認識  

LiDAR による物体識別アルゴリズムでは，観測した物体の点群情報に対して

機械学習で識別する方法が一般的であり，先行研究 [1 ]において機械学習の識別

アルゴリズムである Real  Adaboos t を活用した手法を開発している．しかしな

がら， L iDAR の点群情報が疎になる遠方の物体（図 2 .2 .② -1）を認識するには

時系列処理の導入やカメラなどの他センサとのフュージョンが重要となる．そ

こで，昨年度の事業において，図 2 .2② -2 のように L iDAR・カメラのセンサフ

ュージョンアルゴリズム を検討した．   

 

 

図 2 .2 .② -1  各物体種別に関する L iDAR の観測点群例  
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図 2 .2 .② -2 セン サ フュージョンに よる 認識アルゴリズ ム概 要  

 

 時 系 列 処 理 及 び セ ン サ フ ュ ー ジ ョ ン に よ る 物 体 認 識 ア ル ゴ リ ズ ム は 以 下 の

処理で構成され る．  

1 .  L iD A R点群のクラス タリング  

2 .  L iD A Rによる認識： 物体点群（ Seg men t）のクラス確率 を出 力  

3 .  カメラ画像によ る認 識：画像全体か ら交 通参加者の矩形 枠を 認識  

4 .  S e g m e n t・ 矩 形 枠 の 対 応 付 け ： S e g m e n tの 点 群 を 画 像 上 に 投 影 し て 矩

形枠と対応付け する  

5 .  L iD A R /カメラフュー ジョン 事後確率 計算：Segmen tのクラス 確 率をバ

イ ナ リ ベ イ ズ フ ィ ル タ に よ る 時 系 列 処 理 で 事 後 確 率 を 計 算 す る ． こ

の と き 画 像 矩 形 枠 と 対 応 付 け ら れ て い る 場 合 は 画 像 矩 形 枠 認 識 時 の

ク ラ ス 確 率 も 追 加 す る こ と で 時 系 列 処 理 に よ る フ ュ ー ジ ョ ン を 行 う ． 

6 .  時系列処理によ る 移 動物体推定：時 系列 フレーム間の Se gmen tの関連

付け（ T ra ckデータ の抽出）を 行い移動 物体として運動 状態 を推定す

る  

 

 

・デジタル地図を活用した画像認識による遠距離物体認識の基礎検討  

前 述 の セ ン サ フ ュ ー ジ ョ ン に よ る 物 体 追 跡 ア ル ゴ リ ズ ム に お い て 連 続 的 に

認識する移動物体の種別を安定して認識する ことが期待される．しかしながら，

LiDAR の物体にカメラの矩形枠情報をフュージョンするにあたり，画素数の小

さ な 対 象 物 を 適 切 に 認 識 し な く て は 遠 方 に 存 在 す る 物 体 の 認 識 改 善 を 実 現 す

ることはできない．一方，市街地の走行において遠距離の対象物の認識が要求

さ れ る シ チ ュ エ ー シ ョ ン は 交 差 点 の 対 向 車 や 横 断 す る 歩 行 者 な ど 特 定 の 道 路
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領域に限定される．そこで，図 2 .2 .② -3 のようにデジタル地図から状況に応じ

て注目領域を抽出し，画像内で認識すべき領域を RO I として算出してその領域

内の対象物を認識する方法を導入する． DNN（ Deep  Neura l  N etwork）で画像内

の物体を認識する場合，処理時間などの制約により入力画像を一定サイズの解

像度にリサイズしてから処理をすることが一般的である．そのため，元画像を

入力サイズにリサイズして処理するのに対して限定された R OI 画像を入力サ

イ ズ に リ サ イ ズ す る こ と で 画 像 内 の 物 体 が 相 対 的 に 大 き な サ イ ズ で 処 理 可 能

となる．物体認識では画像全体領域の認識と RO I 画像の認識の双方の物体認識

を実施することで，入力画像の解像度を確保して効率的な遠距離物体の検出が

期待される．  

 

 

図 2 .2 .② -3  デジタル地図を活用した遠方領域の物体認識  

 

ここで，基礎検討した物体認識による効果を検証するために，直進走行時の

駐車車両及び横断歩道通過中の歩行者の認識距離を評価する．評価用の走行画

像は，東京臨海部の日本科学未来館周辺の直線道路（ 図 2 .2 .② -3）で計測し，

画像中の対象物との検出距離を評価する．評価対象の物体は特定の横断歩道を

移動中または計測中に駐車している車両としており，絶対位置を特定可能な物

体とする（歩行者の場合は横断歩道領域の位置を特定可能とする）．したがっ

て，データ計測中の自動運転自動車との位置関係から対象物の距離を計測可能

となる．  

 実験条件としては，地図から抽出した ROI 領域に対して異なる解像度の入力

画像で検出物体数を評価する．本評価では， ROI 未使用， RO I 解像度として元

画像の 1 /2 倍，1 /3 倍の条件で評価を実施した．物体検出には YOLOv3[2]の DNN

モデルを利用し，DNN の入力解像度は 608x608 とする．入力画像はアスペクト

比を維持しながら D NN の入力解像度にリサイズして処理するため， ROI の範

240m先のトラック

199m先の⾃動⾞
©OpenStreetMap Contributors

遠⽅の道路領域
を抽出

拡⼤領域に対して
認識処理
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囲が小さいほど遠方物体の解像度を落とすことなく処理可能となる．なお，評

価に用いた画像枚数は 1 ,965 枚とする．  

評価結果として，対象物との距離ごとに検出された物体数のグラフを 図 2 .2 .

② -4 に示す．各条件の評価結果より RO I 解像度を小さくすることで遠距離に

存在する物体の検出が達成されていることが確認できる．ROI 解像度を元画像

の 1 /2 または 1/3 とすることで目標距離である 200m 以内の自動車や 70m 以内

の歩行者の検出数を増大することが実現された．また 図 2 .2 .② -4 (d )に ROI の解

像度を 1 /3 倍としたときに検出された物体矩形枠幅の平均ピクセル数を示す．

60〜 70m 付近で検出物体数及びピクセル数が変化しているが，これは評価エリ

ア の 横 断 歩 道 と 車 両 と の 位 置 関 係 に よ り 特 定 区 間 で 歩 行 者 に よ る オ ク ル ー ジ

ョンが多くなり車両のデータ数が少ないこと，さらに当該区間の対象車両にト

ラックが偏って存在しているためである．対象物の姿勢の違いにより多少のば

らつきがあるが， 100m 先の歩行者として約 15px の物体， 200m 先の自動車と

して約 25px の物体を検出可能な点が確認された．これによって移動物体追跡

とのフュージョンにおいても認識精度の改善が期待される．  
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(a )  ROI 未使用  (b )  ROI 解像度（元画像の 1 /2 倍）  

  

(c )  ROI 解像度（元画像の 1 /3 倍）  (d )  (c )の検出物体幅のピクセル数  

図 2 .2 .② -4  画像認識における遠距離物体の検出距離・ピクセル数  

 

 

・遠距離物体の認識性能評価  

前述の遠距離物体の検出方法の効果を検証するための評価を実施する．本実

験は昨年度の事業における評価同様に見通しの良い環境での評価として 図 2 .2 .

② -5 に示 す金沢大 学の直線構内道路を 移動する交通参加者 を対象として評価

用データを計測した．評価用データ は，自動運転自動車を停止させた状態で，

評価対象となる自動車・二輪車（バイク・自転車）・歩行者を前後に（歩行者は

左右にも）移動させることで，様々な距離における対象物体を計測した データ

である．評価に用いるセンサデータは自動運転自動車上部に設置された全方位

LiDAR（ Velodyne  VL S-128）及び L iDAR 下部に設置された全方位カメラを 10Hz
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で記録している．全方位カメラは画角 60 度のカメラを 8 台設置しており全周

を撮影可能である．  

本実験における学習データは 78 個の Track データ（ Segmen t 総数 8 ,240 個）

及び評価データは 350 個の Track データ（ Segmen t 総数 24 ,265 個）で構成され

ており，昨年度同様の評価データに一部遠方の車両データを追加したものであ

る．データの内訳を表 2 .2 .② -1 に示す．評価データにおいて歩行者および二輪

車は 100m 以内の範囲のみに存在し，その他の物体は 200m 以内の存在する．

こ の 物 体 に 対 し て 画 像 認 識 結 果 で あ る 矩 形 枠 情 報 を 統 合 す る こ と で 物 体 種 別

の識別性能を評価する．なお，ROI を利用した画像に対する物体矩形枠認識は

前述の検証結果を踏まえて元の解像度の 1/3 の領域と設定する．  

 

図 2 .2 .② -5 遠距離定量評価の撮影環境と対象物体の様子  

（ 2019 年度と同様の評価条件）  

 

表 2 .2 .② -1  学習・評価データの実験条件（ LiDAR の物体数）  

 Tra in  Da ta  Tes t  Da ta  

クラス  Segmen t 数  Track 数  Segmen t 数  Track 数  

自動車  1 ,426  16  4 ,058  54  

二輪車  4 ,942  24  6 ,277  45  

歩行者  1 ,726  28  6 ,552  40  

背景  146  10  7 ,378  211  

合計  8240  78  24 ,265  350  
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認識率の評価において評価指標は以下に示す F -va lue を用いる．対象物まで

の距離を 10m の区間ごとに分けて各区間での認識率の傾向を評価する．  

 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑃
 (2 . 2 .② -1 )  

𝑅𝑒𝑐𝑎𝑙𝑙 =
𝑇𝑃

𝑇𝑃 + 𝐹𝑁
 (2 . 2 .② -2 )  

𝐹-𝑣𝑎𝑙𝑢𝑒 =
2𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 ∙ 𝑅𝑒𝑐𝑎𝑙𝑙

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 + 𝑅𝑒𝑐𝑎𝑙𝑙
 (2 . 2 .② -3 )  

 

ただし，TP は正解数，FP は誤検出数，F N は未検出数である．評価データの距

離ごとの Segmen t 数及び LiDAR /カメラ間の対応付け数の傾向を図 2 .2 .② -6 に

示す．図 2 .2 .② -6 において Image  ob jec t s は画像認識によって検出された物体と

LiDAR の Segmen t 間の対応付けが成功した物体数を示している．評価結果よ

り， ROI 情報を使用することで LiDAR による追跡物体と画像矩形枠との対応

付数の割合が高くなり，特に遠方の画像情報の貢献を改善可能な点が確認でき

る．図 2 .2 .② -6 において， 50〜 100m 付近における対応付の割合が低下してい

る区間が確認できるが，これは当該区間で遠方歩行者・二輪車が多く存在する

ためである．評価データにおいて遠方の物体数が少ないため継続的な評価が必

要ではあるが，見通しの良い環境であれ ば目標距離相当の自動車を十分に認識

可能であるといえる．本評価では RO I の利用により対応付けられた物体矩形枠

数が 11 ,632 個から 15 ,876 個へと約 1 .36 倍に改善した．  

  

(a )  Segmen t 数 /矩形枠数  (b )  対応付けされた矩形枠の割合  

図 2 .2 .② -6 評価データにおける距離ごとの Segmen t 数 /矩形枠数  
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また，評価データに対する認識率を図 2 .2 .② -7，各条件の有効区間内におけ

る平均認識率を表 2 .2 .② -2 に示す．評価結果より，時系列追跡することで全体

的な認識率が改善し，画像情報とのフュージョンによりさらに改善している傾

向が確認できる．これによって L iDAR 単体では点群が疎になり認識が困難と

なる遠方の物体に対して画像情報を与えることで識別精度が改善された．以上

より，今年度の目標値としている 200m 以内の自動車及び 70m 以内の歩行者の

認識率 90%が達成された．しかしながら，図 2 .2 .② -6 (a )にも示しているように

特に遠方の評価データが不足していることから，より詳細に認識アルゴリズム

の 評 価 を 実 施 す る た め に は 今 後 市 街 地 環 境 で の デ ー タ も 含 め て 評 価 デ ー タ の

追加が必要である．  

 

  

(a )  自動車の認識率  (b )  二輪車の認識率  

 

 

(c )  歩行者の認識率   

図 2 .2 .② -7 評価結果  
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表 2 .2 .② -2 平均認識率  

 Vehic le  Bicyc l i s t  Pedes t r ian  

評価区間  20-200m  20-100m  20-100m  

Segmen t  0 .853  0 .573  0 .710  

Tracking  (L iDAR)  0 .973  0 .904  0 .868  

Tracking  (L iDAR w/  Image)  0 .973  0 .918  0 .920  

Tracking  (L iDAR w/  

Image+ROI)  

0 .977  0 .922  0 .933  

 

 

・まとめ  

遠距離に特化した物体認識を可能とするため，全方位カメラによる認識にお

い て デ ジ タ ル 地 図 な ど か ら 抽 出 さ れ る 画 像 内 の 道 路 領 域 に 注 目 し て 対 象 物 を

認 識 す る ア ル ゴ リ ズ ム を 検 討 し て 有 効 性 を 評 価 し た ． 評 価 結 果 よ り 画 像 中 で

15px 程度（ 100m 先相当）の歩行者及び 25px 程度（ 200m々相当）の自動車の検

出を可能とした．また， L iDAR・カメラによるセンサフュージョンアルゴリズ

ムに開発した物体認識手法を統合することで，遠距離物体の識別精度の改善を

評 価 し た ． 評 価 結 果 よ り ， 見 通 し の 良 い 環 境 に お い て 今 年 度 の 目 標 値 で あ る

200m 以内の自動車及び 70m 以内の歩行者の認識率 90%を達成した．しかしな

がら，特に遠方の評価データが不足していることから，今後評価データの追加

が必要である．また，ここで開発した物体認識アルゴリズムを市街地の走行環

境にて評価して認識に課題のある道路環境を分析することが課題となる ．多く

の構造物や交通参加者が混在する環境ではオクルージョンなどにより L iDAR/

カメラともに対象物の認識が困難となる状況が想定される．多様な道路環境に

お け る 不 調 要 因 を 評 価 す る た め シ ミ ュ レ ー シ ョ ン な ど を 活 用 し た 性 能 評 価 及

びアルゴリズム改善が必要であると考えられる．  
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C la ss i f ica t ion  for  Au tonomous  Dr iv ing  on  Urba n  Roads” ,  Jou rna l  o f  Advanced  

Cont ro l ,  Au toma t ion  and  Robot i cs ,  Vo l . 3 ,  N o .2 ,  pp .92 -95 ,  2017 .  

[2 ]  J .  Redmon and  A.  Farhad i ,  “YOLOv3 :  An Inc remen ta l  Improvement” ,  

a rX iv :1804 .02767r,  2018 .  
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2.3.  c.「高精度自己位置技術の開発」  

①  GNSS/INS の開発  

(1)  みちびきの信号を活用した測位と INS複合の両立  

a GNSS/INSに適切な GNSS測位誤差  

GNSS/INS を開発する際に，その入力となる GNSS，INS の誤差傾向を把握する

ことが重要である．例えば，従来開発されている GNSS/INS では，Kalman Filter

に 代 表 さ れ る 誤 差 が ホ ワ イ ト ノ イ ズ と 仮 定 で き る フ ィ ル タ が 活 用 さ れ る 場 合

が多く，それ以外のカラーノイズに対しては単純なフィルタ設計では対応が難

しいのが実情である．ここで GNSS， INS の誤差に注目をすると，時間的に支配

的な誤差はホワイトノイズであるが，誤差の大きさに影響が大きいのはマルチ

パ ス に 代 表 さ れ る カ ラ ー ノ イ ズ で あ る こ と が 知 ら れ て い る ． そ の た め ，

GNSS/INS の設計の際には，マルチパスに代表されるフィルタで対応が難しい誤

差を，事前に棄却することが大切となる．  

一方，みちびきから放送されている補正情報 (CLAS)を利用した高精度測位を

実施する場合，従来の RTK-GNSS と比較して衛星数の制限があるため，マルチ

パス等のホワイトノイズではない測位誤差の影響を受けやすい問題がある．そ

のため，CLAS を活用した測位の段階でマルチパスの影響を排除した位置推定を

実施するか，もしくは後段の INS 複合でマルチパスの影響を排除しやすいよう

に誤差をコントールする必要がある．本プロジェクトでは，後段に INS 複合を

することを前提としている [1]ため， CLAS を利用した測位ではマルチパスの影

響は残りつつも， GNSS/INS の複合で除去を行う [2]方針を採用する．   

 

b CLAS LIBの改善による測位手法の適切化  

CLAS を利用した測位を行うためには，みちびきの L6E 帯から放送される補正

情報のデコードを行ったうえで，測位演算を実施する必要がある．そこで本プ

ロジェクトでは内閣府から公開されている CLAS LIB[3]の活用を行う．ただし，

2020 年時点で公開されている CLAS LIB ver0.72 では，時系列的な情報を利用

した測位がベースとなっているため，都市部のようなマルチパス環境下ではオ

フセット的な測位誤差が発生する問題がある．そこで，CLAS LIB を改良し，瞬

時解を算出可能にすることで GNSS/INS に適した測位解を利用可能にした．  

ここで，図 2.3.① -1(a)に名城大学付近のコースを示す．このコースにおい

て改良前の CLAS LIB（時系列的な測位解：図 2.3.① -1(b)，瞬時解： (c)）と，

瞬時解が算出できるように改良した CLAS LIB の測位解（図 2.3.① -1(d)）の比

較を行った．なお，本評価では GNSS 受信機に Septentrio 社の mosaic-x5 を利

用した．図 2.3.① -1(b)(c)(d)により， CLAS LIB の改良により，改良前と同等
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の FIX 率を維持しつつも GNSS/INS に適した瞬時解を得られていることが確認

できる．  

緑： FIX解  黄色： Float解  

   

a )評 価 コ ー ス    b )時 系 列 的 な 測 位 解  c )改 善 前 の 瞬 時 解    d )改 善 後 の 瞬 時 解  

図 2.3.① -1 CLAS LIB の評価概要  

 

 

 また，図 2.3.① -2に本評価の衛星数と Rat ioの値を示す．ここで Rat ioは FIX解

の信頼性の指標であり，その値が高いほど測位解が信頼できる可能性が高いこ

とを示す．図 2.3.① -2より，改良前の CLA S LIBでは十分な衛星数があったとし

て も 瞬 時 解 を 算 出 し て い る 際 に Rat ioが 大 き く な ら ず F IX解 が 得 ら れ て い な い

が，改善により瞬時解でも FIX解が得られていることが確認できる．  

 

 

 

図 2.3.① -2 CLAS LIB の評価の際の衛星数と Ratio 
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c CLASに適した GNSS受信機の選定  

CLAS を利用した測位の課題として，利用する衛星数，周波数帯，コードがマ

ルチ GNSS と比較して限定されることが知られている．さらに，近年比較的安

価で車載が可能なレベルの GNSS 受信機の商用化が行われているが，そのよう

な 受 信 機 で は 利 用 で き る 周 波 数 帯 ， コ ー ド が 限 定 さ れ て し ま う 問 題 が あ る ．

GNSS 測位においては，利用できる信号の冗長性は重要であり，可能な限り多く

の信号が受信できることが望ましい．そこで，本プロジェクトで利用する GNSS

受信機を選定するため，測量用の GNSS 受信機（ Trimble 社 Alloy）， Ublox 社

F9P， Septentrio 社の mosaic-x5 で CLAS LIB を用いて測位を行った際の性能

評価を行った．  

 ここで図 2.3.① -3に比較を行った結果を示す．比較を行った 3つの GNSS受信

機 (Alloy:高価な測量用受信機， mosaic-x5， F9P：比較的安価な汎用受信機 )は

それぞれ L1/L2/L5の周波数帯を受信可能であるが，対応しているコードが異な

る．具体的には，最も安価な F9Pは L2P/L5には対応をしていない．一方， Alloy

と，mosaic-x5は L2P/L5に対応をしている．現状の衛星では L2Cに対応をしてい

るものは一部にとどまるため， F9Pで受信した信号を CLASで測位を行う場合に

は，限定された衛星数となる（図 2.3.① -4）．そのため，図に示すように FIX率

が他の受信機と比較して減少していると考えられる．そこで，本プロジェクト

で は 将 来 的 に 車 載 可 能 な 価 格 と な る 受 信 機 と し て mosaic-x5 を 選 定 し ，

GNSS/INSでの評価を行うことにする．  

 

 

図 2.3.① -3  CLAS LIB で利用する受信機による測位性能の比較  
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図 2.3.① -4  CLAS LIB で利用する受信機による衛星数， Ratio の比較  

 

d 名古屋市の市街地における性能評価  

 ここで改善した CLAS LIBと選定した mosaic-x5を利用した CLASを活用した測

位の性能検証を実施するため，図 2.3.① -5に示す名古屋市の市街地にて評価試

験を実施した．図 2.3.① -6に測位結果を，図 2.3.① -7に POSLV220[4]で計測した

真値と比較した結果を示す．図 2.3.① -7より，マルチパス等の影響により，各

所で大きな誤差が発生しているが，GNSS/INSに入力する情報として避けるべき

である，一定方向に著しくオフセットが発生する傾向は見受けられないことが

確認できる  

 

 図 2.3.① -5  名 古 屋 市 街 の 評 価

コース  

図 2.3.① -6  評 価 試 験 に お け る

測位結果  
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図 2.3.① -7 評価試験における測位誤差  

  

さらに，図 2.3.① -8に CLASを活用した測位を行った結果の信頼性を判定した

結果を示す．また図 2.3.① -9に，その誤差を示す．図 2.3.① -9，表 2.3.① -1よ

り， 99&の割合で 30cm以下の測位結果のみ抽出することが可能となり，提案す

る信頼性判定法が CLASを活用した測位にも有効であることが確認できる．  

 

 

 

 

 

図 2.3.① -8 信頼性判定結果  図 2.3.① -9  信 頼 度 が 高 い と 判

定した場所の位置推定誤差  
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表 2.3.① -1 測位解の信頼性判定結果  

 

 

(2)  CLAS17機体制におけるみちびき対応 GNSS/INSの性能評価  

次に，2020年 11月から開始された CLASに含まれる補正情報の 17機への増加に

関する効果の検証を行う．測位に利用可能な衛星数が従来の 11機から 17機に増

加がされるため，冗長性が確保されることで結果的に測位精度が改善されるこ

とが期待される．ここで， 図 2.3.① -10に東京臨海部のお台場における評価コ

ースを示す．また，図 2.3.① -11に改良した CLAS LIBによる測位結果を，図 2.3.

① -12に測位精度を示す．図 2.3.① -11，図 2.3.① -12より，CLAS11機体制で評価

をした名古屋市の結果と同じように，連続したオフセット的な誤差が見受けら

れず，GNSS/INSの入力に適した位置推定結果が得られていることが確認できる． 

 

 

   

 

 

図 2.3.① -10 お台場における評

価コース  

図 2.3.① -11 お台場における改

良した CLAS LIB の測位結果  
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図 2.3.① -12 お台場における改良した CLAS LIB の測位誤差  

 

また，図 2.3.① -13に提案する信頼性判定法により，30cm以下の測位解が得ら

れていると判定した場所を，図 2.3.① -14，図 2.3.① -15, 表 2.3.① -2にその精

度を示す．これらの結果より，みちびきから放送される CLAS信号を活用するこ

とで， 30cmの位置推定の信頼性を 99%で判定ができることを確認できる．加え

て，図 2.3.① -16にこれらの測位解を GNSS/INSに入力した場合の結果を示す．  

図 2.3.① -16より，みちびきを活用した GNSS/INSにより，1.5mの位置精度 97%を

達成していることが確認できる．しかし，30cmの位置精度はみちびきの信号が

受信している箇所においては信頼性が確保されつつも， INSで補完している場

所を含めると 30cmの位置精度は 70%程度の場所でしか達成できていないことが

確認できる．この要因として，受信可能な衛星数が減少する場合には，みちび

き の 補 正 情 報 を 受 信 し て い た と し て も 測 位 性 能 が 劣 化 す る た め で あ る と 考 え

られる．そのため，衛星数が減少することが想定される個所においては，イン

フ ラ を 活 用 し た マ ッ プ マ ッ チ ン グ 等 の 補 完 技 術 に よ り 位 置 精 度 を 維 持 す る た

めの技術が必要になることが想定される．2021年度においては，衛星数を始め

とした GNSSの性能劣化要因と GNSS/INSの性能の関係，及びその位置精度の劣化

か ら イ ン フ ラ を 活 用 し た 位 置 推 定 が ど の 程 度 の 割 合 で 必 要 で あ る か 検 討 を 行

う予定である．  
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表 2.3.① -2 測位解の信頼性判定結果  

 

 

 

  

図 2.3.① -14 お台場における信

頼性判定した結果の測位精度  

図 2.3.① -13 お台場における信

頼性判定結果  

図 2.3.① -16 みちびきを活用し

た GNSS/INS の位置推定性能評価

結果  

図 2.3.① -15 お台場における信

頼性判定した結果の測位精度 (2D，

高さ ) 

 



 

 

 
 96 

 

  

【参考文献】  

[1 ]  荒川拓哉 ,他 :”GNSS ドップラを活用した都市部におけるレーンレベル位置

推定の実現” ,計測自動制御学会論文集 55 巻 11 号 , pp ,754 -761 ,2019  

[2 ]  Aoki  Takanose ,  Yosh ik i  At sumi ,  Kanamu  Tak ikaw a,  Jun ich i  Meguro ,  

Improvemen t  o f  Re l iab i l i ty  De te rmina t ion  Per fo rmance  of  R ea l  Time Kinema t ic  

So lu t ions  Us ing  He igh t  Tra jec to ry,  Senso rs ,  21 ,  2  

[3 ]  CLAS LIB（ h t tp s : / /qz ss .go . jp / t echn ica l /dod /c la s /c la s_ te s t - l ib ra ry.h tml）  

[4 ]  POSLV(ht tps : / /www.applan ix . com/produc t s /pos lv.h tm)  

  



 

 

 
 97 

 

  

②  マップマッチング技術の開発  

 地図上での車両の現在位置を推定する自己位置推定において，センサから得

ら れ た 情 報 と 地 図 と の 照 合 を 行 う こ と で 走 行 経 路 や そ の 経 路 上 の 位 置 を 特 定

する技術であるマップマッチングは，高精度に自車の位置を把握するために必

要不可欠である．トンネル内や高 層ビル街などの GPS の電波を捉えにくいよう

な場所では， GPS から正確な位置を得ることが出来ない．そのため，継続的に

高 精 度 な 位 置 を 推 定 す る た め に は マ ッ プ マ ッ チ ン グ に よ る 位 置 の 補 正 が 重 要

となる．   

2020 年度は車載グレードの GNSS/INS を使用することを前提としたマップマ

ッチングアルゴリズムを開発し，位置精度（目標精度 0.1m）の評価を行なった．

2019 年度においては高精度な GNSS/INS を使用し，姿勢角を既知としたマッチ

ングアルゴリズムの開発を行ったが，車載グレードの GNSS/INS を使用する場

合には姿勢角を高精度に得られないことが考えられるため，本年度においては，

車両の方位角を含めたマップマッチングアルゴリズムを開発した．  

 

(1) 方位角推定を含めたマップマッチングアルゴリズムの開発  

・自己位置推定アルゴリズムの概要  

自己位置推定のベースとなるアルゴリズムの概要を 図 2 .3 .② -1 に示す．位置

推定における初期位置には GPS から得られる位置を使用し，その後はデッドレ

コニングとマップマッチ ングにより位置の推定を継続的に行なっていく．デッ

ドレコニングとは，センサから得られる速度ベクトルとデータ取得周期から移

動距離を積算し位置を計算する方法である．一時刻前のデッドレコニング位置

𝒙𝑡−1,𝐷𝑅， 速 度 𝒗と デ ー タ 取 得 周 期 Δ𝑡か ら 現 時 刻 の デ ッ ド レ コ ニ ン グ 位 置 𝒙𝑡,𝐷𝑅は

𝒙𝑡,𝐷𝑅 = 𝒙𝑡−1,𝐷𝑅 + 𝒗 Δ𝑡で計算される． GPS は電波受信状況によって短い時間で位置

が大きく変化してしまう場合があるが，デッドレコニングにより位置を計算す

ることでより滑らかな軌道を得ることができる．しかしながら，デッドレコニ

ング単体の推定位置はセンサノイズの影響により誤差が蓄積される．そのため，

デ ッ ド レ コ ニ ン グ 位 置 𝒙𝑡,𝐷𝑅に 対 す る 誤 差 Δ𝒙𝑡,𝐷𝑅を マ ッ プ マ ッ チ ン グ に よ り セ ン

サデータと地図を照合することで推定し，正確な車両位置を求める．  
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テンプレートマッチングによる自己位置推定技術は文献 [1]で示すように自

動運転の公道実証実験において用いられている実績があるため，テンプレート

マッチングをベースにマップマッチング技術の開発を行った．  

テンプレートマッチングでは，地図画像とセンサからリアルタイムに得られ

た路面パターンの画像 (LiDAR 画像 )の類似度を計算する．マッチングに使用す

る 画 像 は 図 の よ う な オ ル ソ 画 像 と い う 正 射 投 影 に よ り 歪 み 補 正 を 行 っ た 画 像

の形式で表現される．図 2 .3 .② -2 に示すように，テンプレート画像（センサデ

ータ画像）を (𝑑𝑥, 𝑑𝑦)だけずらしたときの類似度を計算し，その結果として相関

分布という類似度の分布を得ることができる．このとき分布のピークが実際の

車両位置である可能性が最も高い場所である，すなわちオフセットの尤度分布

と捉えることができる．したがって，この尤度分布を確率分布に変換し， 1 時

刻 前 の 確 率 分 布 か ら 得 ら れ る 事 前 確 率 と 掛 け 合 わ せ 事 後 確 率 分 布 を 計 算 す る

 

図 2 .3 .② -2 .  テンプレートマッチングの外観図  

  

図 2 .3 .② -1 .  自己位置推定アルゴリズム概要  
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ことでピークを時系列的にトラッキングし，オフセットを推定する．  

車載グレードの GNSS/INS を使用する場合，安価なジャイロセンサが用いられ

ているために高精度 GNSS/INS と比較して車両方位角が精度良く得られない．

そのため，図 2 .3 .② -3 に示すように，センサの車両方位角を使って LiDAR 画像

の マ ッ ピ ン グ を 行 う と 画 像 に ぶ れ が 発 生 し 位 置 が 正 し く 推 定 で き な い 可 能 性

が大きくなる．そこで，2020 年度は上記の位置推定手法に方位角推定を組み込

むことで，方位角の精度が低下した場合や車載グレード GNSS/INS を使用した

場 合 に お い て も 正 し く 位 置 推 定 を 可 能 と す る マ ッ プ マ ッ チ ン グ ア ル ゴ リ ズ ム

を開発した．方位角推定手法を以下に述べる．  

 

 

ここでは，文献 [2],[3]で示されるような Hough 変換をベースとした方位角推

定手法を参考に開発を行った．処理の流れを図 2.3.② -4 に示す．LiDAR からリ

アルタイムに得られたデータを用いてマッピングされた観測画像と， LiDAR 地

図画像それぞれについて，エッジ抽出・ Hough 変換を行い方位角方向のスペク

トラム (Hough スペクトラム )を計算することで，各画像に対する路面パターン

の傾きの分布を知ることができる． 2 つの画像の Hough スペクトラムに対しテ

ンプレートマッチングなどにより相関分布を計算することで， 2 つの画像の間

の角度差，すなわち方位角オフセットの尤度分布が得られる．したがって，こ

の尤度分布のピークから方位角オフセットを求めることが可能である．また，

Hough 変換は図 2.3.② -5 に示すように半径方向ρと角度方向θのパラメータ

を用いて直線を表すものであるため，位置ずれの影響を受けにくいといった特

徴がある．そのため，位置推定と方位角推定を切り分けて考えることができる

のでこれらを同時に実行することが可 能であり，リアルタイムでの処理が可能

 

図 2 .3 .② -3 .  方位角精度の L iDAR 画像マッピングに対する影響  
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である．  

  

 

図 2 .3 .② -4 .  方位角推定手法  
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図 2 .3 .② -5 .Hough 変換における位置ずれの影響  
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・マッチング手法の性能評価  

方位角推定を含めたマップマッチング手法の性能評価 のため，車両の走行デー

タを用いて検証を行なった．誤差の計算に位置および方位角の真値が必要とな

るため，高精度 GNSS/INS のデータに人工的にノイズを付加し，車載グレード

GNSS/INS のセンサデータをシミュレーションすることにより推定位置および

方位角の精度評価を行った． ここでは， 1 時間走行したとき角速度の積算によ

り求めた方位角の誤差が 5 度発生するようなガウシアンノイズを付加してい

る．精度評価には，以下の 2 つのルートの走行データを使用した．  

 

[評価ルート 1] 

図 2.3.② -6 に走行ルート 1 を示す．このルートは，図 2.3.② -7 に示すよう

な高層ビルが立ち並ぶ，交通量の多い市街地を含んでいる．   

図 2.3.② -8 に方位角の推定誤差のグラフを示す．センサの角速度 (ヨーレー

ト )を時間積分することによって求められるデッドレコニングの方位角は，時

間の経過につれて誤差が増大しているが，方位角の推定を行うことによって，

デッドレコニングの誤差を抑制できていることがわかる．図 2.3.② -9 に示し

た位置推定誤差を見ると，車両縦方向・横方向ともに概ね± 0.5m 以内に誤差が

抑制されており，表 2.3.② -1 に示す通り，2 次元位置誤差の RMS は目標精度と

なる 0.1m を達成している．  

  

図 2 .3 .② -6 .  評価ルート 1  
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図 2 .3 .② -8 .  評価ルート 1 :  方位角誤差  

 

図 2 .3 .② -9 .  評価ルート 1 :  位置推定誤差  
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図 2 .3 .② -7 .  高層ビルの多い市街地  

Googleマップより
画像  2019 Google, 画像  2019 Maxar Technologies, 

地図データ  2019 Google
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[評価ルート 2] 

図 2.3.② -10 に走行ルート 2 を示す．本ルートは，図 2.3.② -11 のような複

数車線をもつ，交通量の多い駅周辺の道路や，図 2.3.② -12 のような長距離の

トンネル区間などを含む経路である．この評価ルートは，ルート 1 が比較的に

オープンスカイなエリアを走行しているのに対して，長距離のトンネル区間と

いった GPS 信号の取得が困難となる場所を走行している．また，ルート 1 では

直線区間を多く走行しているのに対してルート 2 では大きくカーブする区間，

すなわち方位角の変化が大きい区間を含んでいる．そういった区間においても

本手法によって位置や方位角の推定が問題なく行えることを検証した．  

 

図 2 .3 .② -10 .  評価ルート 2
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表 2 .3 .② -1 .  評価ルート 1 :  位置・方位角推定誤差  

車両縦方向  

RMSE [m]  

車両横方向  

RMSE [m]  

2 次元位置  

RMSE [m]  

方位角 RMSE 

[deg]  

0 .12  0 .06  0 .08  0 .12  
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図 2 .3 .② -12 .  長距離トンネル区間  

Googleマップより
画像  2019 Google, CNES / Airbus, DigitalGlobe

地図データ  2019 Google

 

図 2 .3 .② -11 .  車線数の多い区間  
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図 2.3.② -13 および図 2.3.② -14 に推定方位角誤差と推定位置誤差のグラフ

を示す．図 2.3.② -13 のグラフより，トンネル区間やその他の区間においても，

デ ッ ド レ コ ニ ン グ の 誤 差 が 増 大 し て い る の に 対 し て 方 位 角 推 定 に よ る 結 果 で

はその誤差が抑制されていることが確認でき，図 2.3.② -14 から位置について

も GPS 信号を取得可能な区間と同等の精度で推定できていることがわかった．

また，表 2.3.② -2 に示すように 2 次元位置の RMS 誤差からも，ルート 1 と同

様に目標精度 0.1m を達成可能であることが確認できた．  

 

 

  

 

図 2 .3 .② -13 .  評価ルート 2 :  方位角誤差  

 

図 2 .3 .② -14 .  評価ルート 2 :  位置推定誤差  

 

表 2 .3 .② -2 .  評価ルート 2 :  位置・方位角推定誤差  

車両縦方向  

RMSE [m]  

車両横方向  

RMSE [m]  

2 次元位置  

RMSE [m]  

方位角 RMSE 

[deg]  

0 .08  0 .09  0 .08  0 .12  
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・東京臨海部における方位角推定の有効性検証  

東京臨海部における自動走行試験を実施する中で，高精度 GNSS/INS を使用

していたとしても方位角の誤差が増大し，推定位置誤差が拡大してしまうケー

スが確認された．図 2.3.② -15 の右に示した高架下の約 1km の区間が，実際に

GNSS/INS の位置および方位角の誤差が増大した場所となる．高架下のような状

況では， GPS 信号の受信が困難となる場合があり，衛星からの情報が得られな

いために車両の方位角誤差が増大したものと考えられる． 図 2.3.② -15 左に

GNSS/INS 位置，方位角推定を行わなかった場合のマップマッチングによる推定

位置，そして方位角推定を含めたマップマッチングの推定位置 の軌跡をプロッ

トしている． また，車両はこの区間において直進レーンの右側車線を走行し，

区間の最後で右折レーンに進入し停止した．GNSS/INS 位置は実際の車両の軌跡

を大きく外れた車道外の場所を指しており， 20m 以上の誤差が現れている．そ

れに対して，デッドレコニングおよびマップマッチングによるデッドレコニン

グのオフセット推定によって，推定誤差の抑制が確認できる．加えて，方位角

推定を行った場合には実際の車両の軌跡と一致するのに対し，方位角推定を行

わない場合には一番左の直線・左折レーンを車両位置として推定しており，数

車線分の車両横方向の誤差が発生していることがわかる．これらのことから，

高精度 GNSS/INS を使用している場合においても，方位角推定の有効性が確認

できた．  

 

図 2 .3 .② -15 .  高架下における方位角推定の有効性  
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 今年度においては車載グレード GNSS/INS についての検討はシミュレーショ

ンによって行ったため，車載グレードセンサを搭載した実車での走行データに

よる精度検証も次年度以降の課題である．また，c-①や c-③での検討結果を統

合し，マップマッチング併用によるみちびきの有効性評価についても今後の課

題として挙げられる．  
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③  白線の状態が自動運転システムに与える影響の調査  

(1)  車載センサによる白線状態の把握手法の検討  

 まず白線状態の各項目「白線の剥離率」「白線の反射率」「白線と舗装の反

射率コントラスト」 [1 ]について，車載センサによる自動推定値（車載カメラ

で撮影した画像で，セマンティックセグメンテーションによる白線認識を行

うことで推定される白線剥離率）とリファレンス機器による手動計測値（白

線を真上からデジタル一眼レフカメラで撮影した画像に，二値化などの画像

処理を行うことで得られる白線剥離率）が同じ傾向であることを確認する必

要がある．そこで金沢大学構内にて自動推定値と手動計測値の両方のデータ

を取得し，両者の比較を行った．  

 

・剥離率  

 昨年度，リファレンス機器として白線を真上からデジタル一眼レフカメラ

で撮影する装置を作製した．図 2 .3 .③ -1 に作製した手動計測器の外観を，表

2 .3 .③ -1 に使用したデジタルカメラおよび周辺機器の詳細を示す．  

 

図 2 .3 .③ -1 剥離率のリファレンス機器として作製した装置の外観  
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表 2 .3 .③ -1 カメラおよびカメラ周辺機器の詳細  

機器  メーカー  型番  

カメラ本体  C a n o n  E O S  R P  

レンズ  C a n o n  R F  3 5 m m  F 1 . 8  M A C R O  I S  

S T M  

ストロボ  C a n o n  M R - 1 4 E X  Ⅱ  

カメラアーム  M a n f r o t t o  2 4 4  V a r i a b l e  F r i c t i o n  

M a g i c  A r m  

雲台  M a n f r o t t o  M H X P R O - 3 W G  

 

 今年度は上記のデジカメ装置を用いて，金沢大学構内の計 50 箇所の白線に

おいて自動推定値と手動計測値のデータ取得を行い，両者を比較する．図

2 .3 .③ -2 に剥離率の自動推定と手動計測の様子を，図 2 .3 .③ -3 に剥離率の自動

推定値と手動計測値の関係性を示す．  

 

 

図 2 .3 .③ -2 剥離率の自動推定値（左図）と手動計測値（右図）の比較  

 

 

図 2 .3 .③ -3 剥離率の自動推定値と手動計測値の関係性  

 

上図より，自動推定値と手動計測値には同じ傾向があることが確認できる．剥

離率が中間程度（自動推定値では約 40%，手動計測値では約 60%）の辺りにお

いて自動推定値は手動計測値より低めの値となっているが，これはデジカメ装
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置が間近から白線を撮影しているのに対し，車載カメラは白線から離れた位置

から撮影していることが原因だと考えられる．また，参考文献 [2 ]も同様の結果

を報告している．  

 

・反射率およびコントラスト  

 LiDAR 点群を自車が移動するに従ってマッピングすることで，衛星写真のよ

うに天空から見下ろした形の地図画像（反射率オルソ画像）を作成することが

できる．反射率オルソ画像の各画素の明るさはその地点での反射率の強さを表

しているが，画像内のどのピクセルが白線部分なのかを自動的には特定しづら

いというのが昨年度の課題であった．そこで今年度は L iDAR 点群とセマンテ

ィックセグメンテーション画像をフュージョンすることで，画像内のどのピク

セルが白線部分なのかを自動で検出することを可能にし，「白線の反射率」お

よび「白線と舗装の反射率コントラスト」の自動推定値を計算できるようにし

た．金沢大学構内においてそのようにして算出した自動推定値と，路面標示の

反射輝度値を測定する機器として普及している [3 ]ミロラックス 7 を用いて

計測した手動計測値を比較することで，両者の関係性を確認する．図 2 .3 .③ -4

に反射率の自動推定と手動計測の様子を示す．図 2 .3 .③ -4 の右側に示すような

ミロラックス 7 を用いた白線反射率の手動計測値の算出にあたっては，機器的

な制約から，白線とその周辺のアスファルトのみの反射率が用いられている．

これと条件をそろえる目的で， 図 2 .3 .③ -4 の左側に示すような L iDAR 点群と

セ マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン を 用 い た 白 線 反 射 率 の 自 動 推 定 値 の 算 出

においても，白線とその周辺のアスファルトのみの反射率を用いることとした．

そのため図 2 .3 .③ -4 の左側に示すように，反射率オルソ画像から白線部分（赤）

と白線周辺の舗装部分（アスファルト：青）のみを抽出して評価に用いた．た

だしここで用いる白線部分には，横断歩道も含まれている．この理由は，セマ

ンティックセグメンテーションでは横断歩道も白線として扱われてしまい，こ

れらの分離が難しいからである．そのためここでの白線反射率の数値評価にあ

たっては，横断歩道と白線の両方を用いることとした．また舗装部分は上記で

白線とみなした領域の周辺のみを画像処理により抽出した．   
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図 2 .3 .③ -4 白線反射率および反射率コントラストの  

自動推定値（左図）と手動計測値（右図）の取得の様子  

 

 車載 L iDAR で計測できる反射率と，ミロラックス 7 で計測できる反射輝度

値は単位が異なるため，先のカメラによる剥離率のように両者の値同士を直

接的に比較することができない．そこで金沢大学構内の白線がかすれたエリ

アと綺麗なエリアの 2 つのエリアで自動推定値と手動計測値のデータ取得

を行い，白線がかすれたエリアに対して綺麗なエリアの反射率は何倍になる

かというエリア間の変化率を比較することで，両者の関係性を確認すること

とした．図 2 .3 .③ -5 に白線反射率の自動推定値と手動計測値の関係性を，図 2 .3 .

③ -6 に反射率コントラストの自動推定値と手動計測値の関係性を示す．図 2 .3 .

③ -5 と図 2 .3 .③ -6 より，白線がかすれたエリアに対する綺麗なエリアの変化

率が  

・  白線反射率については自動推定値および手動計測値ともに約 1 .7 倍  

・  反射率コントラストについては自動推定値および手動計測値ともに約

1.5 倍  

となっているので，自動推定値と手動計測値には同じ傾向があることが確認

できる．  
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図 2 .3 .③ -5 白線反射率の自動推定値と手動計測値の関係性  

 

 

図 2 .3 .③ -6 反射率コントラストの自動推定値と手動計測値の関係性  

 

(2)  白線状態が白線認識およびマップマッチングに及ぼす影響度の評価  

 車 載 セ ン サ を 用 い る こ と で 白 線 状 態 を リ フ ァ レ ン ス 機 器 と 同 じ 傾 向 で 自 動

推定できることが確認できたので，次は白線状態が自動運転システムの内の特

に 白 線 認 識 お よ び マ ッ プ マ ッ チ ン グ に ど の よ う な 影 響 を 及 ぼ す の か に つ い て

調査を行った．白線認識に及ぼす影響を評価する理由は，白線認識が自動運転

システムの中で白線を最も直接的に取り扱う部分だからである．またマップマ

ッチングに及ぼす影響を評価する理由は，白線状態がマップマッチングに用い

る反射率オルソ画像の鮮明度に関わるからである．  

 また，白線状態が自動運転システムに与える影響を調査するにあたり，白線
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状態以外の条件を可能な限り一致させるために，同一地域における白線補修工

事の実施前後でのデータを比較することが望ましい．そこで自治体からの協力

を頂き，石川県かほく市（全長約  6 km の走行コース）および富山県富山市（全

長約  35 km の走行コース）の公道における白線補修工事の予定を事前に情報

提供頂いた．これらの事前情報を基に，当該地域の白線補修工事の実施前と後

でそれぞれ複数回データ取得を行なっ た．このように白線補修工事の前後でデ

ータ取得を行い比較することで，自動運転システムに及ぼす環境要因を可能な

限り白線状態のみに限定することができた．  

 

・白線認識に及ぼす影響度の評価  

 白線を認識する技術として，研究テーマ  a .「信号機認識技術の開発及び認識

が困難な条件の検討」にも用いられているセマンティックセグメンテーション

を利用する．車載カメラ画像から自動推定した剥離率を因果関係の原因側，セ

マ ン テ ィ ッ ク セ グ メ ン テ ー シ ョ ン 画 像 の 白 線 部 分 の 認 識 率 を 因 果 関 係 の 結 果

側として，影響度の評価を統計的に行った．車載カメ ラ画像は 20  m おきに撮

影したものを使用し，剥離率および認識率ともに人手によりアノテーションさ

れた正解画像，つまり白線の元の姿を表す画像を 100% として算出した．図 2 .3 .

③ -7 に剥離率が認識率に及ぼす影響度の評価方法の流れを示す．  

 

 

図 2 .3 .③ -7 剥離率が認識率に及ぼす影響度の評価方法  
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影響度の評価を統計的に行うために，各剥離率における認識率の頻度を集計し

た．ただし認識率の頻度の様子をヒストグラム図ではなく，ヒストグラム中の

認識率の高い方から順に累積した累積頻度図として表している．このようにヒ

ストグラム図から累積頻度図へ変換することで，頻度の“推移”が読み取りや

すくなり，各剥離率同士での比較が容易となる．ただし，ヒストグラム図では

横軸の左側ほど認識率が低く，右側ほど高いことを示しているのに対し，累積

頻度図では横軸が反転しており，横軸の左側ほど認識率が高く，右側ほど低い

ことを示していることに 注意されたい．図 2 .3 .③ -8 にヒストグラム図から累積

頻度図への変換の詳細を示す．  

 

 

図 2 .3 .③ -8 ヒストグラム図から累積頻度図への変換  

 

 本累積頻度図は，グラフが左上に凸なほど「認識率の高い頻度が多い」こと

を，右下に凸なほど「認識率の低い頻度が多い」ことを表す．  剥離率を 20% 

区切りで 5 つにグループ分けし，各剥離率グループでの認識率の累積頻度図を

比較したものを図 2 .3 .③ -9 に示す．図 2 .3 .③ -9 より，剥離率が低いほど（つま

り白線が綺麗なほど）認識率が高い頻度が多くなり，一方で剥離率が高いほ ど

（つまり白線がかすれているほど）認識率が低い頻度が多くなる傾向にあると

わかる．  
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図 2 .3 .③ -9 各剥離率グループにおける認識率の累積頻度図  

  

・マップマッチングに及ぼす影響度の評価  

 事前に作成してある地図用オルソ画像と，走行中のリアルタイムデータから

作成される反射率オルソ画像をマッチングすることで，自車の現在位置の特定

（自己位置推定）をセンチメートルオーダーで行なっている場合もある．白線

の状態が劣化していて白線反射率や反射率コントラストが低下していると，走

行中にリアルタイムで作成する反射率オルソ画像の鮮明度も低下するため，地

図用オルソ画像とのマッチングが曖昧になってしまう恐れがある．そこで車載

LiDAR から自動推定した反射率コントラストを因果関係の原因側，マッチング

相関分布のピーク位置の誤差およびピークの鋭さ（標準偏差）を因果関係の結

果側として，影響度の評価を統計的に行った．相関分布のピーク位置の誤差は

高精度 GNSS の後処理補正位置を真値として計算しており，相関分布の標準偏

差はピーク位置周りで計算している．実際の自動運転システムでは，このマッ

プマッチングの結果に加えて高精度 GNSS からの情報等も織り交ぜて時系列的

に処理したものを最終的な自己位置推定結果としているが， GNSS 等の白線状

態とは関係のない影響要因を可能な限り省くために，本調査では単一フレーム

でのマップマッチングについてのみに着目した．図 2 .3 .③ -10 に反射率コント

ラストがマップマッチングに及ぼす影響度の評価方法の流れを示す．  
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図 2 .3 .③ -10 反射率コントラストがマップマッチングに及ぼす  

影響度の評価方法  

 

 富 山 県 富 山 市 の 公 道 で の 走 行 デ ー タ を 用 い て ， 白 線 補 修 工 事 が 行 わ れ る 前

（白線がかすれている状態）と行われた後（白線が綺麗な状態）でマップマッ

チングの結果を比較することで，白線の状態がマップマッチングへ及ぼす影響

度の評価を行った．ただしマッチングの品質には，走行中のリアルタイムデー

タから作成される反射率オルソ画像（観測画像）の鮮明度だけでなく，地図用

オルソ画像（地図画像）の鮮明度も影響するため，全部で以下の 4 つの組み合

わせが考えられる．  

 

①  地図中の白線は綺麗だが，走行時は白線がかすれている  

 →  地図データ取得後に現実の白線が経年劣化してしまったケースに

相当  

 

②  地図中の白線も綺麗で，走行時も白線が綺麗  

 →  地図データおよび現実の白線ともに良くメンテナンスされている

ケースに相当  

 

③  地図中の白線もかすれていて，走行時も白線がかすれている  

 →  地図データは更新されているが現実の白線はメンテナンスされて

いないケースに相当  
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④  地図中の白線はかすれているが，走行時は白線が綺麗  

 →  白線補修工事が行われたが地図データはまだ更新されていないケ

ースに相当  

 

 各ケースにおける，観測画像の反射率コントラストに対するマッチング相関

分布のピーク位置の誤差を図 2 .3 .③ -11 に示す．プロット点が縦軸の 0 付近か

ら上下に離れるほどマップマッチングの誤差が大きいことを表し，青いほど頻

度が少なく，赤いほど頻度が多いことを示している．図 2 .3 .③ -11 より，①と④

のケース，つまり地図画像と観測画像で白線の状態が大きく異なるケースでは，

マ ッ プ マ ッ チ ン グ の 車 両 横 方 向 の 誤 差 が 大 き く な る 場 所 が 点 在 し て い る こ と

がわかる．これは自動運転を行うにあたり理想的ではないものの，時系列処理

（誤差の大きい場面では観測情報よりも過去の情報を信じるような処理）を行

うことでカバーできる可能性があり，自動運転として全く成立しないレベルと

までは言えないので，図 2 .3 .③ -11 中では△と表記した．一方で②と③のケー

ス，つまり地図画像と観測画像で白線の状態が近いケースでは，白線状態の良

し悪しに関わらず，概ねすべての状況でマップマッチングの車両横方向の誤差

は小さいことがわかる．誤差が大きい場所もみられるもののその頻度は非常に

少なく，自動運転への影響はかなり限定的と考えられるため図 2 .3 .③ -11 中で

は〇と表記した．  
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図 2 .3 .③ -11 観測画像の反射率コントラストに対する  

マッチング相関分布のピーク位置の誤差  

 

 た だ し ② の ケ ー ス と ③ の ケ ー ス に お け る 同 一 箇 所 で の マ ッ チ ン グ 相 関 分 布

を比較してみると，両ケースともピーク位置自体は正しいが，②のケースより

も③のケースの方が相関ピークの鋭さが低いことが確認された．このことを 図

2 .3 .③ -12 に示す．図 2 .3 .③ -12 は，観測画像（赤色）を相関ピーク位置に従っ

て地図画像（緑色）上に重ね合わせ，そのときの相関分布をグレースケール（黒

いほど相関値が低く，白いほど相関値が高い ）で示したものである．また，こ

のときの地図画像は真値を中心として切り出しているので，相関ピーク位置が

画像中央であればピーク位置は正しいということになる．図 2 .3 .③ -12 より，

左側の②のケースは相関分布のピークがより鋭く，③のケースは相関分布のピ

ークがなだらかであることがわかる．これは，②のケースよりも③のケースの

方がマッチングの確信度が低いということを意味している．そこで以降，「マ

ッチングの確信度」を「相関分布のピーク位置周りの車両横方向の標準偏差の

小ささ」で評価する．  
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図 2 .3 .③ -12 同一箇所でのマッチング相関分布の比較  

 

 ここで②と③のケースにおける，観測画像の反射率コントラストに対するマ

ッチング相関分布の標準偏差を図 2 .3 .③ -13 に示す．縦軸の標準偏差の値が低

いほど相関分布のピークが鋭い，つまり確信度が高いことを表す．また図 2 .3 .

③ -11 と同様に，プロット点の色は青いほど頻度が少なく，赤いほど頻度が多

いことを示している．図 2 .3 .③ -13 より，②のケースでは，反射率コントラスト

が大きくなるにつれて標準偏差が小さくなる，つまり相関分布のピークが鋭く

なり，確信度は高くなる傾向があることがわかる．一方で③のケースでは，同

じ反射率コントラスト（横軸の値が 1 .0  〜  2 . 0 の辺り）でも標準偏差が小さい

ときもあれば大きいときもある，つまり相関分布のピークが鋭かったり鋭くな

かったりと，不安定であることがわかる．また③のケースでは，反射率コント

ラストが高くなっても（横軸の値が 2 .0 以上の範囲でも）標準偏差は②と比較

して大きいままであり，全体的に相関分布のピ ークは鋭くなく，確信度が低い

傾向にあることがわかる．  
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図 2 .3 .③ -13 観測画像の反射率コントラストに対する  

マッチング相関分布の標準偏差  

 

 ここで影響度の評価を統計的に行うために，各反射率コントラストにおける

マッチング相関分布の標準偏差の頻度を集計した．ただし 図 2 .3 .③ -9 と同様に，

ヒ ス ト グ ラ ム 図 で は な く 累 積 頻 度 図 で 各 反 射 率 コ ン ト ラ ス ト 同 士 で の 比 較 を

行う．本累積頻度図は，グラフが左上に凸なほど「標準偏差が小さい（ピーク

が鋭い）頻度が多い」ことを，右下に凸なほど「標準偏差が大きい（ピークが

鋭くない）頻度が多い」ことを表す．反射率コントラスト を 1 .5 区切りで L v.1

から L v.5 までの 5 つにグループ分けし，各反射率コントラストグループでの

標準偏差の累積頻度図を比較したグラフを図 2 .3 .③ -14 に示す．図 2 .3 .③ -14 よ

り，反射率コントラストが高いほど標準偏差が小さい（ ピークが鋭い＝確信度

が高い）頻度が多くなり，一方で反射率コントラストが低い ほど標準偏差が大

きい（ピークが鋭くない＝確信度が低い）頻度が多くなる傾向にあるとわかる． 
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図 2 .3 .③ -14 各反射率コントラストグループにおけるマッチング  

相関分布の標準偏差の累積頻度図  

 

 各反射率コントラストグループにおける観測画像と，その画像における相関

分布の標準偏差の具体例を 図 2 .3 .③ -15 に示す．一般にマップマッチングでは，

白線の反射率データだけでなく，周辺環 境（建物のエッジなど，道路管理者の

管理が及ばないところ）などの反射率データも同時に用いられる．しかし反射

率コントラストが低いグループの観測画像（ L v.1）では道路の白線が確認しに

くく，相関分布の標準偏差も大きい．このような環境では，マッチングにおい

て道路の白線よりも周辺環境が重要視されていると考えられる．一方で，反射

率コントラストが高いグループ（ Lv.4 や Lv.5）では，白線が観測画像上でも視

認しやすく，また相関分布の標準偏差も小さくなっていることが確認できる．

こちらでは，マッチングにおいて道路の白線が重要 な役割を担っていると考え

られる．  
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図 2 .3 .③ -15 各反射率コントラストグループにおける  

観測画像とマッチング相関分布の標準偏差  

 

 ところで，マッチング相関分布の相関値は，白線部分のみに由来する成分と，

その他の領域（周辺領域）が由来の成分とに分けることができる．反射率コン

ト ラ ス ト の 大 き さ マ ッ チ ン グ で 白 線 と 周 辺 領 域 の ど ち ら が 重 要 視 さ れ て い る

のかを調べるために，マッチング相関分布のピーク値（最大相関値）のうち白

線部分のみに由来する成分の比率（以下，白線の相関値比）を集計した．各ケ

ース①～④において，白 線の相関値比の累積頻度図を比較したものを 図 2 .3 .③

-16 に示す．図 2 .3 .③ -16 の中央図が全体での比較，左図は中央図のうち 横軸の

値（白線の相関値）が負の領域を拡大したグラフ，右図は 地図画像と観測画像

で白線の状態が近い場合の結果を 中央図から 抽出して比較したグラフである．

これらの図に共通して，横軸の値（白線の相関値）が負の領域は，マッチング

が行われた際に白線部分の相関値が負であったこと，すなわちマッチングにお

いて白線領域が悪影響を及ぼしていたことを表している．  

 図 2 .3 .③ -16 の左図をみると，①と④のケースでは横軸が負の領域からグラ

フが立ち上がっていることから，マッチングにおいて白線領域が悪影響を及ぼ

している場所があったことが確認される．①は地図データ取得後に現実の白線

が経年劣化してしまったケース，④は白線補修工事が行われたが地図データ

はまだ更新されていないケースであり，どちらも地図上の白線の状態が実際

と乖離した場合に相当す る．一方で，②や③のケースのように地図画像と観測

画像で白線の状態が近い場合は，横軸が負の領域ではグラフが立ち上がってお

らず，マップマッチングで白線が悪影響を及ぼした場所はみられない．以上の
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ことから，白線がマップマッチングに悪影響を及ぼさないようにするためには

少なくとも，地図データの更新を継続的に行うことで地図データ上の白線の状

態を実際の状態と近いものに保つことが望ましいと考えられる．  

 また，②と③のケース，つまり地図画像と観測画像で白線の状態が近い場合

について，白線状態の良し悪しがマップマッチングにおける 白線の相関値比に

どの程度影響するかを比較する．そのために，図 2 .3 .③ -15 に示したグラフの

うち，②と③の結果に着目する．③のグラフは白線の相関値比が小さい正の値

のところ（ 0 .25 以下）で立ち上がっている．つまり，③のように地図データの

更新はされているものの現実の白線はメンテナンスされていないケースでは，

マ ッ チ ン グ に お い て 白 線 は 悪 影 響 を 及 ぼ し て は い な い も の の あ ま り 効 果 的 で

はなく，むしろ周辺環境（道路管理者の管理が及ばないところ）の影響度が相

対的に高い，ということがわかる．これは，「白線の相関値比が低い場所で 周辺

環境が突然変化すると，マップマッチングの精度や，ひいては自動運転の安全

性が担保できなくなる危険性」につながると考えられる．一方で，②のグラフ

は白線の相関値比が比較的高いところ（ 0 .25 以上）で立ち上がっている．つま

り，②のように地図データおよび現実の白線ともに良くメンテナンスされてい

るケースでは，マッチングにおいて白線が効果的に使われており，周辺環境の

影響度が相対的に低くなっている．したがって，周辺環境の変化がマッチング

に及ぼす影響を抑制するためには，白線のメンテナンスをできるだけ継続的に

行う必要があると考えられる．  
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図 2 .3 .③ -16 各ケースのマッチングにおける白線相関値比とその累積頻度  

左：横軸の値（白線の相関値）が負の領域のグラフの拡大図  

中央：全体図  

右：地図画像と観測画像で白線の状態が近い場合の比較  
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2.4.  d.「交通参加者の行動予測推定とそれに基づくパスプランニング技術の開

発」  

①  人工知能 (AI)に基づく歩行者の行動予測  

歩 行 者 や 車 な ど の 移 動 体 が 未 来 の 時 刻 に ど の よ う な 経 路 で 移 動 す る か を 推

定する技術である経路予測において，移動体が経路を決定する要因は，対象物

体 周 囲 の 環 境 な ど の 外 的 要 因 と 予 測 対 象 自 身 が 保 有 し て い る 内 的 要 因 に 分 け

ることができる．外的要因は，例えば歩行者と車がガードレールなどで隔てら

れていない場所を走行する場合，側道に車が停車していると歩行者は走行路に

はみ出して歩く，というような状況である．一方，内的要因は，性別や年齢な

どの属性情報であり，例えば子供は周辺に注意を向けることなく，急に道路に

飛び出す，というような状況である．このような状況において，パスプランニ

ングを実現するためには，移動体の行動を予測することが重要となる．そこで，

歩行者の属性を内的要因として推定し，走行の周辺環境を外的要因として理解

することで，属性情報を考慮した将来の軌跡を予測する手法を確立する．  

2020 年度は，歩行者の属性および周辺環境を考慮し，歩行者の経路予測を行

う．その際，入力画像として自動車視点の場合と俯瞰視点の場合のいずれが適

切であるか比較検討する．また，歩行者の経路予測結果をもとに，道路への飛

び出しまでの時間を評価し，インフラとしてどのよう な対策が必要となるか検

討する．   

 

・自動車視点からの経路予測  

自動車視点での経路予測は，研究開発が急速に進む自動運転において，運転

手の判断を支援する Advanced  D r ive r  A ss i s t ance  Sys tem の 1 つとして注目され

ている．自動車視点における経路予測では，周囲に映る歩行者や自動車の未来

の経路を予測することが重要となる．特に，歩行者の未来の経路を予測する場

合，周囲の環境や歩行者同士の相互関係，その歩行者自身の判断など，歩行者

の潜在的な状態を予測しなければならない．しかし，シーン内の歩行者や自動

車など複数の移動物体を予測するためには，対象毎に予測する必要があり，計

算コストが課題となる．そこで，シーン内の移動物体の情報をまとめて埋め込

んだコンテキスト画像を入力することで，複数の移動物体の未来の経路を同時

に予測する [1 ]．  

 

  コンテキスト画像  

  複数の移動物体の経路を同時に予測するために，コンテキスト画像を用いた

経路予測手法を用いる．ここで，コンテキスト画像とは， 1 時刻前の画像と現
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在 の 画 像 間 に お け る オ プ テ ィ カ ル フ ロ ー 画 像 か ら 作 成 し た 各 移 動 物 体 の 移 動

量を１つにまとめて表現した画像である．コンテキスト画像の作成例を 図 2 .4 .

① -1 に 示 す ． コ ン テ キ ス ト 画 像 作 成 に あ た り ， オ プ テ ィ カ ル フ ロ ー 画 像 は

FlowNet2 .0[2]で求めている．そして，シーン内に映る移動物体の矩形領域のみ

残してマスク処理する．この時，オプティ カルフロー画像を H SV 色空間の 3 チ

ャンネルで表現したコンテキスト画像を入力に用いる．  

 

図 2 .4 . ① -1 コンテキスト画像の作成例  

 

経路予測モデル  

経路予測モデルの構造を 図 2 .4 .① -2 に示す．本モデルは，過去のコンテキス

ト画像を入力する E ncoder と未来の位置を予測する Pred ic to r で構成されてい

る． Encode r は，入力画像を C onvLST M の 1 層目に入力し， 3 層目まで逐次順

伝播する．すべての観測時刻のコンテキスト画像を入力した後，Pred ic to r へ遷

移する．  P red ic tor では，現時刻以降の数時刻先までのコンテキスト画像を逐

次出力する．その後，コンテキスト画像における各物体の位置から経路情報に

変換して，各移動物体の経路として予測する．  

 

図 2 .4 .① -2 自動車視点からの経路予測モデルの構造  
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データセットの内訳  

  東京臨海部で撮影した歩行者データセットを用いて自動車視点における経路

予測手法の精度を評価する．本データセットの内訳を表 2 .4 . ① -1 ,  データセッ

トの画像を図 2 .4 .① -3 に示す．シーンは全部で 10 シーンある．属性として，

歩行者や自動車の移動物体の種類だけでなく，赤信号や矢印灯などの静的物体

も含まれている．  

 

図 2 .4 .① -3 自動車視点からの経路予測モデルの評価データ例  

 

表 2 .4 .① -1 データセットの内訳  

シーン数  10  (中に複数シーンあり )  

データ数  60  (1 シーンあたり 6 つの視点あり )  

画像サイズ  1920x1080 ,  1920x1208  

属性   ト ラ ッ ク ,  歩 行 者 ,  一 般 自 動 車 ,  バ ス ,  自 転 車 ,  赤

信号 ,  矢印灯右 ,  no  t a rge t  

アノテーション情報  物体矩形の座標  (左上 ,  左下 ,  右上 ,  右下 )  

 

  評価実験  

経路予測には 8 時刻分を観測データとして入力し，その後の 8 時刻分の経路

を予測する．コンテキスト画像のサイズは 240× 135 ピクセルである．   

予測結果例を図 2 .4 .① -4 に示す．図 2 .4 .① -4 より，真値と比較して予測が十分

正しくできていないことが確認できる．これは， 1 時刻間での移動量が大きす

ぎるためと考えられる．また，自車の動きも考慮しなければならないため，自

動車視点での予測は多くの課題がある．  
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図 2 .4 .① -4 自動車視点からの経路予測結果例  

 

・俯瞰視点からの経路予測  

自動車視点から経路予測は，自車や時刻間の移動量に大きく依存するため，

予測が困難である．そこで，経路予測において，成功している俯瞰視点で経路

予測を検討する [6 ,  7 ,  8 ]．従来の経路予測手法は，高い予測精度を達成できる

一方で，道路や横断歩道へ飛び出す歩行者を何秒前から予測できるか十分に分

析されていない．これは，既存のデータセット [9 ,  10 ,  11]には横断歩道や車道の

ようなセマンティックなシーンラベルや，歩行者の年齢のような属性ラベルが

ついていないためであると考えられる．また，現実シーンで撮影されたデータ

に 経 路 情 報 だ け で な く こ れ ら シ ー ン ラ ベ ル や 属 性 ラ ベ ル を 付 与 す る の は コ ス

ト が か か る ． そ こ で ， デ ー タ を 容 易 に 収 集 し ， 属 性 ラ ベ ル を 付 与 で き る よ う

CARLA シミュレータ [12]でデータセットを作成する．収集したデータを従来手

法 [13 ]に組み込むことで，車道や横断歩道の飛び出しの何秒前に予測ができる

かを分析する．  

 

  CARLA データセット  

  CARLA シミュレータ上で作成したデータの内訳を表 2 .4 .① -2 に示す．収集し

たシーン例と付与したシーン例を 図 2 .4 .① -5 に示す．ここで，シーン例の青線

は移動対象が実際に辿った経路例を示す．それぞれ異なる 15 シーンで撮影し，

自動車，自転車及び，歩行者の経路データを作成した．歩行者には，大人，子

供及び高齢者の 3 種類の異なる属性が含まれている．データには道を歩く人，

直交する人及び，急な方向転換をする人など様々な状態の歩行者のデータを作

成した．また， CAR LA では歩道や車道のようなシーンラベルを自動で付与で

きるが， Minoura らの条件に合わせるために人手によるアノテーションを行っ

た．シーンラベルは以下の 6 種類とした．   

  また，全シーンにおける各対象が位置するラベルマップの占有 率を図 2 .4 .① -
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6 に示す．これより，歩行者は歩道を主に歩き，他は車道を渡っていることが

確認できる．  

 

表 2 .4 . ① -2 CARLA データセットの内訳  

シーン数  15  

1 シーンあたりのフレーム数  1 ,800  

画像サイズ  720x576  

属性   歩行者 (大人 ,子供 ,高齢者 ) ,自動車 ,自転車  

対象数  大 人 (600) , 子 供 (110 ) , 高 齢 者 (111 ) , 自 動 車

(111 ) ,自転車 (41 )  

 

 

図 2 .4 . ① -5 シーンラベル付与したシーン例  

 

 

図 2 .4 .① -6 収集した各対象が位置するラベルマップの占有率  
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  経路予測モデル  

  経路予測モデルには Minoura ら [13 ]が提案した属性と環境情報を考慮した経

路予測手法を用いる．経路予測モデルの概要を 図 2 .4 .① -7 に示す．本モデルの

入力として，移動対象の属性，移動対象周囲の環境，過去の移動対象の位置座

標の 3 つの情報を用いる．移動対象の属性は，大人，子供及び，高齢者といっ

た情報であり， one -ho t  vec to r で表現する．環境情報では，シーンラベルを CNN

へ入力し，環境に関する特徴ベクトルを抽出する．過去の移動対象の位置情報

は，各時刻における移動対象の座標である．これらの情報を LSTM に入力し，

ネットワークの出力とし て次の時刻の位置情報を得る．予測時には，ネットワ

ークの出力を次の時刻の入力として逐次的に入力することで，過去の情報を考

慮した予測を実現する．これにより，移動対象の移動速度の違いや移動する領

域の違いを考慮した経路予測を実現できる．  

 

図 2 .4 .① -7 属性と環境情報を考慮した経路予測モデルの概要．文献 [13]より改

変．  

 

 

図 2 .4 .① -8 評価実験における歩行者の飛び出しの具体例  
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  評価実験  

  大人，子供及び，高齢者が歩道から何秒前に車道，または横断歩道に飛び出

す経路を予測できるかを検証する．評価実験の具体例を 図 2 .4 .① -8 に示す．図

2 .4 .① -8 より，観測時刻で歩道にいる歩行者が横断歩道に飛び出す何秒前に経

路を予測できるかを分析する．同時に飛び出すまでの距離についても分析する．  

経路予測モデルには 8 時刻分の観測値を入力し，その後の 12 時刻分の経路

を予測して出力する．画像サイズは 720× 576 ピクセルである．評価は，15 シー

ンの内 1 シーンを評価用，それ以外を学習用データセットとして交差検証を行

う．  

 

実験結果  

歩行者が進行方向の車道に向かう シーンにおいて，歩行者が横断歩道または，

車道に入るまでの秒数とその移動対象数を表したグラフを 図 2 .4 .① -9 に示す．

このシーンでは，移動対象が横断歩道または，車道に入る経路を 0 .4 秒前から

2 .8 秒前に予測している．具体的な予測結果を図 2 .4 .① -10 に示す．図 2 .4 .① -10

の ( a ) ,  ( b )は，左図のヒストグラムに属する大人の予測結果例を示す． 図 2 .4 .①

-10  ( a )より，移動速度が速いかつ車道までの距離が 1m と近い場合，0 .4 秒前と

ほぼ直前で予測できる．また，図 2 .4 .① -10  (b )のように車道まで 8 .5m と遠い距

離の場合でも車道に飛び出す 3 .2 秒前から予測できている．  

 

 

図 2 .4 .① -9 横断歩道または，車道に入った対象数と入るまでの秒数を表したグ

ラフ  
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図 2 .4 .① -10 進行方向の車道に向かうシーンでの予測結果例  

 

歩 行者が進行方向を変えて車道に向かう シーンでの予測結果を 図 2 .4 .① -11

に示す．図 2 .4 .① -11 の ( a )および (b )はどちらも大人の例である．歩行者が車道

に 沿 っ て 歩 く シ ー ン で は ， 歩 行 者 が 進 行 方 向 を 変 え て 車 道 に 飛 び 出 す 経 路 を

2 .4 秒から 3 .2 秒前から予測できている．図 2 .4 .① -11 の (b )のように，緩やかに

進行方向を変えている場合は， 4 .8 秒前から予測ができているケースもある．

これらのシーンにおいて，実際には歩行者は車道に飛び出してはいないが，そ

の危険性を予測することができている．  

  

 

図 2 .4 .① -11 進行方向を変えて車道に向かうシーンでの予測結果例  

 

  交差点で進行方向を変えて道路に向かうシーンでの予測結果を図 2 .4 .① -12 に

示す．図 2 .4 .① -12  (a )および (d )は，子供が走っているような移動速度が速い移

動対象の結果である．子供の場合，道路から離れていると飛び出す経路を飛び

出す 2 .0 秒前に予測できている．一方で，道路に近い場合は 0 .4 秒前という直

前にならないと予測できていない ．図 2 .4 .① -12  の (b )および (e )は，子供より移

動速度の遅い大人に対する結果である．また，図 2 .4 .① -12  (b )および (e )は同じ

移動対象の予測結果である．図 2 .4 .① -12  (b)より，道路から離れている場合は，

道路に飛び出す 3 .6 秒前に飛び出す経路を予測し，道路に近い場合でも 2 .0 秒

前に予測できている．図 2 .4 .① -12  ( c )および ( f )は，移動速度の遅い高齢者に対
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する結果である．高齢者の場合， 道路に近い場合でも飛び出す 2 .8 秒に飛び出

すような経路を予測できている．これより，交差点に近い場合，子供の飛び出

す経路の予測は直前でないと予測できないものの，交差点からある程度離れて

いる場合は 2 .0 秒以上前から飛び出す経路の予測が可能である．  

 

図 2 .4 .① -12  交差点で進行方向を変えて道路に向かうシーンでの予測結果例  

   

  横断歩道を渡るシーンでの予測結果を図 2 .4 .① -13 に示す．図 2 .4 .① -13  ( a )お

よび図 2 .4 .① -13  (d )に子供のような移動速度が速い場合の経路を示す．図 2 .4 .

① -13  (a )より，横断歩道に近い場合は， 道路に飛び出す 0 .4 秒前でないと飛び

出す経路を予測できていない．また， 図 2 .4 .① -13  (d )のように急な方向転換を

する場合，経路を予測することが困難である．次に， 図 2 .4 .① -13  (b)のような

大人の場合，図 2 .4 .① -13  ( a )と同じ場所から横断歩道に進入するが，子供と比

べて歩く速度が遅いため，道路に飛び出す 2 .4 秒前から経路を予測できている．

図 2 .4 .① -13  ( e )のように移動対象の移動量が小さい場合も道路に飛び出す前に

余裕を持って経路予測できている．図 2 .4 .① -13  (c )および図 2 .4 .① -13  ( f )に示

すように，移動速度がさらに遅い高齢者の場合は，横断歩道を渡る経路を 3 .6

秒から 4 .8 秒前から予測できている．これより，横断歩道を渡るシーンにおい

て，大人や高齢者の場合は 2 .4 秒前から経路の予測が可能であるが，子供の場

合は 0 .4 秒前と直前でないと予測が困難である．  
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図 2 .4 .① -13  横断歩道を渡るシーンでの予測結果例  

 

次に，観測時間を変えた場合の予測結果例を図 2 .4 .① -14 に示す．各図の下の

キャプションは道路に飛び出すまでの時間を示している．また，赤枠の画像は

道路に飛び出した経路を予測できた時刻であり，その時の道路までの距離もキ

ャプションに示している．図 2 .4 .① -14  (a )は子供の予測結果である．これより，

道路から 9m 以上離れている経路を観測できる場合，飛び出す経路を予測でき

る．これは， 3 .6 秒前に相当する．図 2 .4 .① -14  (b )は，大人の予測結果である．

これより， 5m 以上離れている経路を観測できる場合，飛び出す経路を予測で

きている．これは，4 .2 秒前に相当する．図 2 .4 .① -14  (c )は T 字路で高齢者の経

路を予測した結果である．これより，道路から 3m 以上離れている経路を観測

できる場合，飛び出す経路を予測できる．これは，  4 .8 秒前に相当する．  

 

図 2 .4 . ① -14 観測時間の違いによる予測結果例  
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 シーンラベルの有効性の確認  

AI ベースの経路予測について，シーンラベルの有効性を確認するために，シ

ーンラベルの有無および，従来のモーションベースによる経路予測を比較する．

ここで，モーションベースは等速直線運動とし，経路予測を行う．これらの予

測結果を図 2 .4 .① -15 に示す．図 2 .4 .① -15 の上図は，歩行者がラウンドアバウ

ト周辺を歩くシーンである．このシーンにおいて，モーションベース（等速直

線運動による予測）では，前方のガードレールを超えて道路に飛び出している．

一方で，シーンラベルを考慮した A I ベース経路予測では，道路へ飛び出さず，

歩道に沿って移動する経路を予測できている．  

図 2 .4 .① -15 の中央は，建物に向かって移動するシーンである．モーション

ベースおよび，シーンラベルを考慮しない場合，建物に衝突するような経路と

なっている．一方で，シーンラベルを考慮した場合は，建物や塀への衝突を避

けるような経路を予測できている．これより，シーンラベルを考慮することで，

周囲の障害物との衝突を避ける経路予測が可能となる．  

 

 

図 2 .4 .① -15 モーションベースと A I ベースによる予測結果例  
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・まとめ    

 自動車視点と俯瞰視点からの経路予測を評価した．その結果，俯瞰視点から

の経路予測が飛び出しを予測するのに適していることがわかった．俯瞰視点か

らの経路予測において，属性および周辺環境を導入した手法をもとに，属性に

よる飛び出しまでの時間および道路までの距離を分析した．その 結果から，大

人や高齢者の場合は，3m から 5m 程度と比較的道路に近くても飛び出す経路を

早期に予測できる．一方で，子供の場合は 9m 以上と十分に離れている必要が

ある．  

 一方，地図情報（シーンラベル）の有効性について確認した．経路予測にお

いて，障害物の回避などにとって，地図情報が重要であることがわかった．ま

た，AI ベース（本検討手法）とモーションベース（等速直線運動）の経路予測

手法についても比較した．その結果，A I ベースの手法は，道路への飛び出しな

どの誤った経路の予測を抑制できており，有効であることがわかった．  

 経路予測について，シーンラベルのさらなる有効な活用方法や A I ベースの

手法に最先端な手法をベースとするなどの改良により，子供の経路を早期に予

測できるか検討が必要である．  
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②  時系列追跡による車両の行動予測とパスプランニング  

市街地には，車，バイク，自動車，歩行者などの多種多様の移動物体が多数

存在する．このような移動物体に衝突せず安全に走行を行うためには，移動物

体の将来の行動を予測し，それを考慮した自車の走行軌道（将来自車が取るべ

き経路と速度）を計画する必要がある．ただし，特に多数の移動車両が存在す

る都市部においては，これを実現するためには様々な問題を対処する必要があ

る．例えば都市部では自車周辺に多数の移動車両が存在するため，これらの移

動車両同士で一時的に隠ぺい されて死角（オクルージョン）が頻繁に生じる．

したがってこのような環境の中で，どのように移動物体の運転状態やその形状

を精度よく求めるかが課題である．また，自動運転自動車の走行計画では，現

在 地 点 か ら 目 標 地 点 に 向 け て ど の よ う に 走 行 す べ き か を 計 画 す る の は 非 常 に

重要な技術である．自動運転自動車のより安全な走行を計画していくためには

自動運転自動車の周辺移動物体を検出・識別し，数秒後の周辺移動物体の走行

を予測することが必要である . 

今 年 度 は 昨 年 度 ま で に 開 発 し て い た 認 識 ア ル ゴ リ ズ ム か ら 移 動 物 体 の 状 態

推定アルゴリズムの性能改善を図り自動運転自動車での運用を行った．この他，

金沢市及び東京臨海部での実証実験から総合的な性能評価を実施した．  

 

 

・移動物体の運転状態と形状の同時推定  

オクルージョンが頻繁に存在する環境下では ,各時刻にセンサから得られる

物体の形状が不安定となり ,時刻間の物体の対応付け（ Data  Assoc ia t ion）が困

難 と な り そ も そ も 移 動 物 体 の 航 跡 自 体 を 求 め る こ と が 難 し く な る 問 題 が 生 じ

る ． こ の 問 題 に 対 し て は ,物 体 の 形 状 も 含 め て 剛 体 と し て 追 跡 す る Extended  

Objec t  Track ing (EOT) [1 ]技術を導入し ,追跡のロバスト化を目指す．  

  従来，移動物体の追跡手法として，追跡物体を質点と仮定して追跡する手法

（以降質点追跡と述べる）が一般的によく用いられてきた．この場合，物体の

追跡によって運動状態の推定を行うことはできるが，形状の時系列的な推定は

別問題として取り扱われるため，移動物体の形状推定に対するロバス ト性に課

題があった．一方，今回導入する EOT では，追跡物体を直接剛体として取り扱

い状態推定を行う．このため，LiDAR 等から得られる密なセンサ情報の活用が

可能となり，追跡物体の外形 に対応する複数の観測値を用いて時系列的に運動

状態と形状情報を推定することが可能となる．このため，質点追跡に比べて移

動物体の追跡における信頼性の向上が期待できる．なお，本事業では移動物体

の状態推定に， In te rac t ing  Mul t ip l e  Mode l  ( IMM)法 [2 ]を用いた．  
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今年度は，東京臨海部を走行する自動運転自動車に開発アルゴリズムを導入

した性能評価を実施した．実証実験で計測したセンサデータを用いて，EOT と

質点追跡をそれぞれ行い，ロバスト性とリアルタイム性の評価を実施した．   

 まず，形状変化に対するロバスト性の評価を行う．評価は，図 2 .4 .② -1 に示

すような，自車の対向車を追跡する場面で行う．この追跡物体は，オクルージ

ョンによって形状が変化している．初めは，オクルージョンによって点群が得

られない領域が存在することで，対象が 2 つの物体として追跡されているが，

その後はオクルージョンがなくなり 1 つの物体として追跡される．この過程で，

図 2 .4 .② -2 のように観測サイズ（形状）が変化する．ここでは，普通乗用車に

比べて細長いトレーラを追跡対象としているため，形状変化がかなり大きい． 

 

図 2 .4 .② -1  評価に用いる追跡物体  

 

 

図 2 . 4 .② -2  評価に用いる追跡物体の観測サイズ  
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図 2 .4 .② -3 に実際に追跡を行った結果を示す．図 2 .4 .② -3 (a )は方位の推定値

である．ここでは，自車と対向車はほぼ平行に運動しているため，自車方位を

目安として用いている．質点追跡では，約 30 フレーム目まで自車方位とかけ離

れた推定値が得られた．一方， EOT では，方位の推定値が自車方位と大きく異

なるということはなかった．図 2 .4 .② -3 (b)， (c )はそれぞれ長さ，幅の推定値で

ある．まず，長さに注目する．図 2 .4 .② -2 からも分かるように，今回考える対

象は最初，長さが約 16[m]まで拡大し続けている．しかし，質点追跡による長

さの推定値を見ると，10[m]を超えたところで拡大がストップし，その後は急に

小さくなっている．一方， EOT では，長さが約 16[m]に達するまで拡大し続け

ている．次に，幅に注目する．質点追跡では，幅の推定値が 20 フレームを超え

たところで約 6[m]となった．一般的なトレーラの最大幅は 2 .5[m]程度であるこ

とから明らかに大きな値である．一方， EOT においても，最初の 40 フレーム

は想定される車両幅を超えている ．これは，トレーラが旋回中で車体が「く」

の字になっているものを矩形枠で近似して形状推定しているためである（図 2 .4 .

② -3 (d )）．なお，40〜 60 フレームで EOT 及び質点追跡ともに推定幅が小さくな

っているのは，追跡物体が自車の真横にいるため側面のみが観測される状態の

ためである（図 2 .4 .② -3 (e )）．以上より，EOT の方が現実に即した推定が行えて

いると言える．また，追跡継続性という観点で見ると，質点追跡では，追跡が

途中で 2 回中断されて推定値が不連続な変化をしているが，EOT における追跡

中断は 1 度もなかった．よって，追跡継続性に関しても EOT の方が優れている

と言える．  
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(a )  追跡物体の方位  

 

(b )  追跡物体の矩形枠の長さ  

        

  (c )  追跡物体の矩形枠の幅     ( d )「く」の字の車両    ( e )側面のみ観測  

図 2 .4 .② -3  追跡結果  

 

 次に，リアルタイム性の評価を行う．約 1 時間 30 分の東京臨海部の走行デ

ータについて処理時間を計測した．ここで，使用した L iDAR のフレームレート

は 10[Hz]であるため， 1 フレームあたりの処理時間が 100[ms]以内に収まって

いればリアルタイムであると言える． EO T と質点追跡の処理時間を図 2 .4 .② -4

に示す．これを見ると，両者の差は小さいことが分かる．実際，平均処理時間
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は EOT が 33 .4 [ms]，質点追跡が 28 .3 [ms]であり大差はない．一般的に EOT の

方が処理時間は長くなるが，その差が小さく抑えられていることから，今回導

入した EOT の有用性が確認できる．また，EOT の最大処理時間が 73 .1 [ms]であ

り，100[ms]以内に収まっていることから，全フレームでリアルタイムな処理を

実現できたと言える．  

 

 

図 2 .4 .② -4  EOT と質点追跡の処理時間  

 

このように，形状変化に対するロバスト性とリアルタイム性を両立した，実

環境での走行にも適用可能な EOT を実現することができた．  

 

 

・ 公 道走 行に よる 総合 評 価  

本事業での実証実験を継続的に実施するに当たり， 周辺物体の追跡，予測，

パスプランニングの各種アルゴリズムを改善し，自動運転状態での平均走行持

続可能距離として 5 .0[km]を達成することを目標値として設定している．今年

度 は 新 型 コ ロ ナ ウ イ ル ス の 感 染 拡 大 に 伴 う 出 張 制 限 な ど の 影 響 に よ り 東 京 臨

海 部 で の 実 験 中 断 の 対 応 を 取 る 時 期 が 発 生 し て い た こ と か ら 石 川 県 金 沢 市 内

を中心に総合評価を実施した．  

石川県金沢市内で性能評価に用いたルートを図 2 .4 .② -5 に示す．本ルートで

は，金沢大学から市内の幹線道路を通りながら金沢駅を経由して金沢港へ向か

う片道 18 [km]のルートである．幹線道路のトンネル及び分合流や金沢駅周辺の

片道 3 車線の道路など郊外・市街地の走行環境を含む評価ルートである．本実

験では 2020 年 6 月より 2 週間に 1 回の程度のペースで評価ルートの往復走行

す る 性 能 評 価 を 実 施 し て ア ル ゴ リ ズ ム の 課 題 抽 出 及 び 平 均 走 行 持 続 可 能 距 離

の評価を行った．  
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図 2 .4 .② -5  石川県金沢市内における評価用ルート（片道 18km）  

 

平均走行持続可能距離を計算するにあたって，自動運転モードの状態を以下

の 3 つに分ける．  

・制御 ON 

・制御 OFF 

・マニュアルオ ーバ ーライドによる 制御 OFF 

制御 ON は自動走行を行なっている状態を表す．制御 OFF は目的地に到着し

た 際 や 実 験 終 了 時 な ど 正 常 に 自 動 運 転 モ ー ド を 解 除 し た こ と を 表 す 状 態 で あ

る．マニュアルオーバーライドによる制御 OFF は，自動運転システムが意図し

な い 挙 動 を 示 し た 場 合 な ど に ド ラ イ バ が 介 入 す る こ と に よ っ て 自 動 運 転 モ ー

ド が 解 除 さ れ た 状 態 を 表 す ． 自 動 運 転 自 動 車 の 自 動 走 行 に 対 す る 評 価 指 標 は

様々なものがあるが，その中の「自動走行距離」，「平均走行持続可能距離」に

注目する .  

・  自動走行距離 ： 走行 ルートを自動運 転で 走行した距離  

・  オ ー バ ー ラ イ ド 数 ： ド ラ イ バ に よ る マ ニ ュ ア ル オ ー バ ー ラ イ ド に よ

り制御 OFFとな る回 数  

・  平均走行持続可 能距 離：ドライバに よる オーバーライド 1回 あたりに

おける自動運転 での 平均走行距離で ある ．  

 

評価結果を表 2 .4 .② -1 に示す．評価が進むにつれて平均持続可能距離が改善

し， 2020 年 9 月末の時点では約 5 .8[km]と本年度の目標値が達成されているこ

とが確認できる．継続した評価をすすめるにつれて認識・予測・パスプランニ

ングの各機能の技術的課題が改善されオーバーライド数の削減が達成された．

©OpenStreetMap Contributors
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前述の EOT による移動物体の追跡アルゴリズムの実車導入などの昨年度まで

に検討・開発していた機能を徐々に導入していくこ とで総合的な性能が改善さ

れている．  

 

表 2 .4 .② -1 石川県金沢市の自動運転評価における平均走行持続可能距離  

評価時期  自動走行距離 [km]  オーバーライド数  平均走行持続可能距離

[km]  

2020 /06  32 .452  12  2 .704  

2020 /07  97 .446  42  2 .320  

2020 /08  72 .825  13  5 .602  

2020 /09  41 .018  7  5 .860  

 

 

・ 東 京臨 海部 実証 実験 に おい て確 認さ れた 環 境不 調に よる 課題  

 前述の性能評価に加えて東京臨海部においても実証実験を継続的に実施し

ているが，アルゴリズムが主要因となるオーバーライドだけでなく道路周辺

の構造物や他車両，交差点の状態などに応じた道路環境の条件が要因となる

不調シーンも確認されている．特徴的なシーンとしては以下のものが挙げら

れる．  

・右折時の死角による対向車未検知によるオーバーライド  

・信号機の右折矢印灯の点灯時間秒数による交差点進入時のオーバーライド  

・交差点接近中に信号状態が黄色に変わるときの急減速  

 これからのシーンにおける課題は認識アルゴリズムの技術的 な改善のアプ

ローチだけでなくインフラによる支援及び調整などによっても改善が期待で

きる．各課題の詳細な状況に関して以下に述べる．  

  

【シーン 1】右折時の死角による対向車未検知によるオーバーライド  

 自車両が安全に右折するためには，対向車を検知することが必要不可欠であ

る．もしも検知できなければ，対向車に衝突してしまう恐れがある．交差点周

辺の構造物や右折待ち車両などによって 死角が発生し，対向車の認識に遅れる

場合を確認している．例えば，東京湾岸警察署前の交差点（図 2 .4 .② -6 (a )）で

は，高架橋を支える柱や対向車によって死角となることがある．図 2 .4 .② -6 に

示すようにカメラ画像 (図 2 .4 .② -6 (b) )において，右折中待ちしている車両が存

在 し て い る 間 は 死 角 に 入 り 込 ん で い る 対 向 車 の 検 知 が 困 難 と な り 対 向 車 へ の

反応が遅れることが考えられる ．このような死角による対向車検知の課題は，
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類 似 課 題 と し て 中 央 分 類 帯 の 草 木 な ど に よ る 対 向 車 の 死 角 が 影 響 を 及 ぼ す 場

合も確認されている．  

 

 

(a )東京湾岸警察署前の交差点  

 

(b )カメラ画像  

 

図 2 .4 .② -6 右折時の死角による対向車未検知  

 

 図 2 .4 .② -7 に，このシーンにおける自車両の速度の変化，加速度の変化，ヨ

ー角の変化，自動運転の状態を示す．グラフ第 2 縦軸は自動運転状態を表し，

1 は自動運転，0 は手動運転であることを示している．最初は，速度，加速度が

大きくなり，ヨー角も変化していることから右折 しようとしていることが 読み

取れる．その後，対向車との衝突を防ぐため，オーバーライドを行い，手動で

停止させた．このような シーンでは自車からの視点だけでは対向車の状況を把

握することが困難であると考えられるため，解決するためには， V2I 及び V2V

などの通信で死角補助等のインフラによる支援や，対向車の死角の状況に応じ

て徐々に前進するなどのプランニング側の改善が 必要である．  

 

G o o g l e マ ッ プ よ り  

地 図 デ ー タ © 2 0 2 1  

G o o g l e  
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(a )速度の変化  

 

(b )加速度の変化  

 

(c )ヨー角の変化  

図 2 .4 .② -7 シーン 1 の実験車両の状態の変化  
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【シーン２】信号機の右折矢印灯の点灯時間秒数による交差点進入時のオーバ

ーライド  

自車両が右折専用車線で先頭から 2 車両目に位置するときに，右折待機状態

から信号機の右折矢印灯を確認して発進するが，矢印灯の点灯時間が短く，矢

印 灯 点 灯 中 に 交 差 点 か ら 抜 け 出 す こ と が 出 来 ず に オ ー バ ー ラ イ ド を 行 っ た 例

である．具体的な交差点位置としては図 2 .4 .② -8 に示す「有明コロシアム東」

の交差点で矢印の方向に右折をする状況でオーバーライドが発生した．図 2 .4 .

② -9 にこの交差点でオーバーライド発生時の車両の状況を示す．一般的な 交差

点では信号機の点灯サイクルが「青信号→黄信号→赤＋右矢印→黄信号→赤信

号」と変化するため右折走行を行う場合では青信号の段階から交差点に進入し

て対向車の状況に応じて右折を開始する．しかしながら，当該交差点では「赤

＋左・直進矢印→黄信号→赤信号→赤＋右矢印→黄信号→赤信号」と信号サイ

クルが変化するため，右折を開始する矢印が点灯してからはじめて交差点に進

入することになる．そのため，右矢印の点灯時間によっては交差点進入が困難

となる場合が発生する．  

 

 

図 2 .4 .② -8 有明コロシアム東の交差点  

 

G o o g l e マ ッ プ よ り  

地 図 デ ー タ © 2 0 2 1  

G o o g l e  



 

 

  

148 

 

  

 

図 2 .4 .② -9 右折矢印灯の点灯時間が短いことによるオーバーライド  

 

図 2 .4 .② -10 に，このシーンにおける自車両の速度変化，加速度の変化，ヨー角

の変化，自動運転の状態と信号の状態を示す．グラフ第 2 縦軸は自動運転状態

を表し， 1 は自動運転， 0 は手動運転であることを示している．グラフの背景

の色は信号の状態を表しており，信号の状態は ｢赤 ＋左・直進矢印→黄→赤→

赤＋右矢印→黄→赤 ｣の順番で変化している．このシーンは，赤信号状態で停

車中から始まり，時刻 18 秒付近で右折矢印灯が点灯し，車両は右折のために

発進を始める．その後，時刻 26 秒付近に黄色信号に切り替わるタイミングで

は自車両はまだ交差点の内部にいたため，交差点から抜け出すために手動運転

で加速をしており，オーバーライドが発生している．自動運転自動車では滑ら

か に 加 速 し て 発 進 す る よ う に 設 計 す る 場 合 も あ る こ と か ら 発 進 時 の 加 速 を 抑

えていることがあるが，そのような場合に交差点進入時の遅れが懸念される．

発 進 時 の 加 速 を 強 く 設 計 す る こ と で 一 般 車 同 様 に 交 差 点 進 入 が 可 能 と な る が

乗り心地とのトレードオフの問題も検討する必要がある．このようなオーバー

ラ イ ド を イ ン フ ラ 側 か ら 防 ぐ た め に は 矢 印 灯 の 点 灯 時 間 の 調 整 も 一 案 と し て

想定される．したがって，交差点の階梯パターンの検討においても自動運転車

が通過しやすいパターンの調整についても検討の余地があると考えられる ．  
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(a )速度の変化  

 

(b )加速度の変化  

 

(c )ヨー角の変化  

図 2 .4 .② -10 シーン 2 の信号の状態と実験車両の状態の変化  
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【シーン 3】：交差点接近中に信号状態が黄色に変わるときの急減速  

自動車が交差点接近中に停止線直前で信号状態が 青色 (緑色 )から黄色に変わ

る場合，ジレンマゾーンと言われる状況において急減速が発生する． 例えば，

図 2 .4 .② -11 及び図 2 .4 .② -12 は「お台場中央（北側）」の交差点接近中に発生し

たジレンマゾーンの例である．ジレンマゾーンは交差点進入直前のタイミング

で発生しうる問題のため一般的にはどの交差点でも発生する可能性がある．  

 

図 2 .4 .② -11 お台場中央（北側）の交差点  

 

  

信号状態が黄色に変わった時  停止線で停車した時  

図 2 .4 .② -12 信号状態が黄色に変わった時と停止線で停車した時の車両の状

況  

 

図 2 .4 .② -13 に，このシーンにおける自車両の速度変化，加速度の変化，自動運

転の状態と信号の状態を示す．グラフ第 2 縦軸は自動運転状態を表し， 1 は自

動運転， 0 は手動運転であることを示している．グラフの背景の色は信号の状

G o o g l e マ ッ プ よ り  

地 図 デ ー タ © 2 0 2 1  

G o o g l e  
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態を表しており，信号の状態は ｢青色→黄色→赤色 ｣の順番で変化している．こ

のシーンは，青信号状態で交差点接近中の状態から始まり，黄色信号に切り替

わるタイミングでは急減速が発生し，停車している． 図 2 .4 .② -13 の結果では

オーバーライドせず自動運転走行を継続しながら交差点で停止しているが，中

に は 停 止 線 直 前 で 停 止 で き な い と 判 断 し て オ ー バ ー ラ イ ド す る 場 合 も 確 認 さ

れている．このような急減速を回避するためには， 2 .1 で検証しているような

V2I 通信等による残秒数（先読み情報）の配信によるインフラからの支援 が一

案であると考えられる．  

 

  

(a )速度の変化  

 

(b )加速度の変化  

図 2 .4 .② -13 シーン 3 の信号の状態と実験車両の状態の変化  
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・ ま とめ  

市街地自動運転走行におけるパスプランニングの性能を改善するため ，今年

度 は 移 動 物 の 認 識 及 び 自 車 の 走 行 軌 道 の 生 成 方 法 の 改 善 を 図 り 密 な 交 通 環 境

においてスムーズな走行を可能とした．移動物の認識の課題では，昨年度まで

に開発していた Extended Object Tracking を用いた移動物体の運動状態と形

状 の 同 時 推 定 ア ル ゴ リ ズ ム を 実 セ ン サ で リ ア ル タ イ ム 化 で き る よ う に 改 善 し

て実証実験に導入した．  

開発したアルゴリズムの性能を評価するため，今年度は石川県金沢市の市内

の道路を対象として自動運転走行の平均走行持続可能距離を評価し，パスプラ

ン ニ ン グ ア ル ゴ リ ズ ム な ど の 改 善 を 進 め な が ら 今 年 度 の 目 標 値 で あ る 平 均 持

続走行距離 5km を達成した．この他，東京臨海部での実証実験の評価結果に基

づいてオーバーライドの発生要因を分析し，オーバーライドに影響のある道路

環境の要因の分析を実施した．評価結果より密な交通環境下では状況に応じて

死角の補助や信号残秒数（先読み）情報の提供などによる V2I 通信で円滑な走

行が期待される．また物理的なインフラの導入だけでなく，交差点の信号パタ

ー ン を 調 整 し て 矢 印 灯 の 点 灯 時 間 を 長 く す る な ど の 対 応 に よ っ て も 円 滑 な 交

差点走行が期待される．このような市街地走行における不調要因の分析はシ ミ

ュレーションの活用によっても効率的にすすめることが可能である．したがっ

て，今後はシミュレーションと連携した評価・分析が課題となる．  
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2.5.  e.「複数自律型自動車が走行する状態での問題点の検討」  

①  ロボティクス技術を活用したデッドロック回避  

自動運転システムにおいて，自動車の振る舞いを決定する パスプランニン

グ技術には，大きく分けて自動運転自動車が目的地に到達可能なルートを計

画する技術，交通ルール等に基づいて大まかな車両の振る舞いを決定する技

術，そして細かい障害物への回避や先行車両の追従 などの細かい挙動を計画

する技術に大別可能であると考えられる．本研究課題 では，こうした自動運

転の基本的な意思決定をシミュレーションソフト上 で再現するための環境を

構築し，複数の自動運転車が走行する環境下でデッドロックが発生しやすい

状況を明らかにする．そしてこのような デッドロック発生シーンに対する回

避策を意思決定技術および軌道計画技術の高度化に関する観点から検討し，

これらのデッドロックを回避可能であるか否かの検討を進める．  

昨年度で は ， 複 数 台 の 自 動 運 転 車 を 走 行 さ せ る こ と の で き る シ ミ ュ レ ー

シ ョ ン ソ フ ト を 構 築 し ， そ の シ ミ ュ レ ー シ ョ ン ソ フ ト 上 で デ ッ ド ロ ッ ク の

発 生 す る シ ー ン を 5 つ 確 認 し た ． 自動運転自動車同士が交通ルールに対して

厳密に走行するため，周囲の一般車や構造物の状況によってデッドロックが

発生する場合を確認している．今年度は デ ッ ド ロ ッ ク シ ー ン に つ い て 回 避 策

を 検 討 す る ． ま た ， ロ ボ テ ィ ク ス 技 術 を 活 用 し た デ ッ ド ロ ッ ク 回 避 ア ル ゴ

リ ズ ム を 構 築 し ， シ ミ ュ レ ー タ ー お よ び 実 車 試 験 に て 有 効 性 を 評 価 す る ．

ま ず 昨 年 度 報 告 し た 5 つ の デ ッ ド ロ ッ ク シ ー ン を 以 下 に 示 す ．  

 

【シーン 1】交差点付近に路駐車両が停車しているシーン  

・ 1 台目：交差点にて信号待ちをしていたところに， 2 台目の自動運転車両が

交差点で右折してきた．  

・ 2 台目：交差点にて右折したところ，路駐車両が停車していたので，回避す

るために少し右側に膨ら みながら走行しようとした．  
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図 2 .5 .① -1 交差点付近に路駐車両が停車しているシーン  

 

 

【シーン 2】片側一車線の道路に路駐車両が停車しているシーン  

この道路はカーブの区間となっているため， 2 台目の左側にはガードレールが

設置されており， 2 台目の車両は道路左側の空間を利用して 1 台目の車両を避

けることは出来ない状況である．  

・ 1 台目：自車線に路駐車両が停車していたので，回避するために少し右側に

膨らみながら走行しようとした．  

・2 台目：反対車線に停車している路駐車両を通り越そうとするタイミングで，

1 台目の自動運転車両が路駐車両を追い越してきた．  

 

図 2 .5 .① -2 片側一車線で見通しの悪い道路に路駐車両が停車しているシーン  

 

【シーン 3】片側一車線の道路に路駐車両が 2 台停車しているシーン  

・ 1 台目：自車線に路駐車両が停車していたので，回避するために少し右側に

膨らみながら走行しようとした．  

・ 2 台目： 1 台目と同様に，自車線に路駐車両が停車していたので，回避する

ために少し右側に膨らみながら走行しようとした．  
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図 2 .5 .① -3 片側一車線の道路に路駐車両が 2 台停車しているシーン  

 

 

【シーン 4】複数台の自動運転車両が走行する幹線道路に合流するシーン  

・幹線道路を走行している複数台の自動運転車両は，ある一定の間隔および速

度を維持し続けるので，新たに合流するのが難しい間隔および速度の組み合わ

せだと，いつまでも合流できず合流地点の先端で停止してしまう．  

 

 

図 2 .5 .① -4 幹線道路に合流するシーン  

 

 

【シーン 5】商業施設等の駐車場の出入り口でのシーン  

駐車場の出入口の左右には壁があるため， 2 台目の車両は道路左側の空間を利

用して 1 台目の車両を避けることはできない状況である．  

・ 1 台目：駐車場へ進入しようとした．  

・ 2 台目：同時に駐車場から退出しようとした．  

 

 

図 2 .5 .① -5 商業施設等の駐車場の出入り口でのシーン  
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・デッドロックシーンのタイプ分け  

 上記の 5 つのデッドロックシーンは，デッドロック発生後に車両 1 台分が通

り抜けられるスペースがまだ残っている場合と，通り抜けられるスペースがも

う残っていない場合の 2 タイプに大別される．前者のタイプはデッドロック発

生後に「 事 後 的 に 対 処 」で き る が ，後 者 の タ イ プ は デ ッ ド ロ ッ ク 発 生 前 に「 事

前 に 予 防 」 し な け れ ば な ら な い ． 後 者 の 事 前 予 防 タ イ プ に 対 応 す る た め に

は ，片 方 の 車 両 が も う 片 方 の 車 両 の 通 過 を 待 っ て あ げ る な ど ，“ 複 数 台 の 間

で の 譲 り 合 い ” が 必 要 と な る の で ， マ ル チ エ ー ジ ェ ン ト 強 化 学 習 等 を 行 え

る 人 工 知 能 (AI)技 術 を 活 用 し て 対 応 す る の が 適 切 だ と 考 え ら れ る ．従 っ て ，

主 に 前 者 の 事 後 対 処 タ イ プ に 対 し て ロ ボ テ ィ ク ス 技 術 を 活 用 し て デ ッ ド ロ

ッ ク 回 避 の 検 討 を 行 っ た ． 上記の 5 つのデッドロックシーンは，具 体 的 に は

以下のように分けられる．  

 

＜ 事 後 対 処 タ イ プ ＞  →  ロ ボ テ ィ ク ス 技 術 を 活 用  

 ・ シ ー ン 1 … 1 台 目 は 左 折 ・ 直 進 レ ー ン も 含 め る と 自 車 左 側 に 回 避 ス ペ

ー ス が 残 っ て い る ．  

 ・ シ ー ン 3 … 1 台 目 は 歩 道 も 含 め る と 自 車 左 側 に 回 避 ス ペ ー ス が 残 っ て

い る ．  

＜ 事 前 予 防 タ イ プ ＞  →  人 工 知 能 (AI)技 術 を 活 用  

・ シ ー ン 2 … 2 台 目 が 通 り 過 ぎ る ま で 1 台 目 は 追 い 越 し せ ず に 待 っ て あ

げ る 必 要 が あ る ．  

・ シ ー ン 4 … 合 流 車 線 側 の 車 両 が 入 れ る よ う に 本 線 側 の 車 両 が 車 間 を

あ け て あ げ る 必 要 が あ る ．  

・ シ ー ン 5 … 2 台 目 が 出 庫 す る ま で 1 台 目 は 入 庫 せ ず に 待 っ て あ げ る 必

要 が あ る ．  
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図 2 .5 .① -6 デッドロックシーンのタイプ分け  

 

 

・事後対処タイプの回避策  

 前者の事後対処タイプのデッドロックシーンが起きてしまう主な原因は，自

動 運 転 シ ス テ ム が “ 交 通 ル ー ル を 順 守 し ， な る べ く 車 線 を 逸 脱 せ ず に 走 行

す る ” こ と を 前 提 に 構 築 さ れ て い る か ら で あ る ． 例 え ば シ ー ン 1 で は ， 交

通 ル ー ル 上 本 来 な ら ば 路 上 駐 車 し て は な ら な い 交 差 点 付 近 に 一 般 車 両 が 路

上 駐 車 し て い る の が 根 本 的 な 発 端 で あ り ， そ の よ う な 状 況 に 対 し て 1 台 目

の 自 動 運 転 車 両 が 交 通 ル ー ル を 順 守 す る た め に 通 常 通 り 右 折 レ ー ン か ら 逸

脱 せ ず に 交 差 点 を 右 折 し よ う と 試 み る の が 原 因 で あ る ． 人 間 の 運 転 手 で あ

れ ば こ の 場 合 ， 自 車 左 側 に あ る 左 折 ・ 直 進 レ ー ン に 他 車 両 が い な い こ と を

確 認 し て か ら ， 臨 時 的 に 右 折 レ ー ン を 逸 脱 し て 左 折 ・ 直 進 レ ー ン に 侵 食 し

な が ら（ 左 に 膨 ら み な が ら ）デ ッ ド ロ ッ ク を 回 避 す る だ ろ う ．同 様 に シ ー ン

3 で は ，自 車 左 側 の 歩 道 に 歩 行 者 や 自 転 車 が い な い こ と を 確 認 し た 上 で ，臨

時 的 に 少 し 歩 道 に 侵 食 す る こ と で デ ッ ド ロ ッ ク を 回 避 す る だ ろ う ．  

 そ こ で 本 研 究 テ ー マ で は ， こ の よ う な 事 後 対 処 タ イ プ の デ ッ ド ロ ッ ク 発

生 時 に は “ 臨 時 的 に 交 通 ル ー ル を 順 守 せ ず ， あ え て 車 線 を 逸 脱 し て 回 避 す

る ” と い う 柔 軟 性 を 自 動 運 転 シ ス テ ム に 追 加 す る こ と で ， デ ッ ド ロ ッ ク 回
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避 を 行 う ．な お ，本 来 こ の よ う に や む を 得 な い と は 言 え ，臨 時 的 に 交 通 ル ー

ル を 順 守 せ ず ， デ ッ ド ロ ッ ク 回 避 を 試 み る こ と が 法 律 上 許 容 さ れ る の か に

つ い て は 議 論 が 必 要 で は あ る が ， あ え て こ こ で は デ ッ ド ロ ッ ク の ア ル ゴ リ

ズ ム 上 の 回 避 策 の 可 能 性 に つ い て 検 討 を 実 施 し た ．  

本 自 動 運 転 シ ス テ ム で は ，目的地に到達可能な走 行 ル ー ト を 探 索 す る「 経

路計画技術」， 交通ルール等に基づいて大まかな振る舞いを決定する 「意思決

定技術」，そして障害物への回避などの細かい挙動を計画する「軌道計画技術」

という三層の階層構造型のパスプランナを採用している．この二層目の「意思

決定技術」の直後にロボティクス技術を活用したデッドロック回避アルゴリズ

ム（大まかな回避行動の提案）を追加することで，交通ルールを順守しながら

計画した経路をベースにしながらも，臨機応変にスペースを見つけてデッドロ

ックを回避することが可能となる．また，回避行動の経路探索には，A*ベース

のアルゴリズム [1]を応用している．図 2 .5 .① -8 にシーン 1 におけるアルゴリ

ズムの適用前と適用後の目的地への走行ルートの違いを示す．アルゴリズムを

適応することで新たな経路探索を行い，デッドロックを回避する走行ルートが

生成されていることが確認できる．  

 

図 2 . 5 .① -7 三層階層構造型パスプランナ  

 

 

図 2 .5 .① -8 A*ベースの経路探索アルゴリズム  
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・デッドロック回避アルゴリズムの有効性の評価  

 事後対処タイプのデッドロックシーン（シーン 1，シーン 3）において，上記

の枠組みによる回避策が有効かどうか，シミュレーターおよび非公道における

実車試験にて評価を行う．評価する観点は，デッドロックシーンを回避可能か

どうかという点と，回避経路の計画にかかる処理時間のリアルタイム性の 2 点

とする．シミュレーターは Intel Core i7-8700K 3.70GHz CPU 上で行い，実 車

試 験 は 金 沢 大 学 構 内 の 駐 車 場 に て 行 っ た ． ま た ， 路 駐 車 両 は 段 ボ ー ル で 再

現 し ， 2 台 目 の 自 動 運 転 車 両 は 静 止 し て い る も の と す る ．  

 

【シーン 1】交差点付近に路駐車両が停車しているシーン  

 まずシミュレーターにて検証した結果を図 2 .5 .① -9 に示す．左から，デッド

ロックの発生，回避行動の提案，回避行動の遂行を表している．  

 

 

図 2 .5 .① -9 シーン 1 をシミュレーターにて検証  

 

図 2 .5 .① -9 より，臨 時 的 に 右 折 レ ー ン を 逸 脱 し て 左 折・直 進 レ ー ン に 侵 食 し

な が ら デ ッ ド ロ ッ ク を 回 避 で き て い る こ と が わ か る ． ま た ， こ の と き の 回

避 経 路 計画にかかる処理時間は  63 [ms] で あ っ た ． こ の シ ミ ュ レ ー シ ョ ン

結 果 を 受 け て ， 次 は 実 車 試 験 を 行 っ た ． 実 車 試 験 にて検証した結果を図 2 .5 .

① -10 に示す．  
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図 2 . 5 .① -10 シーン 1 を実車試験にて検証  

 

図 2 .5 .① -10 より，実車試験においてもシミュレーターでの結果と同様に， 臨

時 的 に 右 折 レ ー ン を 逸 脱 し て 左 折 ・ 直 進 レ ー ン に 侵 食 し な が ら デ ッ ド ロ ッ

ク を 回 避 で き て い る こ と が わ か る ． 検 証 に よ り 得 ら れ た 1 台 目 の 自 動 運 転

車 両 の 速 度 変 化 ，加 速 度 の 変 化 ，ヨ ー 角 の 変 化 と 自 動 運 転 の 状 態 を 図 2 . 5 .①

- 11 に 示 す ． グ ラ フ 第 2 縦 軸 は 自 動 運 転 状 態 を 表 し ， 1 の 間 は 自 動 運 転 ， 0

の 間 は 手 動 運 転 で あ る こ と を 示 し て い る ． 実 験 開 始 後 15[s]～ 25[s]の 間 で

1 台 目 の 自 動 運 転 車 両 が 直 進 し ，2 台 目 の 自 動 運 転 車 両 と 向 か い 合 わ せ に な

る と ，車 両 速 度 が 0[m/s]の 状 態 が 続 き ，デ ッ ド ロ ッ ク が 発 生 す る ．そ し て ，

30[s]経 過 の 時 点 で デ ッ ド ロ ッ ク 回 避 ア ル ゴ リ ズ ム を 適 用 す る こ と で 30[s]

～ 40[s]の 間 に 臨 時 的 に 左 折 ・ 直 進 レ ー ン に 侵 食 し て 左 側 に 膨 ら み な が ら 2

台 目 の 自 動 運 転 車 両 を 回 避 し ，そ の 後 右 折 を 行 っ て い る こ と が 確 認 で き る ．

図 2 .5 .① -12 にデッドロック発生後から回避経路を作成し，回避行動を遂行し

ている様子を示す．  
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(a)速 度 の 変 化  

 

(b)加 速 度 の 変 化  

 

(c)ヨ ー 角 の 変 化  

図 2 .5 .① -11 シーン 1 の実験車両の状態の変化  
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図 2 .5 .① -12 シーン 1 の実験車両のデッドロック回避の様子  

 

【シーン 3】片側一車線の道路に路駐車両が 2 台停車しているシーン  

 まずシミュレーターにて検証した結果を図 2 .5 .① -13 に示す．左から，デッ

ドロックの発生，回避行動の提案，回避行動の遂行を表している．  

 

 

図 2 .5 .① -13 シーン 3 をシミュレーターにて検証  

 

図 2 .5 .① -13 より，臨 時 的 に 少 し 歩 道 に 侵 食 す る こ と で デ ッ ド ロ ッ ク を 回 避

で き て い る こ と が わ か る ．ま た ，こ の と き の 回 避 経 路 計画にかかる処理時間

は  19 [ms] で あ っ た ．こ の シ ミ ュ レ ー シ ョ ン 結 果 を 受 け て ，次 は 実 車 試 験

を 行 っ た ． 実 車 試 験 にて検証した結果を図 2 . 5 .① -14 に示す．  

 

 

図 2 . 5 .① -14 シーン 3 を実車試験にて検証  
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図 2 .5 .① -14 より，実車試験においてもシミュレーターでの結果と同様に， 臨

時 的 に 少 し 歩 道 に 侵 食 す る こ と で デ ッ ド ロ ッ ク を 回 避 で き て い る こ と が わ

か る ． 検 証 に よ り 得 ら れ た 1 台 目 の 自 動 運 転 車 両 の 速 度 変 化 ， 加 速 度 の 変

化 ，ヨ ー 角 の 変 化 と 自 動 運 転 の 状 態 を 図 2 . 5 .① - 1 5 に 示 す ．グ ラ フ 第 2 縦 軸

は 自 動 運 転 状 態 を 表 し ， 1 の 間 は 自 動 運 転 ， 0 の 間 は 手 動 運 転 で あ る こ と を

示 し て い る ． 実 験 開 始 後 15[s]～ 25[s]の 間 で 1 台 目 の 車 両 が 右 側 に 膨 ら み

な が ら 1 台 目 側 の 路 駐 車 両 を 回 避 す る が ， そ の 後 2 台 目 の 自 動 運 転 車 両 と

向 か い 合 わ せ に な る と 車 両 速 度 が 0[m/s]の 状 態 が 続 き ， デ ッ ド ロ ッ ク が 発

生 す る ．30[s]経 過 の 時 点 で デ ッ ド ロ ッ ク 回 避 の ア ル ゴ リ ズ ム を 適 用 す る と ，

30[s]～ 70[s]で 歩 道 側 に 侵 食 す る こ と で デ ッ ド ロ ッ ク を 回 避 し ， 元 の 車 線

に 復 帰 し て い る ． 図 2 .5 .① -16 にデッドロック発生後から回避経路を作成し，

回避行動を遂行している様子を示す．  
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(a)速 度 の 変 化  

 

(b)加 速 度 の 変 化  

 

(c)ヨ ー 角 の 変 化  

図 2 .5 .① -15 シーン 3 の実験車両の状態の変化  
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図 2 .5 .① -16 シーン 3 の実験車両のデッドロック回避の様子  

 

 シ ミ ュ レ ー タ ー お よ び 実 車 試 験 の 両 方 に て ， 本 ア ル ゴ リ ズ ム に よ る 事 後

対 処 タ イ プ の デ ッ ド ロ ッ ク の 回 避 が 可 能 で あ る こ と が 確 認 で き た ． ま た シ

ー ン 1 と シ ー ン 3 と も に ， 回 避 経 路 の 計 画 に か か っ た 処 理 時 間 は 自 動 運 転

シ ス テ ム に 搭 載 し た Ｌ ｉ Ｄ Ａ Ｒ の 計 測 周 期 で あ る 100 [ms] を 下 回 っ て い

る の で ，リ ア ル タ イ ム 処 理 で き て い る ．こ れ ら の こ と か ら ，事 後 対 処 タ イ プ

の デ ッ ド ロ ッ ク シ ー ン に 対 し て ， 本 ア ル ゴ リ ズ ム は 有 効 性 が あ る と 考 え ら

れ る ．  

 

・ ま と め  

 デ ッ ド ロ ッ ク シ ー ン を デ ッ ド ロ ッ ク 発 生 後 に「 事 後 的 に 対 処 」で き る か ，

も し く は 発 生 前 に「 事 前 に 予 防 」し な け れ ば い け な い か ，と い う 観 点 で タ イ

プ 分 け を し ， 前 者 の 事 後 対 処 タ イ プ に つ い て ロ ボ テ ィ ク ス 技 術 を 活 用 し た

デ ッ ド ロ ッ ク 回 避 ア ル ゴ リ ズ ム を 構 築 し た ． 本 ア ル ゴ リ ズ ム は ， デ ッ ド ロ

ッ ク 発 生 時 に は 臨 時 的 に “ あ え て 車 線 を 逸 脱 し て 回 避 す る ” と い う ア イ デ

ア に 基 づ い て お り ， シ ミ ュ レ ー タ ー お よ び 実 車 試 験 に て 有 効 性 が あ る こ と

を 確 認 し た ． こ の よ う な ア イ デ ア に よ る 回 避 行 動 は ， 人 間 の 運 転 手 が 日 常

的 に 行 っ て い る 回 避 行 動 と 近 い ． 従 っ て 自 動 運 転 車 両 に つ い て も 人 間 の 運

転 手 と 同 様 に ， 通 常 は 交 通 ル ー ル を 順 守 し な が ら 走 行 し つ つ も ， デ ッ ド ロ

ッ ク の よ う な 例 外 的 な シ ー ン に お い て は 臨 時 的 に 交 通 ル ー ル を 順 守 し な い

と い っ た ， 柔 軟 性 を 持 た せ る べ き か 議 論 す る 必 要 が あ る ． こ の よ う な 例 外

的 に 交 通 ル ー ル が 変 化 さ せ る 必 要 の あ る 状 況 と し て 緊 急 車 両 の 接 近 時 が 挙

げ ら れ る ． 緊 急 車 両 接 近 時 で は 周 辺 車 両 が 道 を 譲 る た め に ス ペ ー ス を 空 け

る な ど の 柔 軟 な 対 応 が 求 め ら れ る 状 況 が 発 生 す る が ， 通 常 時 の 交 通 ル ー ル

に 厳 密 に 従 う 自 動 運 転 自 動 車 で は 状 況 の 把 握 及 び 柔 軟 な 譲 り 合 い 行 動 が 困

難 で あ る ． こ の よ う な 状 況 に 対 し て ど の よ う に 周 辺 状 況 を 認 識 し て 対 処 す
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る べ き か を 検 討 す る こ と は 重 要 な 課 題 で あ る ．  
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②  人工知能 (AI)を活用したデッドロック回避  

自動運転車のパスプランニング技術では，観測した情報をもとにルールまた

は数式に基づく軌道を計画している．これらのパスプランニングには限界があ

り，突発的なルールなどに落とし込めず，デッドロックが生じるシーンが実世

界には存在する． 2020 年度は， 2019 年度に抽出したデッドロックが生じる複

数のシーンのシミュレーション環境を構築し，深層強化学習によりデッドロッ

ク回避の行動を獲得できるか，検証を行う．  

 

・デッドロック回避が必要なシーン  

2019 年度の東京臨海部における実証実験を通じて，デッドロックが生じるシ

ーンをいくつか抽出した．本検討では，   

1)信号待 ち時に対 向車線 に駐車車 両がおり，右折 車が来た 時に相手 の走行 領

域を空けるようなシーン  

2)片側一車線で見通しの悪い道路に路駐車両が停車しているシーン  

3)走行車線に駐車車両がおり，対向車を避けて走行するシーン  

4)幹線道路に合流するシーン  

5)商業施設等の駐車場の出入り口でのシーン  

を対象とする．  

 

・深層強化学習  

強化学習は，エージェントが試行錯誤を通じて価値を最大化するような方策

を見つける問題である．また，教師あり学習とは異なり，事前に正解が与えら

れるのではなく，自身の行動の良し悪しをもとに最適な行動を見つけ出す手法

である．強化学習は教師信号の作成が困難なロボット制御 [1 ]やゲーム攻略 [2 ]

など様々なタスクに応用されている．近年では，コンピュータ囲碁プログラム

である AlphaGo[3 ]  に強化学習が用いられ，プロの棋士に勝利している．また，

強化学習に深層学習を組み合わせた深層強化学習が主流となっており，強化学

習の代表的な手法である Q 学習と畳み込みニューラルネットワークを組み合

わせた Deep  Q-Ne twork (DQN)[ 4 ]は， A ta r i2600  のゲーム攻略において人間を上

回る性能を実現している．また， Acto r  C r i t i c  法と woker  と呼ばれる並列で経

験を 収集 する 機構 を 用い た分 散学 習を 組 み合 わせ た手 法で あ る Asynchronous  

Advan tage  Aco t rCr i t ic  (A3C) [ 5 ]  は，膨大な数の状態数を持つ連続空間の問題に

おいても有効性を示している．本検討では，A3C をベースネットワークとして

用いる [6 ]．  
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・デッドロック回避のための深層強化学習手法  

実問題へ深層強化学習を適用する際，環境に複数のエージェントが存在する

ケースが多く，エージェント同士の相互作用を考慮する必要がある．その方法

として，マルチエージェント強化学習がある．マルチエージェント強化学習は，

複数のエージェントを同時に学習する手法である．しかし，複数のエージェン

トが存在する場合，自己利益のみを優先してしまい，エージェント同士が衝突

することで，学習の停滞や局所解への陥りなど効率的な学習が困難となる．そ

のため，エージェント同士の衝突を避けて学習を行う仕組みが必要である．本

検討では，マルチエージェント強化学習に深層学習を導入する際に，ネットワ

ー ク を 単 一 と し て エ ー ジ ェ ン ト ご と に 複 数 の ブ ラ ン チ を 分 け て 同 時 学 習 す る

手法とする．   

 

図 2 .5 .② -1  デッドロック回避の行動獲得のための深層強化学習手法  

 

本検討に用いるネットワーク構造を図 2 .5 .② -1に示す．ネットワークには，

車両の俯瞰画像，速度と曲率を入力する．ここで，俯瞰画像は車両を中心と

した一定範囲の領域を切り出した画像である．ネットワーク構造 は，単一ネ

ットワークでエージェントごとに 方策と状態価値の出力層をブランチ分け

し，全てのエージェントが畳み込み層を共有するようなネットワークとす

る．各エージェントはそれぞれ対応したブランチからの出力を制御値とす

る．これにより，他エージェントの学習を自分の学習に反映し，他エージェ

ントとのインタラクションを考慮した学習が可能となる．また，デッドロッ

クが発生した場合，デッドロックを回避する行動獲得の促進を図る．  

 

・各シーンにおける技術検証  

検 証 を 行 う デ ッ ド ロ ッ ク が 発 生 す る シ ー ン を シ ミ ュ レ ー シ ョ ン 環 境 と し て

作成し，シーンごとに発生するデッドロックの回避を図る．  
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【シーン 1】信号待ち時に対向車線に駐車車両がおり，右折車が来た時に相手

の走行領域を空けるようなシーン  

 

シーン 1 のシミュレーション環境  

図 2 .5 .② -2 に示すように 2 台の自動運転自動車を配置し，走行レーンに路駐

車両がある環境である．本シミュレーション環境では，走行レーンを正しく走

行するように学習する．そのとき，走行レーンを逸脱したり，他車に衝突した

りすると失敗となる．交差点における青信号と赤信号は道路の色で表現する．

具体的には，青色の自動運転自動車は道路の色が緑色であれば走行可能，ピン

ク色の自動運転自動車は道路が赤色なら走行可能とする．道路の色が青色の場

合は，走行できない状態である．自動運転自動車の行動は，速度及び曲率の増

減，変化なしの組み合わせ合計 9  通りとし，その行動を自動運転自動車の制御

値に変換する．変換する際，最大速度を 3m/s，最低速度を -1m/s，最大曲率を

0 .25，最低曲率を -0 .25  とする．速度は，デッドロックを回避するシーンでは徐

行するとして仮定し，時速 10km から換算している．また，急激なハンドル操

作を行わないと仮定して曲率の範囲を算出している．１回のシミュレーション

（エピソード）の終了条件は自動運転自動車が道路外，障害物及び他自動運転

自動車に衝突した場合，または 1 .0  ×  10 5  ステップ経過とする．  

 

 

図 2 .5 .② -2 シーン 1 の自動運転環境  

 

衝突を回避する行動を獲得するためには，自動運転自動車の走行に対する報

酬を与える必要がある．本検討では，表 2 .5 .② -1 に示す報酬ルールをもとに学

習を行う．報酬には，良い行動をした時に正の報酬，良くない行動をした時に
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負の報酬を与える．具体的には，ゴールした場合に +10 という大きな報酬を与

える．また，正しく走行レーンを走行できるように，走行パスを指定し，中間

地点に向かうことでプラス 2 の正の報酬を与える．一方で，障害物や他自動運

転車に衝突した場合はマイナス 10 の負の報酬を与える．また，自動運転自動

車が信号無視した場合は走行ゾーン離脱としてマイナス 10 の負の報酬，他自

動運転自動車との間隔が狭い場合にもマイナス 10 の負の報酬を与える．ここ

で，これらの報酬については，文献 [6 ]で検討した最も良い組み合わせをもとに，

いくつかの報酬ルールのパターンを事前実験し，その中で最良の組み合わせを

採用している．  

 

表 2 .5 .② -1  報酬ルール  

報酬の種類  報酬値  

ゴール報酬  +10  

中間地点に近づく  +2  

衝突ペナルティ  -10  

走行ゾーン離脱ペナルティ  -10  

車間距離によるペナルティ  -3  

 

シーン 1 のシミュレーション環境における走行パスと中間地点の設計を 図 2 .5 .

② -3 に示す．  

 

 

図 2 .5 .② -3 シーン 1 での自動運転自動車ごとの走行パスと中間地点  
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学習条件  

シーン 1のシミュレーション環境 において， a g e n t 1と a g n e t 2それぞれの累積

報酬の推移と獲得した行動を確認し，検討手法を用いることでデッドロック

を回避する行動が獲得可能か 確認する．ここで， A 3 Cを学習する際の並列処理

数 ( w o r k e r  数 )を 8とし，  4 . 0×1 0 7  ステップ学習する．  

 

評価結果  

 シーン 1のシミュレーション環境における累積報酬の推移を図 2 .5 .② -4  に示

す．図 2 .5 .② -4から， agen t1と agen t2ともに累積報酬が安定せず，デッドロッ

クを回避するような学習ができていないことが分かる．シーン 1において，最

も高い累積報酬を獲得したモデルにおける行動の推移を図 2 .5 .② -5に示す．こ

こで，ピンクの自動運転自動車が agent1，青色の自動運転自動車が agen t2であ

る．図 2 .5 .② -5から， t+ 3から t+ 5までに路駐車両の前後で agent1と agen t2が停滞

していることが確認できる．デッドロックを回避する行動を獲得するに至ら

なかった原因としては，回避するパターンが一意に定まらないことが挙げら

れる．具体的には，前方から右折車が進入してきた際，信号待ちの自動運転

自動車は，左に避ける，右に避ける，後退する，前進して先に行く行動を取

ることができる．いずれの場合でも，走行ゾーンを離脱するため，報酬とし

てマイナスになる．また，車間距離が近づくため，さらにマイナスの報酬が

加算される．このようなマイナスの報酬の累積を防ぐために， ピンク色の

agen t1は， t+2の段階で走行レーンの端で停滞する行動を選択したと考えられ

る．これを回避するためには，背反する報酬ルールの見直しやシミュレーシ

ョン環境に回避可能な領域を一時的に設けるなどの改善が必要であると考え

る．  
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図 2 .5 .② -4  シーン 1 での学習ステップごとの累積報酬の推移  

 

 

図 2 .5 .② -5 .  シーン 1 における各自動運転自動車の行動  

 

 

【シーン 2】片側一車線で見通しの悪い道路に路駐車両が停車しているシーン  

シーン 2 のシミュレーション環境  

図 2 .5 .② -6 に示すように片側 1 車線のカーブ道路に 2 台の車を配置し，走行

レーンに路駐車両がある環境をシミュレーション環境として構築した．走行す
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る条件や行動の選択肢はシーン 1 と同様である．  

 

 

図 2 .5 .② -6  シーン 2 のシミュレーション環境  

 

シーン 2 のシミュレーション環境における走行パスと中間地点の設計を 図 2 .5 .

② -7 に示す．  

 

図 2 .5 .② -7  シーン 2 での自動運転自動車ごとの走行パスと中間地点  

 

 

学習条件  

シーン 1のシミュレーション環境と同様の報酬ルールにより学習を行う．そ

の際， 5 . 0×1 0 7  ステップ学習する．  
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評価結果  

 シーン 2のシミュレーション環境における累積報酬の推移を図 2 .5 .② -8  に示

す．図 2 .5 .② -8から， agen t1と agen t2ともに累積報酬が一定で停滞しているこ

とが確認できる．また，シーン 2において，検討手法により獲得した行動の推

移を図 2 .5 .② -9に示す．ここで，ピンクの自動運転自動車を agen t1，青色の自

動運転自動車を agen t2とする．図 2 .5 .② -9から  t+2から t+5までに，デッドロッ

クが発生し， agent2がデッドロックを回避しようとして道路外へ出てしまい，

デッドロックを回避できていない．このシーンにおいては，デッドロックが

発生する手前で，ピンクの自動運転自動車が停止し，譲る行動を獲得するこ

とを意図している．しかしながら，そのような行動を獲得できていない．そ

の理由として，検討手法に入力する切り出し領域の範囲が狭く，他の 自動運

転自動車が十分に写っていないケースが考えられる．また，シミュレーショ

ン環境のカーブの構築が不完全で，これまでに発見できていないマイナスの

報酬にならないホットスポットがあることも考えらえる．本検討手法による

１回の学習は，高性能 GPUサーバ（ NVID IA DGX -1）を用いて３週間以上要す

るため，本シーンにおけるデッドロック回避が可能かどうかは時間をかけて

再検討が必要である．   

 

図 2 .5 .② -8  シーン 2 での学習ステップごとの累積報酬の推移  
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図 2 .5 .② -9  シーン 2 における各自動運転自動車の行動  

 

 

 

【シーン 3】走行車線に駐車車両がおり，対向車を避けて走行するシーン  

 

シーン 3 のシミュレーション環境  

図 2 .5 .② -10 に示すように，２台の自動運転自動車を配置し，走行レーンに

障害物があるシミュレーション環境を構築した．障害物は自動運転自動車が 2  

台以上通れない程度の間隔を空けてランダムに設置する．走行する条件や行動

の選択肢はシーン 1 と同様である．  

 

 

図 2 .5 .② -10 シーン 3 の自動運転環境  
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学習条件  

シーン 1のシミュレーション環境と同様の報酬ルールにより学習を行う．そ

の際，  2 . 0×1 0 7  ステップ学習する．  

 

評価結果  

 シーン 3のシミュレーション環境において検討手法を学習した際の累積報酬

の推移を図 2 .5 .② -11  に示す．図 2 .5 .② -11から， agen t1と agen t2ともに学習が

進むごとに累積報酬が高くなっており， 2 . 0×1 0 7ステップ時点で収束している

ことが確認できる．また，シーン 3において，検討手法により獲得した行動の

推移を図 2 .5 .② -12に示す．図 2 .5 .② -12からピンク色の agent1  が t+ 1  から t+2  

まで待機し，青色の agen t2  が障害物を通り過ぎた後に動き出している．これ

より，デッドロックを回避するために， agen t1が agen t2  の通過を待つという

譲る行動を獲得できたと考えられる．路駐車両の位置を変えた場合でも，デ

ッドロックが発生する場合に，同様の行動を安定して獲得できていることも

確認できた．これより，シーン 3においてデッドロックを回避する行動の獲得

が可能であると言える．ただし，デッドロック状態においては，回避できな

いこともある．その条件について，さらなる解析が必要である．  

 

図 2 .5 .② -11  シーン 3 での学習ステップごとの累積報酬の推移  
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図 2 .5 .② -12 .  シーン 3 での各自動運転自動車の行動  

 

【シーン 4】幹線道路に合流するシーン  

 

シーン 4 のシミュレーション環境  

図 2 .5 .② -13 に示すように，複数台の自動運転自動車を配置し，片方の自動

運転自動車が合流するようなシミュレーション環境を構築した．合流を行う側

は自動運転自動車 1 台とし，合流される側は自動運転自動車 6 台を制御する．

走行する条件や行動の選択肢はシーン 1 と同様である．  

 

 

図 2 .5 .② -13  シーン 4 のシミュレーション環境  
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シーン 4 の環境における走行パスと中間地点の設計を 図 2 .5 .② -14 に示す．   

 

 

図 2 .5 .② -14 シーン 4 の走行パスと中間地点  

 

学習条件  

シーン 1のシミュレーション環境と同様の報酬ルールにより学習を行う．そ

の際，  1 . 0×1 0 7  ステップ学習する．  

 

 

評価結果  

  シーン 4のシミュレーション環境で，検討手法を学習した際の累積報酬の推

移を図 2 .5 .② -15に示す．図 2 .5 .② -15から， agen t1の累積報酬が 250， a gen t2の

累積報酬が 550程度で停滞していることが確認できる．また，シーン 3におい

て，検討手法により獲得した行動の推移を図 2 .5 .② -16に示す．図 2 .5 .② -16か

ら， tから t+5まで合流される側の自動運転自動車が譲る行動を取らず，合流す

ることができていないことが確認できる．本シーンでは，合流する 自動運転

自動車により，他の複数台の自動運転自動車が譲る行動を取らなければなら

ないシーンである．譲る行動は，加速または減速することが必要となる．こ

のいずれかを合流する付近の 自動運転自動車が同じ行動を取るという単純な

行動と考えることもできるが ，譲る行動を取る自動運転自動車同士が衝突し

ないよう，複数台が連携を持って同じ行動しなければならないという高度な

行動である．特に，本シーンでは，合流される側に 6台配置しているため，複

雑な行動選択が必要となる． 今後，一定間隔に配置する台数やその間隔を変

えて，どの程度の合流であれば，デッドロックを回避可能かなど更なる検討

が必要である．  
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図 2 .5 .② -15 シーン 4 での学習ステップごとの累積報酬の推移  

 

 

図 2 .5 .② -16  シーン 4 における各自動運転自動車の行動  

 

 

【シーン 5】商業施設等の駐車場の出入り口でのシーン  

 

シーン 5 のシミュレーション環境  

図 2 .5 .② -17 に示すように，2 台の自動運転自動車を配置し，細い道からの出

入りするシーンのシミュレーション環境を構築した．細い道は 2  台以上通れな
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い程度の道路幅としている．走行する条件や行動の選択肢はシーン 1 と同様で

ある．  

 

 

図 2 .5 .② -17  シーン 5 のシミュレーション環境  

 

シーン 5 の環境における走行パスと中間地点の設計を 図 2 .5 .② -18 に示す．  

 

図 2 .5 .② -18  シーン 5 の各自動運転自動車の走行パスと中間地点  

 

学習条件  

シーン１のシミュレーション環境と同様の報酬ルールにより学習を行う．

その際， 5 . 0×1 0 7  ステップ学習する．  
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評価結果  

 シーン 5のシミュレーション環境における検討手法の累積報酬の推移を図 2 .5 .

② -19に示す．図 2 .5 .② -19から， agent1と agen t2ともに安定して高い累積報酬を

得ることができていることを確認できる． agen t1と agen t2に大きな累積報酬の

差があるのは，それぞれスタート地点が異なり，異なる動きを行うためであ

る．また，シーン 5において，検討手法により獲得した行動の推移を図 2 .5 .② -

20に示す．図 2 .5 .② -20から，ピンク色の agen t1が t+1から t+3までバックや停止

の行動を選択し，青色の agen t2が細い道から出てくるまで待機している．そし

て， agen t2が通り過ぎた後に動き出している．これより，デッドロックを回避

するために agen t1が agen t2  の通過を待つという行動を獲得できている．この

ように，デッドロックが発生するシーンにおいて， 自動運転自動車が取りう

る行動の選択肢が一意に決まるまたは限定されている場合は， 累積報酬を安

定して獲得でき，デッドロックを回避することが可能である．   

  

 

図 2 .5 .② -19 シーン 5 での学習ステップごとの累積報酬の推移  
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図 2 .5 .② -20  シーン 5 における各自動運転自動車の行動  

 

 

 

・まとめ  

デッドロックが生じる 5シーンにおいて，深層強化学習を行うシミュレーシ

ョン環境を構築し，各シーンでデッドロックを回避する 行動を獲得可能か検

証した．シーン 3， 5において，他の自動運転自動車を考慮する行動を獲得す

ることで，デッドロック回避を行う行動の獲得を実現した．これらのシーン

では，デッドロック回避する行動が一意または限定されており，回避行動を

獲得しやすいと考える．一方で，シーン 1， 2， 4では，デッドロック回避を行

う行動の獲得を実現できなかった．これらのシーンでは，複数のデッドロッ

ク回避行動があり，また複数台が連携して行動しなければ困難なシーンであ

る．このようなシーンにおいては，デッドロックシーンを重点的に学習す

る，環境設計を見直す，報酬ルールを見直すなどが必要である．今後は，こ

れらを行い，デッドロック回避を実現できなかったシーンに対応する手段を

明確にすることが課題となる．  
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2.6.  f.「実証実験」  

２０１９年度に構築した 2 台の試験車両を用いて，東京都臨海部および石川

県金沢市の中心部における走行実証を継続的に実施した．図 2 .6-1 および図 2 .6 -

1 に２０１９年度に構築した車両の概要を示す．  

 

図 2 .6 -1  センサ搭載済みの試験車両内の外観  

 

図 2 .6 -2  試験車両に搭載したセンサの搭載概要  



 

 

  

185 

 

  

特に今年度は，昨年度構築した試験車両等に対して下記の改善を加えつつ公

道走行実証実験推進を行った．  

 

・  2 .6 . a「信号機認識技術の開発及び認識が困難な条件の検討 」節で述べたイン

フラ支援型信号機（ ITS 無線路側器を備えた信号機）との連携によって，交

差点進入直前に信号機が青色（緑色）から黄色，赤信号へと変化してしまう

状況において発生する，いわゆるジレンマゾーンにおける急ブレーキの抑

制を実現する技術の開発を目的として，図 2 .6-3 に示すように IT S 無線受信

機のアンテナを車両 上部に設置するとともに，受信感度向上のためアンテ

ナ設置位置の見直しを行 い，ジレンマゾーンでの減速度抑制に関する公道

走行実証実験を実施した ．  

 

 

図 2 .6-3  車両上部に設置した ITS 無線受信機のアンテナ  

 

・  2 .6 .b「遠距離の物体を検知するために必要となる A I 技術の開発」節で述べ

た， L iDAR および画像のフュージョンによる物体検知アルゴリズムの実現

のため，図 2 .6 -4 に示すようにディープラーニングによる認識処理用コンピ

ュータを更新し，認識技術の性能向上，リアルタイム性の向上を実施した．  

 

ITS 無線受信機のアンテナ  
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図 2 .6-4  更新したディープラーニングによる認識処理用コンピュータ  

 

・  2 .6 . c「高精度自己位置技術の開発 」節で述べた，車載グレード GNSS/ INS の

自己位置推定技術の評価を目的とし，高精度 GNSS/IN S に加え，車載グレー

ドのローコスト GNSS/ INS からの測位情報，車両運動情報を同時に取得可能

とした．  

・  2 .6 .d「交通参加者の行動予測推定とそれに基づくパスプランニング技術の

開発」節で述べた，石川県金沢市内での公道走行実証実験推進のため，新た

に石川県金沢市内における地図の整備を追加で実施した．また，東京臨海部

においても，昨年度実施したお台場エリアでの走行実証実験に加え，羽田エ

リアでの地図整備も追加で実施し，東京臨海部における走行実証実験の範

囲を拡大させた．  

・  SIP 他事業で実施している「仮想空間での自動走行評価環境整備手法の開発

（通称 DIV P 事業）」施策との連携のため，仮想空間における評価対象とし

て検討中のセンサと同等のカメラを車両内に設置し，仮想空間 と実証実験

によって得られたデータの比較評価が可能な環境の構築を行った．   

 

これらの取り組みを通し，2020 年度は東京臨海部での走行実証実験に関して

は合計 54 日実施し，自動運転状態で約 1 ,287 .2km を走破した．   
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図 2 .6-5  仮想空間と実証実験データの比較評価用センサの設置  

 

また，内閣府が主催して開催した東京臨海部実証実験メディア向けガイドツ

アー (2020 年 9 月 1 日実施 )， SIP -adus 中間成果報告会（ 2021 年 3 月 24， 25 日

実施）などにおいて，車両の展示，試乗機会の提供等を実施し，社会受容性向

上に資する取り組みについても実施した．  

 

 

図 2 .6-6  S IP -adus 中間成果報告会における車両展示の様子  
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3.  実施体制  

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

※研究開発項目：  

a.「信号機認識 技術 の開発及び認識 が困 難な条件の検討 」  
b.「遠距離の物 体を 検知するために 必要 となる AI技術の 開発 」  
c.「高精度自己 位置 技術の開発 」  
d.「交通参加者 の行 動予測推定とそ れに 基づくパスプラ ンニ ング  

技術の開発 」  
e.「複数自律型 自動 車が走行する状 態で の問題点の検討 」  
f.「実証実験 」  
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